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Abstract

La tarea de anotación automática de imágenes (automatic image annotation, AIA) consiste en asignar
automáticamente palabras clave a imágenes, de tal manera que puedan describir su contenido visual. El
interés en el desarrollo de sistemas en AIA ha aumentado en los últimos años, esto debido principalmente al
crecimiento de colecciones de imágenes en la Web, las cuales demandan un correcto etiquetado para llevar
a cabo tareas como la recuperación, categorización o exploración de imágenes.

Los métodos actuales para resolver la tarea de AIA trabajan bajo dos principales enfoques: supervisados
y no supervisados. Ambos enfoques sufren de limitaciones en la anotación debido a la diversidad tanto
visual como textual que dificultan la asignación correcta de palabras a las imágenes. Los métodos de
anotación bajo el enfoque supervisado usan colecciones de imágenes etiquetadas, y se ven limitados a
llevar a cabo la anotación de imágenes usando sólo las etiquetas presentes en la colección. En cambio, los
métodos de anotación bajo el enfoque no supervisado utilizan una colección de imágenes de referencia, en
donde para cada imagen se tiene un fragmento de texto asociado, del texto asociado se derivan las etiquetas
para llevar a cabo la anotación de imágenes sin depender de un número fijo de etiquetas. Sin embargo, los
métodos actuales de anotación de imágenes no supervisados requieren de estrategias eficaces para explotar
caracterı́sticas visuales y textuales.

Para sobrellevar limitaciones de asignación y explotar la información presentes tanto en imágenes como
texto, se proponen nuevos métodos de anotación de imágenes bajo el estudio de AIA no supervisada en
analogı́a a la expansión automática de consultas (automatic query expansion, AQE).

La analogı́a de AIA no supervisada con AQE nos permite definir un marco de trabajo que caracteriza a
la tarea de anotación para: 1) explorar, analizar y proponer técnicas eficaces basadas en AQE para AIA
no supervisada; 2) explotar y proponer esquemas de representación unimodales y multimodales, entre texto
e imágenes, para llevar a cabo la anotación; y 3) analizar e identificar problemas durante el proceso de
anotación bajo la analogı́a de AQE en donde se busca proponer soluciones.

Palabras clave: Anotación de imágenes, recuperación de imágenes, expansión de consultas, proce-
samiento de información multimodal, procesamiento de información multimedia.
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1 Introducción

Los avances en desarrollo tecnológico, especialmente en dispositivos multimedia han facilitado la in-
corporación de imágenes, videos, audios, entre otros medios a Internet. En términos de imágenes: ’el
almacenamiento de bajo costo y el fácil manejo de servidores Web han alimentado la metamorfosis del
hombre común de un consumidor pasivo de fotografı́as (en el pasado) a un productor activo hoy en dı́a’
[23]. Consecuentemente, los datos multimedia, no sólo imágenes (documentos de texto, audios y videos), se
han incrementado considerablemente. Existen grandes colecciones de imágenes compartidas y mantenidas
por usuarios en la Web, éstas pueden ser colecciones de dominios especı́ficos (por ejemplo aviones1), re-
des sociales (Facebook2), sistemas Web para almacenar y compartir archivos multimedia (Flickr3, Picasa4),
ası́ como diversos blogs. En las colecciones de imágenes de redes sociales y sitios Web para almacenar y
compartir archivos multimedia los usuarios llevan a cabo su propia anotación, es decir, los usuarios sue-
len asociar un texto descriptivo (llamado comúnmente etiqueta) a las imágenes, videos, audios, entre otros
medios. Sin embargo, algunas de las etiquetas proporcionadas por los usuarios no suelen describir fielmente
la información multimedia contenida. Paralelamente al incremento de información multimedia ha surgido
una gran demanda por medios efectivos y eficientes para organizar e indexar datos, de tal manera que se
pueda recuperar información útil cuando sea requerida [63].

Una estrategia inicial para llevar a cabo la tarea de anotación de imágenes consiste en realizarlo manual-
mente, lo que puede resultar impráctico al trabajar con enormes cantidades de imágenes (un estudio sobre
diferentes estrategias eficaces para la creación de etiquetas para anotación puede ser consultado en [36]). El
crowdsourcing es una bien conocida estrategia de anotación manual de forma colectiva, en donde la dificul-
tad reside en asegurar que un grupo de no expertos realicen el etiquetado de imágenes de manera precisa,
manteniendo un proceso rápido y a la vez económico [83]. Los procesos de crowdsourcing a pesar de ser
colaboraciones eficientes tienen que pasar por un filtro de calidad donde se evalúa el trabajo individual de
los usuarios involucrados en la anotación, y como resultado sólo se obtiene un porcentaje de anotaciones
confiables en las imágenes. Debido a lo anterior, existe un interés creciente en el desarrollo de métodos
automáticos para llevar a cabo la anotación de imágenes.

La tarea de anotación automática de imágenes (Automatic Image Annotation, AIA), se encarga de encon-
trar una descripción textual que defina el contenido visual en las imágenes. Los sistemas de AIA requieren
del desarrollo de sistemas que dada una imagen de entrada, se lleve a cabo un proceso que consiste en
asociar etiquetas (llamadas también conceptos) a imágenes, ésto buscando describir de manera coherente
el contenido visual de la imagen [58, 89]. La principal razón para llevar a cabo la tarea de AIA es para
simplificar el acceso a las imágenes [36]. Una de las consecuencias directas de lograr una anotación confi-
able con sistemas de AIA es que la búsqueda de imágenes basada en consultas textuales puede tener mayor
significado semántico [23].

Actualmente, las consultas basadas en texto son ampliamente usadas por la mayorı́a de los usuarios para
buscar imágenes en la Web [48, 62]. Bajo este paradigma de consulta, si el número de palabras clave usadas
en la consulta son pocas (por ejemplo una o dos palabras), la descripción de la consulta puede llegar a
ser muy general, llegando a caer en un problema de ambigüedad. Por ejemplo, considerando una consulta
formada por la palabra ’jaguar’, esta palabra puede referirse a un automóvil, un felino, u otras definiciones
bajo diferentes contextos (ver Figura 1).

1http://airliners.net
2https://www.facebook.com/
3https://www.flickr.com/
4http://picasa.google.com/
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Figure 1. Imágenes recuperadas en un motor de búsqueda utilizando como palabra clave ’jaguar’.

Las consultas cortas si no son tratadas correctamente pueden llevar a resultados de búsqueda desfavor-
ables. Una de las razones inherentes a este problema es que la mayorı́a de los motores de búsqueda actuales
en Internet explotan eficientemente el texto para recuperar imágenes, pero ignoran el contenido de la imagen
[58], es decir, y nuevamente reiterando, requieren de una anotación confiable en las imágenes.

La anotación de imágenes no es una tarea trivial y presenta varias dificultades, como se indica a contin-
uación. En AIA se suele trabajar con una amplia variedad visual [69], lo que conlleva a considerar múltiples
conceptos a anotar, y existe un problema de brecha semántica (semantic gap) definido como: ’...la falta de
coincidencia entre la información que puede ser extraı́da de los datos visuales y la interpretación que tiene
un usuario en una situación dada para estos datos’ [82]. Este problema de falta de correspondencia ha
surgido en numerosas investigaciones, en [37] se caracteriza el fenómeno a través una jerarquı́a en niveles
del procesamiento llevado a cabo para anotar una imagen: 1) datos crudos, representando a la imagen; 2)
descriptores visuales, vectores numéricos que representan caracterı́sticas visuales de la imagen; 3) objeto,
combinaciones de descriptores visuales; 4) etiquetado de objectos, nombres simbólicos dados a los objectos;
y 5) semántica, relaciones entre los objectos (ver Figura 2).

Figure 2. Jerarquı́a en niveles de procesamiento para llevar a cabo la anotación de una imagen: desde datos
crudos hasta semántica (Figura adaptada de [37]).
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A través de la caracterización de [37] se puede notar que automatizar una posible interpretación visual
para llevar a cabo la anotación de las imágenes debe pasar por varios procesos dificultando la tarea.

Dos problemas inherentes a la brecha semántica son la polisemia visual y la sinonimia visual. La
polisemia visual se presenta cuando imágenes con alta similitud visual (la cual se asume por la distancia muy
cercana en sus descriptores visuales), presentan en su contenido visual diferentes significados semánticos
[87]. La polisemia visual suele presentarse con mayor frecuencia al trabajar con pequeñas colecciones de
imágenes y trae como consecuencia una baja precisión en la anotación [87] (por ejemplo: ’no todo lo que
es redondo y rojo representa a una pelota’, ver Figura 3).

Figure 3. Polisemia visual, imágenes con contenido visual similar a una pelota que representan diferentes
contenidos semánticos.

En cambio, en la sinonimia visual (Figura 4), es el caso de diferentes imágenes que describen semánticamente
el mismo significado (objeto), sin embargo, no son imágenes con alta similitud visual, es decir, no son cer-
canas en distancia de sus descriptores visuales [87].

Figure 4. Sinonimia visual, una bicicleta se representa por diferentes imágenes que comparten un mismo
significado semántico. Imágenes tomadas de la BD en [93].

Una de las razones de que la polisemia y sinonimia visual continúan como dificultades presentes en el
problema de brecha semántica se debe a que los descriptores visuales extraı́dos de la imagen y usados para
la representación de su contenido, como SIFT (Scale Invariant Feature Transform), aún son sensibles a
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variaciones como iluminación, traslación o distorsión en las imágenes [89].
Con el objetivo de dar solución o acortar el problema de brecha semántica, se han propuesto técnicas

de visión por computadora que permiten la extracción automática de caracterı́sticas de bajo nivel de las
imágenes con cierto grado de eficacia [49], sin embargo, la problemática en la tarea de AIA aún reside en
cómo derivar conceptos de alto nivel automáticamente del contenido visual y de la información disponible
[49].

Los métodos actuales para resolver la tarea de AIA trabajan bajo dos principales enfoques: supervisados
y no supervisados. En el enfoque de AIA supervisada, se trabaja usando una colección de imágenes etique-
tadas y sólo se anotan imágenes con las etiquetas presentes dentro de la colección limitando la escalabilidad
de anotación. En cambio, en el enfoque de AIA no supervisado, las investigaciones iniciales han buscado
mayor diversidad de etiquetas para la anotación y no usan una colección de imágenes anotadas. En AIA no
supervisada se usa una colección de imágenes de referencia, en donde para cada imagen de la colección se
tiene un fragmento de texto asociado [93, 29, 24]. En el escenario de AIA no supervisada cualquier palabra
extraı́da del texto asociado en la colección puede usarse como etiqueta.

El proceso de anotación general usado en AIA no supervisada usa dos pasos principales: 1) una recu-
peración de k imágenes similares visualmente a la que se desea anotar, y 2) un proceso de minerı́a de texto
aplicado en el texto asociado de las k imágenes para derivar las etiquetas a anotar. En el esquema de AIA
no supervisada los pasos son procesados en secuencia, por lo tanto se tratan las caracterı́sticas visuales y
textuales por separado, por lo cual no explotan adecuadamente las relaciones latentes entre los dos tipos de
datos. La presente investigación está enfocada en proponer distintas alternativas para tomar mayor ventaja
de las relaciones entre caracterı́sticas visuales y textuales buscando mejorar el rendimiento en compsaración
a los métodos actuales en AIA no supervisada. Hemos definido una analogı́a entre la AIA no supervisada y
la expansión automática de consultas, de la cual proponemos un marco de trabajo para evaluar las distintas
estrategias y sacar provecho de la información. Ası́ mismo, proponemos entre estas estrategias el uso de
información multimodal (que proviene de dos o mas modalidades, para este caso texto e imágenes) bajo dos
diferentes paradigmas de anotación de imágenes, local y global, que hemos definido a través de la analogı́a
que proponemos. Además, proponemos el desarrollo de una métrica que permita estimar la complejidad de
la imagen a anotar, el objetivo es dada una imagen y una colección de imágenes de referencia identificar
bajo que paradigma de anotación de imágenes es posible sacar el mayor provecho.

El reporte es estructurado como sigue. En la Sección 2, se presentan los fundamentos a expansión au-
tomática de la consulta, tema que usamos como analogı́a para desarrollo de la investigación. En la Sección
3 se presenta el trabajo relacionado, exponiendo los diferentes enfoques en los que se lleva a cabo el proceso
de anotación de imágenes. La Sección 4 incluye la justificación y motivación de la investigación. En la
Sección 5, la propuesta de investigación es presentada, en donde primero proponemos una definición de
AIA no supervisada en analogı́a a AQE y definimos el marco de trabajo, después se presentan las preguntas
de investigación, los objetivos y la metodogı́a propuesta para llevar a cabo la investigación. En la Sección
6, se presenta el diseño experimental que se llevará a cabo en la metodologı́a. En la Sección 7 se presentan
los resultados preliminares. Finalmente, la Sección 8 incluye las conclusiones, el plan de publicaciones y el
cronograma de trabajo.

2 Fundamentos

En esta sección se describe las bases teóricas referentes a expansión automática de consultas que servirá
como tema base para la propuesta de investigación.
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Figure 5. Dos de los principales paradigmas para llevar a cabo la expansión: (1) expansión local, después de
obtener resultados se reformula la consulta expandiendo con términos extraı́dos de los mismos resultados; (2)
expansión global, inmediatamente después de que es formulada la consulta es expandida a través de una refor-
mulación, el conocimiento global puede ser información estadı́stica de una corpus, un thesaurus, o conocimiento
obtenido por algún método de aprendizaje.

2.1 Expansión automática de consultas

En el área de recuperación de información (information retrieval, IR), la expansión automática de con-
sultas (Automatic Query Expansion, AQE) consiste en expandir la consulta del usuario agregando palabras
que aumentan la descripción de la información que el usuario requiere. La utilización de AQE es una forma
bien conocida de sobrellevar el problema de falta de correspondencia en IR: ’la inefectividad de los sistemas
de IR se debe en gran medida a la inexactitud, con la cual, la consulta es formada por pocas palabras clave
que modelan la información que el usuario necesita’ [16].

Las técnicas de AQE pueden ser clasificadas en cinco grupos de acuerdo al paradigma conceptual usado
para encontrar la expansión [16]:

1. Especı́ficas a la consulta local. Este paradigma es conocido como expansión local (Figura 5(1)), éste
usa técnicas que toman ventaja de la información local que es recuperada a través de la consulta para
llevar a cabo la expansión.

2. Basadas en el corpus. Éste paradigma es conocido como expansión global (Figura 5(2)). Las técnicas
realizadas bajo este esquema analizan el contenido de la colección o corpus de entrenamiento con el
objetivo de identificar caracterı́sticas útiles para llevar a cabo la expansión.

3. Análisis lingüı́stico. Se usan técnicas que explotan propiedades del lenguaje para formar relaciones
que sirvan para expandir o reformular la consulta.

4. Análisis de bitácora de búsqueda (search log analysis). Incluye técnicas que analizan el hábito de
los usuarios en registros de bitácoras, con la finalidad de crear asociaciones útiles que puedan ser
sugeridas durante la consulta.

5. Datos Web. Bajo este paradigma se usan herramientas que analizan relaciones entre los enlaces de la
Web con la finalidad de adquirir información útil para usar en la expansión.
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Para algunos casos la expansión de la consulta puede llevarse a cabo de forma iterativa, es decir, se
realiza la expansión mediante algún paradigma y posteriormente se reajustan y agregan nuevos términos a
la consulta y se vuelve a lanzar la consulta. Con este proceso iterativo se busca reforzar la decisión de la
consulta tratando de mejorar la correspondencia entre la consulta y la intención del usuario para llevar a
cabo. Al proceso iterativo de reformular la consulta se le conoce como pseudo relevance feedback [16].

Aplicaciones de AQE han tenido un gran desarrollo en los últimos 20 años [16], creando diversas técnicas
que le han permitido a AQE trabajar con una amplia gama de fuentes de información y han ayudando a
incrementar la eficiencia computacional. La madurez alcanzada en AQE le ha permitido el desarrollo de
métodos para tomar en cuenta dependencia de términos, expansión de consultas estructuradas, modelos de
interacción, aprendizaje adaptativo y posibilidades de hı́bridos [16]. La diversidad de métodos y la analogı́a
con AIA no supervisada que hemos definido en este reporte (en las subsecciones 5.1 y 5.2), nos lleva a
argumentar que métodos de AQE pueden ser utilizados para sacar provecho de la información textual y
visual, y para proponer nuevos de métodos para AIA no supervisada.

3 Trabajo relacionado

El proceso de anotación de imágenes se ha llevado a cabo mediante tres enfoques generales (Tabla 1).
Bajo un enfoque supervisado de anotación de imágenes se usa una colección de imágenes etiquetadas,
mientras que bajo el enfoque no supervisado generalmente se usa una colección de imágenes de referencia
en la que las imágenes no están etiquetadas. El enfoque semi-supervisado está ubicado de forma intermedia
entre estos enfoques y puede ser visto como un caso de anotación supervisada en el que sólo se cuenta con
un subconjunto de imágenes etiquetadas de la colección.

Enfoque Colección de imágenes Método general de anotación
Supervisado etiquetadas aprendizaje de correspondencia

entre etiqueta(s) e imágenes
Semi-Supervisado un subconjunto propagación de etiquetas

etiquetado
No Supervisado sin etiquetar extracción de etiquetas del

texto asociado a las imágenes

Table 1. Enfoques generales de AIA

3.1 AIA Supervisada

En la AIA supervisada se cuenta con un colección de imágenes etiquetadas. La colección está com-
puesta por un conjunto de ejemplos, en el que cada ejemplo consiste de un vector de caracterı́sticas vi-
suales extraı́das de la imagen y las etiquetas asignadas como anotación. La colección de imágenes con
sus respectivas etiquetas se utilizan para aprender correspondencias entre las caracterı́sticas visuales y las
etiquetas. Generalmente se pueden identificar dos tipos de modelos de aprendizaje usados para la fase de
entrenamiento [75]:

• Discriminativos. Los modelos discriminativos modelan la distribución de probabilidad condicional
p(y|X), en donde las variables de entrada X son vectores de caracterı́sticas visuales extraı́das de las
imágenes, y la variable de salida y es la etiqueta a anotar.
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• Generativos. En el modelo discriminativo generalmente se provee un modelo por cada etiqueta de an-
otación, mientras que en un modelo generativo se provee un modelo probabilı́stico completo de todas
las variables, es decir, se modela una función de densidad de la probabilidad condicional p(X,Y ) en
donde Y son las etiquetas a anotar.

3.1.1 Modelos discriminativos

Las máquinas de soporte vectorial (support vector machine, SVM) [15, 22, 94, 45], k vecinos más cer-
canos (k-nearest neighbour, KNN) [38, 42], redes neuronales artificiales y árboles de decisión son algunos
de los algoritmos que se utilizan para generar o como modelos discriminativos en la AIA supervisada.

En [15, 22, 94, 45] se usa SVM para llevar a cabo la tarea de anotación de imágenes generando modelos
discriminativos usando estrategias one-versus-all (OVA) [15, 22, 45] y one-versus-one (OVO) [94]. Para la
estrategia OVA por cada etiqueta a anotar se entrena una SVM binaria para aprender un modelo discrimina-
tivo contra las demás etiquetas a anotar, generando n clasificadores. En cambio, para la estrategia OVO por
cada par de etiquetas a anotar se entrena un SVM, generando n(n − 1)/2 clasificadores. Generar modelos
discriminativos para anotación de imágenes por estrategias OVA o OVO usando SVM generalmente requiere
alto procesamiento computacional.

El uso de KNN como modelo no requiere entrenar n clasificadores. En [38] se usa una herramienta
de anotación que permite segmentar la imagen y etiquetar manualmente formando ası́ un diccionario de
imágenes. Cuando se tienen suficientes imágenes en el diccionario, dada una nueva imagen sin anotación, la
herramienta usa vecinos más cercanos para anotarla de acuerdo a su similitud con imágenes en el diccionario.
Sin embargo, la herramienta de [38] requiere procesar la similitud de la imagen a anotar contra todas las
imágenes en el diccionario. Una estrategia para disminuir el número de comparaciones de similitudes a
calcular, es generar prototipos, es decir, construir elementos representativos que generalicen a subconjuntos
de imágenes, reduciendo el número de elementos a comparar. En [42] se lleva a cabo anotaciones de
diferentes colores a las regiones de las imágenes, en donde previamente de la colección de imágenes se
generan prototipos por cada color por medio de centroides realizando clustering en la representación RGB
de las imágenes. Sin embargo, es difı́cil generar prototipos para colecciones de imágenes que presentan
múltiples etiquetas anotadas por imagen y una gran variedad de diversidad visual en las imágenes.

Cabe señalar que para la construcción de modelos discriminativos se requiere de una colección de imágenes
etiquetadas que generalmente se anotan manualmente, en donde la anotación puede llegar a ser subjetiva.
En experimentos realizados con Corel Dataset [25] se ha mostrado más del 50% de palabras asignadas a
tópicos no ocurren en la correspondiente imagen [9].

3.1.2 Modelos generativos

La AIA supervisada que utiliza modelos generativos ha sido un área activa en la última década. Se pueden
identificar dos grupos principales de métodos en los que predomina el uso de probabilidades para generar
modelos:

• Aquellos que usan ocurrencias y co-ocurrencias entre etiquetas y caracterı́sticas visuales para esti-
mar distribuciones de probabilidad conjunta [43, 51, 96]. Incluyendo métodos que usan técnicas
estadı́sticas para capturar la máxima entropı́a entre las caracterı́sticas visuales y textuales [44].

• Otro grupo que modela tópicos (LDA (latent Dirichlet allocation), LSA (latent semantic analysis),
pLSA (probabilistic LSA)), donde cada tópico representa una distribución de probabilidad entre eti-
quetas y caracterı́sticas visuales [5, 6, 17, 71, 46, 64, 95, 13, 14].
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Los modelos generativos usados para AIA han sido criticados por varias razones: (1) maximizan la
verosimilitud de los datos, lo cual no es del todo correcto para llevar a cabo la predicción de etiquetas, debido
a que no todas las etiquetas asignadas a un tópico ocurren en su correspondiente imagen [71], (2) hacen
suposiciones sobre la distribución de los datos para hacer tratable el aprendizaje del modelo, (3) algunos
modelos generativos requieren de complejas inferencias [46], (4) se requieren parámetros adicionales a
aprender debido a suposiciones en la distribución de los datos [71], (5) alto consumo de recursos tanto en
procesamiento como en memoria, y (6) requieren de imágenes etiquetadas, en donde la anotación de grandes
cantidades de imágenes resulta costosa debido a que se lleva a cabo manualmente.

Métodos que han surgido para subsanar problemas de rendimiento son [95] y [91]. En [95] se define un
modelo de representación que puede ser visto como un modelo de espacio semántico en el que los tópicos
son determinados por similitudes entre la cantidad de palabras y la distribución multivariada de Gausianas
de las caracterı́sticas visuales. Con la definición propuesta por [95] se persigue relajar las relaciones entre
modalidades sin caer en independencias en el modelado de tópicos. En [13, 14], se define una representación
multimodal que combina caracterı́sticas visuales y texto mediante el uso de factorización de matrices, la idea
es encontrar factores latentes que correlacionen los datos multimodales en el espacio de representación de la
matriz. Una extensión al modelo de [13, 14] se realiza en [91] donde la ventaja radica en que el aprendizaje
es realizado online mediante una formulación de descenso de gradiente.

El uso de deep learning (aprendizaje profundo) ha sido una tendencia en machine learning (aprendizaje
automático) para obtener modelos generativos. Deep learning es inspirado y trata de replicar en computa-
dora la arquitectura de procesamiento del cerebro humano, en la cual se cree que existe una serie de niveles
de procesamiento con diferentes niveles de abstracción [65]. Una de las principales crı́ticas en el área de
deep learning es que los modelos generados tienen millones de parámetros y requieren grandes cantidades
de datos etiquetados para el entrenamiento, los cuales son difı́ciles de obtener [65, 8]. Una de las prin-
cipales aplicaciones para deep learning ha sido el aprendizaje de representaciones [8] que incluyen deep
auto-encoders que consisten en métodos para reducir la información de diferentes modalidades generando
un modelo multimodal [68, 84, 77].

3.1.3 Observaciones de AIA supervisada

Una limitante a resaltar de la AIA supervisada es que sólo es posible anotar con las etiquetas de la
colección de imágenes que se use, las cuales suelen ser un número finito y pequeño que limitan las posibil-
idades de escalabilidad en la anotación. Usando métodos para generar modelos discriminativos se tiene la
desventaja que es necesario entrenar un clasificador por cada etiqueta a anotar aumentando el procesamiento
de computo, además, cabe señalar que algunos algoritmos de clasificación como es el caso de SVM es nece-
sario proveer para el aprendizaje ejemplos positivos y negativos por cada etiqueta a anotar.

Para la AIA supervisada que usa modelos generativos no es la excepción el aprendizaje finito de eti-
quetas a aprender. Una de las bases de datos que ha sido ampliamente usada es el Corel Dataset [25]
para evaluar modelos generativos para AIA supervisada. Diversos trabajos reportan resultados sobre esta
BD [43, 44, 17, 6, 5, 13, 14, 64, 71, 96] en donde se usan 5,000 imágenes de 50 CDs, en donde cada CD
representa corresponde a una etiqueta, es decir, sólo se consiguen anotar 50 etiquetas diferentes entrenando
con 5,000 imágenes, lo cual hace resaltar que: 1) se requieren de muchos ejemplos de entrenamiento, e
incrementa el número de ejemplos a medida que se agregan nuevas etiquetas, lo cual conlleva a mayor costo
computacional; 2) resulta costoso construir BDs para entrenamiento para anotación de imágenes debido a
que se requieren un número considerable de etiquetas y ejemplos para cada una de ellas, lo cual se realiza
mediante anotaciones manuales (cabe señalar que debido a esto existen pocas BDs para evaluación).
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3.2 AIA Semi-Supervisada

El enfoque de AIA semi-supervisado puede ser visto como un caso especial del enfoque supervisado. La
diferencia con el enfoque supervisado radica en que en la colección de imágenes no se tienen etiquetadas
todas las imágenes, sólo un subconjunto de ellas. La tarea de AIA semi-supervisada puede llevarse a cabo
aprendiendo modelos del conjunto etiquetado, y después usar el conjunto no etiquetado como prueba e ir
agregando los nuevos ejemplos aprendidos [35], en este caso se asume que los ejemplos aprendidos que
se agregan han sido correctamente anotados. En [60] se usa un ensamble de clasificadores y se considera
durante el entrenamiento a las imágenes sin etiquetas. El ensamble funciona en forma de cascada, en donde
las imágenes sin etiqueta son clasificadas y sirven de entrada a un siguiente clasificador que considera la
clasificación anterior.

Otra forma de ver la tarea de AIA semi-supervisada es como una propagación de etiquetas a imágenes
sin anotación. En [4] las propagaciones se realizan localmente entre etiquetas, en donde para realizar la
propagación de etiquetas es necesario establecer un parámetro n que determina la cantidad de etiquetas a
propagar. En cambio en [19, 57] se consideran propagaciones holı́sticas, la limitante es que no es posible
separar las similitudes entre diferentes etiquetas [4]. La suposición principal de [57] es que dos clases de
etiquetas tienden a tener traslape en sus datos si comparten alta similitud. Otro trabajo en propagación
es [80], se representan a las imágenes como nodos en un grafo que conectan por similitud visual o por
co-ocurrencia de etiquetas, y la propagación se realiza en el grafo a imágenes sin etiqueta.

3.2.1 Observaciones de AIA semi-supervisada

La AIA semi-supervisada es un enfoque económico para anotar imágenes cuando se cuenta sólo con
un conjunto reducido de imágenes anotadas [4]. Los trabajos de AIA semi-supervisada [4, 35, 19, 57]
son métodos robustos a la anotación de imágenes que no necesitan contar con la anotación completa en
la colección de imágenes. Sin embargo, permanece la problemática de que sólo es posible anotar con las
etiquetas que se cuentan en la colección y por lo tanto se pierden diversidad de etiquetas en la anotación de
imágenes.

3.3 AIA No Supervisada

La tarea de AIA no supervisada tradicional se describe de la siguiente manera. Dada una imagen a anotar
y una colección de imágenes de referencia, en donde cada imagen en la colección no está etiquetada pero
cuenta con un fragmento de texto asociado, la meta de la tarea consiste en asignar palabras que describan
el contenido visual de la imagen a anotar empleando el texto asociado de las imágenes de la colección de
referencia.

Investigaciones actuales [58, 93, 56, 78, 90, 74], han llevado a cabo la tarea de AIA no supervisada de
la siguiente manera. Dada una imagen a anotar y una colección de imágenes de referencia, se encuentran
k imágenes vecinas más cercanas visualmente de la colección. Posteriormente se procesa la información
textual asociada de las k imágenes para llevar a cabo la anotación. Bajo este esquema de anotación se
puede identificar dos pasos o módulos principales (ver Figura 6): (1) La recuperación de las k imágenes
similares de la colección de imágenes de referencia, usando un módulo de recuperación de imágenes basado
en contenido (content-based image retrieval, CBIR); (2) un módulo de minerı́a de texto para el texto asociado
de las k imágenes, de donde se produce la anotación a la imagen. Los pasos antes mencionados son usados
de manera secuencial, en donde se identifica que la importancia de la anotación recae en el contenido visual
de k imágenes, lo cual en ciertos casos puede no ser lo adecuado.
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Figure 6. Enfoque tradicional de AIA no supervisada.

Desde un punto de vista práctico, en el enfoque de AIA supervisada sólo se anotan las etiquetas que se
encuentran dentro de la colección de imágenes que se use. En cambio, el enfoque de AIA no supervisada
en lugar de contar con etiquetas anotadas en las imágenes, se usa para derivar las etiquetas a anotar el texto
asociado a imágenes de una colección de imágenes de referencia, en donde generalmente se cuenta con un
gran número de imágenes y por lo tanto la cantidad de etiquetas a elegir aumenta. El texto asociado a la
imagen generalmente es no estructurado y puede presentarse en diferentes formas: i) texto que acompaña
a la imagen como puede ser el de artı́culos cientı́ficos, revistas, libros, entre otras fuentes de datos; ii)
texto en las páginas Web en donde fue encontrada la imagen, incluyendo tı́tulos, URL, subtı́tulos, entre
otras caracterı́sticas; iii) texto obtenido de un motor de búsqueda, como el de las palabras clave empleadas,
snippets5, información procesada del motor de búsqueda (por ejemplo el ranking), etcétera.

Bajo el escenario de AIA no supervisada es posible conseguir mayor diversidad en la anotación a difer-
encia del enfoque supervisado. Algunas de las razones para considerar al texto asociado para extraer las
etiquetas a anotar son [49]:

• El texto codifica mejor la semántica de alto nivel que el contenido de la imagen.

• Muchas palabras y expresiones aparecen junto a la imagen y pueden ser relacionadas con esta.

En la AIA no supervisada, nótese que aunque no se cuenta con un etiquetado por imagen se debe contar
con un texto asociado a cada imagen en la colección de imágenes de referencia. Sin embargo, no entra en
contradicción con la definición de no supervisado que es aplicado cuando no se cuenta con conocimiento
a priori que nos diga la salida deseada a cada entrada [65], pues en el caso de AIA no supervisada el texto
asociado a cada imagen es generalmente no estructurado y no nos dice directamente qué anotar a la imagen
complicando la tarea.

En AIA no supervisada es deseable que las etiquetas a anotar describan el contenido visual de la imagen.
Sin embargo, la interpretación del contenido visual de una imagen es subjetivo y difı́cil de enseñar a una
computadora por lo que el número de etiquetas que pueden ser anotadas es desconocido. Intuitivamente,
elegir pocas etiquetas (una o dos ) podrı́a sugerir una anotación tomando en cuenta el contenido visual
general o predominante, en cambio, un número de etiquetas (por ejemplo mayor a cinco) sugiere que la
anotación tiene un mayor grado de especificidad.

Existen dos subproblemas diferentes en AIA no supervisada que se pueden caracterizan por: dar mayor
importancia al contenido textual ó el enfoque tradicional que da mayor importancia al contenido visual.

5Pequeñas descripciones que aparecen en los resultados de los motores de búsqueda.
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Cuando se da mayor importancia al procesamiento textual [20, 52, 24, 29]. Básicamente, la meta de
la tarea es dada una imagen y su texto asociado, se extraen etiquetas del texto asociado que describan el
contenido visual de la imagen (ver Figura 7), como ayuda se hace uso de herramientas de la Web para
identificar la importancia y expresividad de la palabras (por ejemplo WordNet [20], flickr [52, 24]). La
dificultad de anotación bajo este escenario es filtrar etiquetas irrelevantes y elegir a las que serán anotadas a
la imagen. Nótese que es necesario contar con un texto asociado para la imagen a anotar, y no es necesario
un paso de CBIR pues se ignora completamente el contenido visual de las imágenes.

Figure 7. Proceso de anotación de imágenes individual. La imagen a anotar es anotada usando el texto asociada
a ella ignorando por completo el contenido visual de la imagen.

En cambio, en el enfoque tradicional de AIA no supervisada la tarea se centra en etiquetar imágenes que
no tienen ningún texto asociado, pero se toma en cuenta el texto asociado de una colección de imágenes de
referencia. Trabajos que realizan la anotación no supervisada tradicional [58, 93, 56, 78, 90, 74], proponen
variantes en el paso de recuperación y diferentes estrategias para el paso de minerı́a de texto. En [58] para
el paso minerı́a de texto se usa una anotación con estrategia voraz (greedy) para ir eligiendo cada etiqueta a
anotar, en donde se eligen las etiquetas que presentan mayor frecuencia en el texto asociado de la primera
imagen recuperada en el paso de CBIR, en base a esta primera recuperación se toma en cuenta al texto
asociado de las siguientes k imágenes. En [56] se emplea como colección de imágenes de referencia un
subconjunto de imágenes de Flickr, y se propone para el paso de minerı́a de texto usar la información de
usuarios para asignar relevancia a las diferentes etiquetas a anotar, el supuesto es que las personas etiquetan
a las imágenes visualmente similares con las mismas etiquetas.

En [74] para el paso de anotación se utiliza la técnica de pesado BM25 (Okapi best matching 25) para
asignar un puntaje al conjunto de etiquetas extraı́das del texto asociado anotando aquellas etiquetas de mayor
puntaje. En [90] se propone una medida de estimación de relevancia para decidir las etiquetas a anotar. La
medida de relevancia de [90] toma en cuenta la distribución de frecuencia de la etiqueta a evaluar en el texto
asociado de las k imágenes y la distribución de frecuencia dentro de la misma etiqueta dentro de la colección
de imágenes de referencia.

El método de anotación en [93] usa un análisis estadı́stico de coocurrencias de los términos del texto
asociado de las imágenes de la colección de referencia. Primero se lleva a cabo un paso de CBIR para
obtener k imágenes cercanas visualmente a la imagen que se desea anotar. Después, para el paso de minerı́a
de texto usa el texto asociado a las k imágenes recuperadas y calcula un puntaje para cada etiqueta posible
a anotar (de una lista de n conceptos posibles), este puntaje es calculado usando la probabilidad de co-
ocurrencia de las etiquetas con los otros términos presentes en el texto asociado a las k imágenes. Un
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aspecto interesante del trabajo en [93] es que aunque lleva a cabo la anotación a dos pasos, el análisis
de co-ocurrencias sobre los términos del texto asociado se hace sobre la colección imágenes de referencia
completa. Una extensión al trabajo de [93] se realiza en [78], en donde se toma en cuenta una configuración
heterogénea de descriptores visuales para el paso de recuperación de imágenes.

3.3.3 Observaciones de AIA no supervisada

En la AIA no supervisada se pueden identificar dos subproblemas diferentes: (1) en donde se tiene
un imagen a anotar y de su texto asociado se lleva a cabo como una anotación individual, y (2) el enfoque
tradicional, en donde para la imagen a anotar no se tiene información de texto asociado y se usa un colección
de imágenes de referencia (donde cada imagen cuenta con un texto asociado) para derivar las etiquetas de
anotación.

Una de las principales suposiciones de trabajos de AIA no supervisada que realizan la anotación de
forma individual [20, 52, 24, 29], es que el texto asociado, el cual para algunos casos sólo es un fragmento
pequeño, describe el contenido de la imagen, lo cual no siempre se cumple, ignorando por completo el
contenido visual de las imágenes.

En cambio, los trabajos del enfoque tradicional de AIA no supervisada [58, 93, 56, 78, 90, 74], procesan
el texto asociado a k imágenes que sirve como información para buscar describir el contenido visual de
la imagen a anotar. Sin embargo, dan mayor importancia al contenido visual y llevan a cabo dos pasos en
secuencia para realizar la anotación, ignorando las interacciones entre los datos. Además, el paso de minerı́a
de texto para extracción de etiquetas depende del paso de CBIR, en donde la recuperación de imágenes no
es confiable para todos los casos.

4 Motivación y Justificación

El desarrollo de AIA es de gran utilidad para diversas áreas de investigación que pueden aprovechar la
información imagen-etiquetas provista por la anotación para resolver diferentes tareas. Entre las tareas con
mayor demanda se encuentra la recuperación de imágenes, debido a que para el incremento de datos en
la Web es beneficioso contar con una anotación variada de etiquetas y robusta en las imágenes. Tareas en
las que puede influir una correcta anotación de imágenes son el indexado, organización, categorización,
reconocimiento, auto-ilustración y exploración de grandes colecciones de imágenes en la Web. Estas tar-
eas se encuentran relacionadas entre sı́ (trabajos al respecto pueden ser revisados en [23, 6, 69, 47, 66]).
Además, el desarrollo de sistemas de AIA no supervisada puede beneficiar a tareas de anotación de lugares
geográficos [79, 97], clasificación [10, 18] y robótica [67], que podrı́an incorporar módulos de anotación
como parte integral de los sistemas, por ejemplo procesos de adquisición de imágenes para entrenamiento.

Hemos elegido trabajar AIA bajo un enfoque no supervisado debido a que es posible anotar una mayor
diversidad de etiquetas a niveles generales y especı́ficos6, lo cual es un aspecto deseable ya que permite
describir diferentes caracterı́sticas en la imagen. Además, usar datos no supervisados conlleva a una mayor
escalabilidad en tamaño de base de datos y en número de etiquetas a anotar [15].

Los sistemas actuales en AIA no supervisada usan un módulo de CBIR como principal indicador de
relevancia para realizar la anotación, este escenario ocasiona que la anotación de la imagen de entrada
recaiga en su apariencia sin importar su contexto [81], lo cual puede ocasionar que se anote incorrectamente
debido que no existe actualmente un descriptor visual robusto para una situación general de recuperación.

La mayorı́a de las estrategias para AIA no supervisada actuales [58, 93, 56, 52, 24, 78, 90, 74, 20] em-
plean procesos separados para procesar el texto y las imágenes desaprovechando las interacciones entre

6Nótese que este aspecto tiene dependencia sobre la calidad y la explotación de la información asociada a la imagen.
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las modalidades, más aún no se ha propuesto explotar la información multimodal (texto e imágenes rep-
resentados en conjunto) para llevar a cabo la tarea de AIA no supervisada. No obstante, la disponibilidad
de modalidades incitan al desarrollo de herramientas capaces de aprovechar la diversidad, redundancia y
complementariedad de la información [27].

El procesamiento de texto e imágenes como procesos separados en la AIA no supervisada, nos lleva a
resaltar la falta de un marco de trabajo que permita introducir nuevos métodos para explotar las relaciones
entre el texto y las imágenes, ası́ como datos multimodales. La propuesta de esta investigación consiste
en introducir nuevos métodos para mejorar la efectividad de la anotación de imágenes. El escenario en
el que nos disponemos a trabajar es aquel en donde dada una imagen y una colección de imágenes de
referencia, buscamos asignar etiquetas a la imagen que describan su contenido visual. A diferencia de los
métodos actuales nos enfocaremos en la explotación de relaciones de caracterı́sticas textuales y visuales, ası́
como el uso de datos multimodales. Para llevar a cabo estos métodos proponemos la definición de AIA no
supervisada en analogı́a con AQE. Un marco de trabajo para analizar la tarea de AIA no supervisada surge
de esta analogı́a y es una contribución de esta investigación. En la definición de este marco de trabajo se
analizan e identifican estrategias para subsanar y mejorar la anotación de imágenes. La analogı́a de AIA no
supervisada con AQE nos permite proponer esquemas de anotación de imágenes usando datos multimodales,
además de adoptar y definir estrategias empleadas en AQE para evaluar la eficacia en la tarea de anotación
de imágenes. Además, un componente novedoso que proponemos analizar y desarrollar bajo el marco de
trabajo de anotación de imágenes, es la estimación de la complejidad de la consulta, es decir, proponemos
el desarrollo de una métrica para estimar a priori y posteriori la complejidad de llevar a cabo la anotación de
una imagen dada usando una determinada colección de imágenes de referencia. El estudio de complejidad
es un aspecto deseable que permitirá determinar bajo que paradigma de anotación es posible sacar mayor
provecho. Mecanismos para estimar la complejidad de la consulta en AQE han sido estudiados, pero no se
han llevado a cabo estudios en AIA no supervisada.

5 Propuesta de Investigación

La propuesta de estudio es investigar, bajo un marco de trabajo definido a partir de la analogı́a con
expansión automática de consultas, a los sistemas de anotación automática de imágenes no supervisados,
proponiendo métodos de anotación en paradigmas locales y globales (definidos a partir de la analogı́a) que
incorporen datos multimodales.

La analogı́a que proponemos nos permite identificar y caracterizar estrategias y métodos para la ano-
tación de imágenes no supervisada, que incluyen el usar información unimodal o multimodal, es decir, en
procesamiento textual o visual por separado o en conjunto para el proceso de anotación.

El marco de trabajo de anotación basado en métodos locales y globales es una contribución de esta
investigación y abre posibilidades de investigación para analizar el impacto de usar datos multimodales y
emplear técnicas de la expansión automática de consultas para resolver la tarea de anotación de imágenes
bajo un enfoque no supervisado. En este marco de trabajo se incluye un componente a analizar que no ha
sido estudiado anteriormente que es la complejidad de anotar una imagen.

Antes de presentar las preguntas de investigación y los objetivos de la tesis describimos la analogı́a entre
AIA y AQE que tomaremos como base para definir nuestro marco de trabajo para el desarrollo de métodos
de anotación no supervisada de imágenes. Nótese que esta analogı́a es parte de los avances de este propuesta
de investigación.
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5.1 Analogı́a entre AIA no supervisada y AQE

Existe una serie de propiedades de correspondencia entre AIA no supervisada y AQE que hemos identi-
ficado y que nos permiten ver en analogı́a a la tarea de AIA no supervisada como una tarea de AQE, estas
propiedades se describen a continuación.

En AIA no supervisada una imagen i a anotar puede verse como una consulta q en AQE. A la imagen i
se le desean anotar k etiquetas que se busca describan su contenido visual, y en AQE la consulta q se desea
expandir con l términos de expansión que buscan reflejar la intención de la consulta que se desea expandir.
Nótese que un problema para ambos casos es que k y l son desconocidos, la dificultad de este problema
radica en que para describir el contenido visual de una imagen Ψi e interpretar la intención de una consulta
Ψq existe una subjetividad variable. Además, otra caracterı́stica que puede encontrarse en común es que
para determinar k y l es necesario descubrirlos y extraerlos, de un texto asociado para el caso de la AIA no
supervisada y de documentos para AQE.

La imagen i está compuesta por descriptores visuales vi que son como términos tj que componen a la
consulta q. Una colección de imágenes de referencia I puede ser vista como la colección de documentos D.
Sin embargo, para la colección de imágenes de referencia de AIA no supervisada se tiene que cada ejemplo
en la colección es representado por dos diferentes modalidades, texto e imágenes, en cambio en AQE la
colección de documentos D se centra generalmente sólo en texto. Trabajar con dos diferentes modalidades
en AIA no supervisada abre posibilidades para tratarlas por separado o en conjunto.

Para llevar a cabo la anotación de una imagen i se utilizan las imágenes de la colección de referencia
I , este proceso es como llevar a cabo una expansión, la cual depende de la colección de documentos D.
Sin embargo, en estos dos procesos, anotación y expansión, se genera un cambio debido a las modalidades
en juego. En AIA no supervisada la anotación se da a una imagen i por medio de texto, Φi : V → T ′,
es decir, una función que mapea lo visual a lo textual. En cambio, realizar una expansión en un consulta
generalmente es una función que mapea de lo textual a lo textual Φq : T → T ′.

En la Tabla 2 se resumen las caracterı́sticas antes mencionadas de la analogı́a entre AIA no supervisada
y AQE.

En AIA no supervisada: es como... en AQE:
Una imagen i. Una consulta q.
Una imagen esta compuesta Una consulta esta compuesta
por descriptores visuales por términos
i : {v1, v2, · · · , vi}. q : {t1, t2, · · · , tj}.
Desconocido número de Desconocido número de
conceptos a anotar k. términos a expandir l.
Una colección de imágenes de Una colección de documentos
referencia I : {i1a1, i2a2, · · · , inan}. D : {d1, d2, · · · , dm}.
Anotación de etiquetas Expansión de términos
Φi : V → T ′. Φq : T → T ′.
La interpretación visual La intención de una
de una imagen Ψi. consulta Ψq.

Table 2. Analogı́a entre AIA y AQE
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5.2 Arquitectura de AIA no supervisada en paradigmas de AQE

Usando la analogı́a entre AIA no supervisada y AQE, se proponen dos paradigmas para llevar a cabo la
tarea de anotación de imágenes teniendo como base las definiciones de paradigmas de expansión automática
de consultas (ver subsección 2.1). La definición de los dos paradigmas de anotación de imágenes busca
explotar la información utilizada en el proceso de la anotación, además de agregar la posibilidad a investigar
caracterı́sticas de interés durante el proceso. Nos centraremos en dos de los más prometedores paradigmas:
local y global. Cabe mencionar que los paradigmas de anotación de imágenes que a continuación se pre-
sentan, son parte del marco de trabajo que proponemos para introducir estrategias para explotar relaciones
entre las caracterı́sticas textuales y visuales.

1. AIA no supervisada local (basada en la consulta). Trabajos en este paradigma centran su atención
en la información local que puede ser explotada de documentos pseudo-relevantes7 a la consulta. Los
diferentes trabajos revisados de AIA no supervisada pueden ser encuadrados en este enfoque, en donde
la anotación depende del procesado del texto asociado a las imágenes similares a la imagen a anotar.
Sin embargo, los trabajos actuales no han aprovechado las relaciones entre caracterı́sticas textuales,
entre caracterı́sticas visuales, o en conjunto a través de datos multimodales. Nuestra propuesta para
llevar a cabo a la anotación local (puede revisarse en la Figura 8) consiste en:

• Usar técnicas de análisis de expansión para las caracterı́sticas textuales y visuales. El interés de
agregar un módulo de expansión es investigar estrategias que puedan mejorar la corresponden-
cia entre los pasos de CBIR y minerı́a de texto. Proponemos investigar módulos de expansión
aplicados sólo usando el texto, sólo usando los elementos visuales, ó ambos en conjunto. Cabe
mencionar que este módulo es un análisis aplicado offline y no interrumpe el proceso de ano-
tación de imágenes a dos pasos.

2. AIA no supervisada global (basada en el corpus). Para este paradigma no se incluye un paso de
CBIR, en cambio se lleva a cabo un análisis global del corpus. Proponemos para el paradigma de
anotación global:

• Usar un análisis visual, textual o multimodal de la información de la colección de imágenes de
referencia, haciendo uso de representaciones distribucionales. La finalidad de usar el análisis
de relaciones y asociaciones de la información es identificar caracterı́sticas de las cuales sacar
provecho para llevar a cabo la anotación. En la Figura 9 describimos el proceso de anotación
usando este paradigma, en donde de inicio es necesario realizar una extracción visual de la im-
agen a anotar, después se lleva a cabo una búsqueda en la representación de análisis (construida
offline).

Los paradigmas de anotación anteriores utilizan la información local (de una recuperación de imágenes
similares) y global (de una colección de referencia antes de realizar la anotación) para llevar a cabo la an-
otación. Con estos paradigmas no sólo se busca definir distintos escenarios de AIA no supervisada sino
también identificar técnicas que prodrı́an ser usadas. Ası́ mismo, analizar nichos de investigación que per-
mitan atacar limitaciones de métodos actuales de anotación de imágenes no supervisados, y posibilitar la
introducción de técnicas aplicadas en AQE para ser adoptadas en AIA no supervisada. Las limitaciones que
se buscan subsanar son definidas en las siguientes preguntas de investigación.

7La palabra ’pseudo’ hace referencia a que pueden no ser ciertos.
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Figure 8. La parte superior de la figura incluye a la tarea de AIA no supervisada como un proceso online. En
la parte inferior inferior se propone un módulo de expansión de caracterı́sticas que ocurre offline, la expansión
puede ser visual, textual o ambas.

5.3 Preguntas de Investigación

Las preguntas de investigación que perseguimos resolver se encuentran enfocadas a la definición de an-
otación automática de imágenes no supervisada en analogı́a a la expansión automática de consultas y son
definidas a continuación:

1. ¿Qué ventajas ofrece definir AIA no supervisada en analogı́a a AQE?

Se han definido dos paradigmas de anotación de imágenes a partir de esta analogı́a: local y global.
Con esta pregunta de investigación se investigarán y responderán a el cómo llevar a cabo anotaciones
eficaces usando los paradigmas local y global propuestos. Además, la pregunta responderá a qué
atributos conviene usar para cada paradigma en evaluación al desempeño y bajo qué condiciones en
el proceso de anotación.

2. ¿Qué impacto tiene usar una representación multimodal que capture las relaciones entre atrib-
utos textuales y visuales en la anotación de imágenes en comparación a métodos tradiciones que
sólo utilizan datos unimodales? y ¿cómo sacar provecho de la representación multimodal en los
paradigmas de anotación local y global?

Determinar si la información multimodal es de utilidad en comparación con usar datos unimodales,
es decir, sólo textual o sólo visual. Evaluar el rendimiento de anotación de imágenes al usar datos
multimodales en los paradigmas de anotación local y global.
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Figure 9. La parte superior de la figura se lleva a cabo un proceso offline para llevar a cabo un análisis global
de caracterı́sticas. En la parte inferior de la figura se presenta el proceso de anotación online.

3. Dada una imagen a anotar y una colección de referencia, ¿bajo qué paradigma local o global
conviene realizar la anotación?

Dentro de AQE se han definido métricas que permiten identificar la complejidad de la consulta y ası́
determinar el paradigma de expansión adecuado, de manera análoga proponemos definir una métrica
para identificar bajo qué paradigma de anotación resulta conveniente realizar la anotación. Comparado
con los actuales métodos de AIA no supervisada, el estudio de complejidad es un componente nuevo
que no ha sido investigado.

5.4 Objetivos

General
Proponer y desarrollar métodos para anotación no supervisada de imágenes inspirados en paradigmas locales
y globales de expansión automática de consultas, que empleen datos multimodales y permitan mejorar la
efectividad de métodos de anotación no supervisada del estado del arte.

Especı́ficos

• Definir un marco de trabajo para AIA no supervisada en analogı́a con AQE.

• Caracterizar el proceso de anotación de imágenes bajo dos paradigmas, local y global, identificando
las técnicas de AQE que pueden ser aprovechadas bajo estos paradigmas.

• Proponer métodos de anotación local y global para AIA no supervisada usando la analogı́a definida
con AQE.

• Proponer una representación multimodal entre texto e imágenes que permita capturar las relaciones
entre caracterı́sticas textuales y visuales, para ser empleada en los paradigmas de anotación de imágenes
local y global.
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• Proponer métricas para estimar a priori y posteriori la complejidad de la imagen a anotar que permita
determinar el paradigma apropiado para llevar a cabo el proceso de anotación de imágenes.

5.5 Metodologı́a

Para alcanzar los objetivos de esta propuesta se presenta la siguiente metodologı́a:

1. Estudio crı́tico de AQE y AIA no supervisada. Inicialmente y durante el desarrollo de esta metodologı́a
se realizará un estudio crı́tico de AIA no supervisada con la finalidad de identificar los problemas que
afectan al desempeño en la anotación. Igualmente, un estudio crı́tico de AQE para identificar técnicas
que puedan ser aprovechadas en la anotación no supervisada y caracterizar el proceso de anotación en
analogı́a con la expansión.

2. Selección de colecciones de imágenes de referencia y fase de preprocesamiento. Primero identificar
y seleccionar colecciones de imágenes de referencia que permita evaluar los métodos propuestos.
Posteriormente, realizar un procesamiento inicial en las datos textuales y visuales de la colección
de imágenes de referencia para usar en etapas posteriores. Identificar posibles fuentes de sesgos
en la información al realizar los pasos de procesamiento. Evaluar la posibilidad de crear un base
de datos para evaluar los métodos. Algunas de las tareas de preprocesamiento incluyen para texto:
extracción del vocabulario, indexado, esquemas de pesado, lematización, etcétera; para imágenes:
normalización, extracción de descriptores visuales, indexado, representación en vocabulario visual,
entre otras.

3. Desarrollo de método basado en paradigma de expansión local. Primero, realizar una revisión de
técnicas aplicadas a paradigmas locales de AQE que puedan ser aprovechadas en la anotación en
paradigma local. De acuerdo a las técnicas revisadas proponer una estrategia de anotación local
que utilice datos textuales y otra estrategia con datos visuales. Llevar a cabo la experimentación y
evaluación para el método de anotación local.

4. Desarrollo de método basado en paradigma de expansión global. Revisar técnicas de análisis global
empleadas en paradigmas globales de AQE. Proponer técnicas para análisis de datos tanto textuales
como visuales a usar en una anotación global. Definir una estrategia de anotación global y llevar a
cabo la experimentación y evaluación del método de anotación global.

5. Experimentación y comparación. Módulo encargado de comparar los métodos de anotación local y
global para determinar la efectividad en la anotación al emplear estos paradigmas.

6. Desarrollo de una representación multimodal. Primero, realizar un estudio crı́tico sobre representa-
ciones multimodales del estado del arte. Propone una representación multimodal entre texto e imágenes
que permita capturar las relaciones entre caracterı́sticas textuales y visuales. Emplear la representación
propuesta bajo los paradigmas de anotación de imágenes local y global. Finalmente llevar a cabo la
experimentación y evaluación de los paradigmas usando la representación multimodal.

7. Desarrollo de métrica de visualidad. Definir una métrica para estimar la complejidad de llevar a
cabo la anotación de una imagen y colección de imágenes de referencia dadas. La métrica tiene
como objetivo caracterizar las propiedades de la colección de referencia y la imagen a anotar, con la
finalidad de que dicha caracterización permita estimar la dificultad para llevar a cabo la anotación y
determinar que paradigma de anotación local o global se debe seguir.
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Para los pasos 3, 4, 5, 6 y 7 se proponen los siguientes experimentos a realizar en la Sección 6, en donde
se describen métodos identificados a partir de la revisión del estado del arte en AQE aplicados a cada paso
de la metodologı́a.

6 Experimentación

En esta sección se presentan descripciones a los experimentos propuestos. Para cada experimento se
define el objetivo, hipótesis, diseño experimental, fuentes potenciales de sesgo y la validación.

6.1 Experimento 1 - metodologı́a pasos 3, 4 y 5: pregunta 1

El experimento 1 esta dividido en tres partes que corresponden a tres pasos de la metodologı́a propuesta.

6.1.1 Parte 1: metodologı́a paso 3

Objetivo: Desarrollar un método de anotación local, incorporando un módulo de expansión de carac-
terı́sticas llevado a cabo mediante un análisis visual o textual. Inicialmente se considerará aplicar un módulo
de CBIR para recuperar k imágenes visualmente similares a la imagen a anotar, después un módulo de
minerı́a de texto para extraer etiquetas posibles a anotar. Para este experimento se buscará determinar la
efectividad de la anotación bajo dos estrategias de expansión:

1. Textual. Realizando un análisis por co-ocurrencias de términos extraı́dos del texto asociado de las
k imágenes, se propone llevar a cabo una expansión del texto asociado buscando mejorar la corre-
spondencia de etiquetas entre las k imágenes recuperadas (ver referente del estado del arte 6.1.1 al
final).

2. Visual. Análisis de elementos visuales de las k imágenes, buscando sacar aprovecho de las similitudes
a nivel elemento visual, es decir, representando a las imágenes por descriptores visuales para realizar
la expansión de elementos visuales.

Hipótesis: Es posible mejorar el rendimiento de anotación local utilizando expansiones de información
en comparación a usar un método tradicional sin expansión.

Diseño experimental: El elemento de estudio será el paradigma de anotación local bajo las dos estrate-
gias anteriores. Se considerarán variaciones en el número de k imágenes recuperadas por CBIR, cantidad
de texto asociado para medir impacto de expansión, usar diferentes descriptores visuales para realizar la
recuperación, el n conceptos a anotar.

6.1.2 Parte 2: metodologı́a paso 4

Objetivo: Desarrollar un método de anotación global que use un análisis de la información visual o
textual. Se buscará determinar la efectividad de anotación bajo dos estrategias:

1. Textual. Realizando un análisis textual de la colección de referencia usando diferentes representa-
ciones distribucionales como DOR (document occurrence representation) y TCOR (term cooccur-
rence representation) (ver referente del estado del arte 6.1.2 al final).

2. Visual. Análisis de elementos visuales representando a las imágenes por descriptores visuales usando
diccionarios visuales (ver referente del estado del arte 6.1.2 al final).

21



Hipótesis: Es posible mejorar el rendimiento de anotación global realizando un análisis de datos textuales
en comparación a análisis en datos visuales.

Diseño experimental: El elemento de estudio será el paradigma de anotación global bajo las dos es-
trategias anteriores. Se considerarán análisis globales por representaciones textuales y ası́ como visuales
de la colección de imágenes de referencia, representación de bolsa de palabras visuales usando diferentes
descriptores visuales y el n conceptos a anotar.

6.1.3 Parte 3: metodologı́a paso 5

Objetivo: Determinar la efectividad de anotación para los métodos de anotación propuestos en los paradig-
mas local y global. Se buscará determinar eficacia de precisión y recuerdo, ası́ como eficiencia bajo difer-
entes escenarios de prueba:

1. Tamaño de colección de referencia de imágenes.

2. Cantidad de conceptos a anotar.

3. Diversidad en el contenido visual de las imágenes a anotar.

4. Cohesión semántica entre etiquetas anotadas.

Hipótesis: El paradigma de anotación global presenta un mejor rendimiento en anotación que el paradigma
de anotación local.

6.2 Experimento 2 - metodologı́a paso 6: pregunta 2

Objetivo: Determinar la efectividad de anotación para los métodos de anotación propuestos en los paradig-
mas local y global usando una representación multimodal. Se buscará determinar eficacia de precisión y
recuerdo, en comparación a paradigmas locales y globales usando solo representaciones tradicionales (uni-
modales), se realizará una evaluación bajo diferentes escenarios de prueba:

1. Tamaño de colección de referencia de imágenes.

2. Cantidad de conceptos a anotar.

3. Diversidad en el contenido visual de las imágenes a anotar.

4. Cohesión semántica entre etiquetas anotadas.

Para la propuesta de la representación multimodal a evaluar en los paradigmas de anotación de imágenes,
y como parte del estudio crı́tico sobre diferentes representaciones del estado del arte se han identificados
referentes teórico de los que tomaran en consideración caracterı́sticas para la propuesta (ver referente del
estado del arte 6.2 al final).

Hipótesis: El uso de datos multimodales para anotación de imágenes no supervisada tiene mayor eficacia
en anotación que usando datos unimodales.

Diseño experimental: Se realizará una comparativa en anotación de los paradigmas de anotación local y
global usando datos unimodales y multimodales.
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6.3 Experimento 3 - metodologı́a paso 7: pregunta 3

Objetivo: Proponer una métrica para determinar la complejidad de la anotación, dada una imagen y una
colección de referencia. Se analizarán propiedades en colección de referencia y en la imagen a anotar a fin
de determinar que paradigma de anotación usar (ver referente del estado del arte). Dos perspectivas que
son de estudio para este experimento son si es posible determinar la complejidad a priori o a posteriori por
medio de los resultados de una anotación inicial.

Hipótesis: Existen caracterı́sticas en la colección de referencia que dada una imagen es posible determinar
que paradigma de anotación presenta un mejor rendimiento para llevar a cabo la anotación.

Diseño experimental: Se analizará la colección de referencia y la imagen a anotar.

7 Resultados Preliminares

7.1 Estudio crı́tico de AQE y AIA no supervisada

Parte de la revisión que se ha llevado a cabo sobre AQE y AIA no supervisada se encuentra en los refer-
entes del estado del arte en la definición de los experimentos propuestos para la metodologı́a. Ası́ mismo,
avances preliminares se presentan en la definición de la analogı́a que entre AQE y AIA no supervisada (sub-
sección 5.1), y la definición de la arquitectura de AIA no supervisada en paradigmas de AQE (subsección
5.2).

7.2 Elección de colección de imágenes de referencia y fase de preprocesamiento

Para evaluación del experimento 1, se utilizó el benchmark de la subtarea de anotación de conceptos de
ImageCLEF13 [93]. Esta colección de imágenes fue creada a partir de 31 millones de consultas usando tres
diferentes motores de búsqueda en la Web. Un subconjunto de 250,000 imágenes cada una con un texto
asociado fueron seleccionadas para ser usadas como colección de referencia. Otro subconjunto de 1000
imágenes anotadas manualmente con n conceptos de una lista de 107 es usado como conjunto de desarrollo,
en donde la lista de los 107 conceptos son utilizados únicamente para evaluación. Las imágenes fueron
representadas por una representación vectorial de descriptores visuales: cuatro variantes incluyendo a SIFT,
Color Histogram, GETLF y GIST, todos ellos mediante la formulación de BoVW (bag-of-visual-words).

Para la colección de imágenes de referencia de ImageCLEF se cuenta como texto asociado con las páginas
Web en donde fueron encontradas las imágenes. Para el experimento 1, usamos dos tipos de datos asoci-
ados: la página Web, considerando todo el texto presente y las palabras clave (keywords) que contiene
descripciones cortas de las imágenes usadas para la búsqueda.

Para el paso de preprocesamiento la colección de imágenes de referencia fue indexada con los términos
presentes en el texto asociado usando TMG 5.0 (Text to Matrix Generator8). El indexado se llevo a cabo
para los dos recursos texto asociado, después la matrix indexada fue normalizada por imagen. Para reducir
y hacer manejable la matriz indexada los stop words y los términos de baja frecuencia fueron eliminados.

La medida de evaluación de la anotación es llevada a cabo usando average precision (AP). La medida de
AP mide el orden inducido por puntajes en la anotación de cada concepto anotado, y es definida como:

AP =
1

|G|

|G|∑
g=1

t

rank(g)
(1)

8http://scgroup20.ceid.upatras.gr:8000/tmg/
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donde G es el conjunto ordenado de anotaciones ground truth, y rank(g) es la posición ordenada de la
g-ésima anotación ground truth.

7.3 Experimento 1, pregunta 1, parte 1 - metodologı́a paso 3

Método de anotación local simple + expansión textual:
Este experimento forma parte de una serie de experimentos que incorporan estrategias para mejorar el

método de anotación de imágenes bajo el paradigma de anotación local que proponemos en analogı́a con
AQE.

(a) Descripción y evaluación:

Para este experimento usamos el proceso de anotación local más simple, el cual consiste en dos módulos
(ver Figura 10):

1. Módulo CBIR. Se lleva a cabo una búsqueda en el espacio de caracterı́sticas visuales, en donde se
recuperan k imágenes con máxima similitud visual de la colección de imágenes de referencia. Se
uso para la búsqueda un descriptor visual (por ejemplo SIFT) y L1 como medida de distancia. La
definición de la distancia L1 usada fue:

L1(x, y) =
1

D

D∑
i=1

|xi − yi| (2)

donde x y y son imágenes representadas por un descriptor visual, y D es el tamaño del vocabulario
visual. En el experimento se evaluaron diferentes descriptores visuales con el objetivo de comparar el
rendimiento de anotación.

2. Módulo de minerı́a de texto. Usa el texto asociado a las k imágenes recuperadas. Para llevar a cabo
la anotación se usa una estrategia de mayorı́a de votos que consiste en anotar con los 10 conceptos de
mayor frecuencia en el texto asociado a las k imágenes.

La estrategı́a de expansión de términos es realizada offline y es agregada al proceso de anotación de
imágenes (ver Figura 10), el método de expansión es descrito en la subsección (c) de este experimento.

(b) Objetivo:

El objetivo del experimento fue evaluar el impacto de agregar una estrategia de análisis textual que ex-
pande el texto asociado, sin cambiar el proceso de anotación local de imágenes. La hipotésis es que los
términos que co-ocurren con frecuencia en el texto asociado pueden ser usado como contexto para rela-
cionar a las imágenes. Dadas dos imágenes x y y que comparten términos relacionados la expansión agrega
términos de x a y usando un análisis de co-ocurrencias entre los diferentes términos del texto asociado de la
colección de imágenes de referencia.

Para evaluar el aprovechamiento de usar la expansión se usaron dos tipos de datos asociados: 1) pal-
abras clave y, 2) páginas Web con diferentes cantidades de información (descritos en la subsección 7.2) y
usando un diferente número de k imágenes, también se tomaron en consideración diferentes descriptores vi-
suales para el módulo de CBIR. Nuestros resultados muestran que usando la estrategia de expansión puede
ser benéfica para mejorar la eficacia de la anotación bajo diferentes condiciones. Cabe mencionar que la
estrategia de expansión no requiere de inferencias complejas o asumir distribuciones en los datos, es una
estrategia flexible y puede ser fácilmente combinada al modulo de CBIR sin cambiar el proceso de anotación
local. Otros aspectos a destacar de la estrategia son:
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Figure 10. Método de anotación local simple con módulo de expansión de términos.

• Permite definir un indexado de imágenes para consulta tipo query-by-example en donde se pueden
recuperar imágenes indexadas usando cualquiera de los términos extraı́dos del texto asociado.

• Provee una anotación relativa a las imágenes de la colección de referencia.

• El modelo de representación tipo recuperación de imágenes, provee de capacidades para analizar
relaciones entre imágenes y los términos extraı́dos del texto asociado.

(c) Estrategia de expansión textual:

La estrategia de expansión aumenta el número de términos en el texto asociado de cada imagen de la
colección de referencia. Intuitivamente, dada una imagen a anotar la expansión amplia la información del
texto asociado de las k imágenes usadas como referencia para llevar a cabo la anotación, y permite un mayor
número de términos para seleccionar como etiquetas de anotación.

La expansión es llevada a cabo por medio de un análisis de co-ocurrencias entre los términos del texto
asociado. Para dar una relevancia relativa a los términos extraı́dos del texto asociado, se estima un peso de
las co-ocurrencias entre términos inspirado en una aproximación a la probabilidad condicional:

P (y|x) =
O(x, y)

O(x)
(3)

donde O(x, y) expresa el número de veces que los términos x y y occurren juntos, y O(·) expresa el número
de ocurrencias de un término. La expansión es llevada a cabo en cada término i extraı́do del texto asociado
con las imágenes indexadas de los términos relacionados (que co-ocurren con i).

Formalmente, se tiene una colección de imágenes de referencia C formada por una conjunto imágenes I
con texto asociado T , y se desea llegar a una C ′ expandiendo T , C =< I, T >→ C ′ =< I, T ′ >. Cada
imagen en I tiene texto asociado compuesto de n términos i =< t1, t2, · · · , tn >, en donde n es el tamaño
del vocabulario de términos. Usando el texto asociado de las imágenes en I se construye una matriz de
co-ocurrencias O entre términos, en donde cada término t puede ocurrir m veces con los n términos del
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vocabulario, para el término 1 se tiene t1 =< t11, t
2
1, . . . , t

n
1 >. El peso para cada término es calculado

usando la ecuación 3. La expansión para cada término de una imagen dada es como sigue:

i′t =
m∑
j=1

tj · itj (4)

donde m es el número de términos que co-ocurren con el término a expandir en O, y itj expresa el valor
de frecuencia del término j en la imagen.

Para llevar a cabo la expansión sólo consideramos los términos con mayor puntaje de co-ocurrencia. Se
filtraron para cada términos aquellos términos relacionados con mayor puntaje de co-ocurrencia después
de aplicar la ecuación 3, es decir, se llevo a cabo la expansión usando la ecuación 4 con los términos que
pasan un determinado umbral. Se tomaron en consideración varios umbrales, eligiendo finalmente un valor
dinámico que depende de la media y la desviación estándar sobre los valores de peso para cada término en la
co-ocurrencia. Encontramos que establecer un umbral fijo óptimo era difı́cil, la razón es que los conceptos
asignados a diferentes imágenes contribuyen en diferentes rangos.

(d) Resultados:

Dividimos las pruebas en dos partes. Nuestra primera parte fue evaluar el proceso de anotación local con
los dos tipos de texto asociado para establecer los resultados de partida para la calidad de información de
cada texto asociado. Posteriormente agregamos nuestra extrategia de expansión de términos y evaluamos el
impacto.

Los resultados son mostrados en la Figura 11. Hemos considerado diferentes descriptores visuales para
comparar su rendimiento en anotación. En la Figura 11, podemos observar claramente un mejor rendimiento
en anotación cuando usamos la página Web completa como texto asociado para los siete descriptores vi-
suales evaluados (ver Figure 11 (a)). Creemos que la página Web contiene mayor información para de-
scribir el contenido visual de las imágenes, a diferencia de las keywords como texto asociado que sólo
contiene pocos términos.

Para los diferentes descriptores visuales podemos observar un ventaja en la familia de descriptores vi-
suales SIFT (ver Figure 11 (b)). Hemos considerado la familia de descriptores visuales SIFT para los
siguientes resultados, en particular OPPONENT-SIFT que ha mostrado mayor eficacia.

En la siguiente parte de pruebas hemos agregado nuestra estrategia de expansión textual (descrita ante-
riormente en la subsección (c)), y hemos conservado el mismo proceso de anotación. Los resultados se
muestran en la Figura 12, en donde comparamos el rendimiento de anotación sin expansión, usando nues-
tra estrategia de expansión, y una expansión total tomando en cuenta todos los términos que co-ocurren
considerando keywords y páginas Web completas.

Sin usar expansión, podemos observar que usando keywords (Figura 12(b)) el rendimiento en la ano-
tación tiende a incrementar con mayor lentitud después de considerar k ≈ 256 imágenes, consideramos
que este comportamiento es debido a la saturación de información. En el rendimiento de anotación usando
páginas Web se puede ver que tiene un lapso de convergencia después de considerar k ≈ 256 imágenes
(Figura 12(a)), creemos que la convergencia se debe a la saturación de información.

En cambio, usando una expansión completa se puede observar que usando keywords (Figura 12(b)) ha
mejorado con la estrategia de expansión, mientras que la anotación usando páginas Web (Figura 12(a))
ha bajado su eficacia conforme se incrementa el número de k imágenes. El comportamiento de anotación
usando páginas Web puede ser visto como normal, puede ser intuitivo pensar que información de las páginas
Web esta lo suficientemente enriquecida para necesitar expansión.
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Figure 11. Rendimiento de anotación expresada en mAP (mean Average Precision): (a) usando
keywords y la página Web completa como texto asociado y usando 7 descriptores visuales, y
(b) los 7 diferentes descriptores visuales tomando en cuenta el rendimiento tanto de keywords
como de páginas Web.

Finalmente, usando nuestro método de expansión, podemos observar que al usar un menor número de
término en la expansión en páginas Web (Figura 12(a)), en este caso un umbral con la media + desviación
estándar, hemos mejorado la anotación usado pocas imágenes, incluso alcanzado el máximo rendimiento
usando k = 512. No obstante, podemos ver de la Figura 12 (a) que cuando consideramos grandes valores
para k (e.g., mayores a 128) el rendimiento de anotación usando la estrategia de expansión decae. Creemos
que el decremento de eficacia es debido a que la información es ruidosa para minar los conceptos a anotar.
Por otro lado, se puede observar un rendimiento de anotación similar al usar una expansión completa y
nuestra estrategia de expansión para keywords Figura 12 (b). Nuestro método de expansión empieza con un
menor rendimiento que la expansión total pero después de k = 128 ambas estrategias incrementan a la par,
creemos que el rendimiento de anotación en este caso es similar debido que se tienen muy pocos términos
en el texto asociado de keywords.

Se ha mencionado que el texto asociado de keywords contiene pocos términos, a continuación en la
Figura 13 mostramos resultados del método de expansión propuesto. Bajo la leyenda original se encuen-
tran los términos extraı́dos, mientras que bajo la leyenda expansion se muestran los términos resultantes.
Para el caso de la expansión se muestran top 10 de términos con mayor puntaje, sin embargo, en algunos
casos no se logran conseguir 10 términos (por ejemplo con las imágenes que tienen como texto asociado
’mallard’, ’siberian’ y ’adulthood’). Es interesante observar que términos en la expansión guardan relación
con términos antes de la expansión, habilitando la posibilidad de nuevas opciones de etiqueta a anotar. Por
ejemplo, usando {’chortle’, ’effectively’, ’exposes’} tercer imagen del primer renglón, de la expansión se
obtiene ’comedian’ y ’guffaw’. Otra observación de interés es que algunos términos pueden ser ambiguos
como ’siberian’ (segunda imagen primer rengón) y expanden diferentes conceptos, como ’cat’ y ’purring’,
que no están relacionados con el contenido visual de la imagen.

Por otro lado, podemos evaluar de manera cualitativa la expansión listando las imágenes antes y de-
spués de aplicar la expansión para un término o concepto dado. En la Figura 14 presentamos top 10 de
imágenes relacionadas con el concepto ’cloud’, en la parte superior de la lı́nea roja en la figura se muestran
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Figure 12. Rendimiento de anotación en mean Average Precision (mAP): (a) usando páginas Web
como texto asociado vs. versiones expandidas usando el descriptor visual OPPONENT-SIFT,
y (b) usando keywords como texto asociado vs. versiones expandidas usando el descriptor
visual OPPONENT-SIFT.

las 10 imágenes correspondientes antes de la expansión en orden de izquierda a derecha, siguiendo un orde-
namiento similar en la parte inferior de la lı́nea roja se muestran las 10 imágenes correspondientes aplicando
la expansión. Podemos observar que antes de llevar a cabo la expansión hay imágenes que no están rela-
cionadas con el concepto pero después de llevar a cabo la expansión esas imágenes han sido desplazadas a
niveles inferiores, en cambio, la expansión ha favorecido a agregar imágenes en las que se pueden diferen-
ciar tres tópicos: 1) ’cloud’ visto como definición de meteorologı́a (imágenes 2, 4, 5, 6, 7 y 10), 2) ’cloud’
relacionada a computación (imágenes 1 y 8), y 3) ’cloud’ relacionada a un video juego (imágenes 3 y 9).

Después de observar el primer listado con ’cloud’, es importante señalar que la expansión lleva a cabo dos
funciones: (1) agregar nuevas imágenes en las principales tópicos relacionados al concepto, y (2) asignar
una relevancia relativa determinada por las asociaciones entre términos para cada tópicos relacionado al
concepto.

En la Figuras 15 y 16 se muestran dos ejemplos más del antes y después de llevar a cabo la expansión.
Usando el concepto ’traffic’ (Figura 15), presentamos el top 10 de imágenes relacionadas con el concepto,
en la parte superior de la lı́nea roja se muestran las 10 imágenes correspondientes antes de la expansión
en orden de izquierda a derecha, siguiendo un ordenamiento similar en la parte inferior de la lı́nea roja se
muestra las 10 imágenes correspondientes aplicando la expansión. Podemos observar un claro incremento de
imágenes con relación al concepto, y se distinguen dos tópicos: 1) ’traffic’ con referencia a transportación,
y 2) ’traffic’ relacionado a Internet.

En la Figura 16 usando el concepto ’mountain’ presentamos el top 10 de imágenes relacionadas con el
concepto, en la parte superior de la lı́nea roja se muestran las 10 imágenes correspondientes antes de la
expansión en orden de izquierda a derecha, siguiendo un ordenamiento similar en la parte inferior de la
lı́nea roja se muestra las 10 imágenes correspondientes aplicando la expansión. Podemos observar que se
ha llevado un incremento en imágenes que muestran montañas sobre los demás tópicos que puedan estar
relacionados con el concepto favoreciendo a la anotación del concepto.

(f) Conclusiones del experimento:

28



Figure 13. Anotación antes y después de aplicar la expansión.

Los resultados preliminares obtenidos en esta primera parte del experimento 1 resultan alentadores, con
sólo agregar una simple estrategia textual que analiza el contexto de las imágenes ha sido posible mejorar
el desempeño de anotación de un paradigma local. Los siguientes pasos para completar el experimento 1
son incluir una estrategia de expansión que use elementos visuales, incluir una evaluación comparativa entre
las dos modalidades describiendo bajo que condiciones resulta benéfico utilizar expansiones usando carac-
terı́sticas textuales o visuales. Finalmente evaluar el paradigma de anotación de imágenes local incluyendo
un proceso iterativo de pseudo retroalimentación de relevancia.

Derivado de este experimento, parte 1, se ha sometido un artı́culo titulado: Evaluating Term-Expansion
for Unsupervised Image Annotation en MICAI’14 (Mexican International Conference on Artificial Intelli-
gence).

(g) Tablas de resultados del experimento 1:
A continuación se muestran tablas de resultados del experimento 1, de las cuales se obtuvieron las gráficas

presentadas.
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Figure 14. Top 10 imágenes relacionadas con el concepto ’cloud’ antes y después de la ex-
pansión.

Figure 15. Top 10 imágenes relacionadas con el concepto ’traffic’ antes y después de la ex-
pansión.
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Figure 16. Top 10 imágenes relacionadas con el concepto ’traffic’ antes y después de la ex-
pansión.

Descriptor visual k= 16 32 64 128 256 512

OPP-SIFT1 0.1446 0.1575 0.1722 0.1889 0.203 0.216
RGB-SIFT1 0.1397 0.1494 0.1652 0.1832 0.1982 0.2115
C-SIFT1 0.1332 0.1468 0.1572 0.1748 0.1844 0.2079
SIFT1 0.1343 0.1468 0.1626 0.1792 0.1922 0.2055
ColorHist1 0.1155 0.1227 0.1336 0.1442 0.1568 0.1604
GIST1 0.1122 0.1123 0.125 0.1281 0.143 0.1529
GETLF1 0.1053 0.1093 0.1171 0.1272 0.1425 0.1494
OPP-SIFT2 0.2069 0.2274 0.2517 0.2661 0.2755 0.2761
RGB-SIFT2 0.2006 0.2266 0.2481 0.2617 0.2686 0.2702
C-SIFT2 0.1903 0.2084 0.2288 0.2613 0.2618 0.262
SIFT2 0.191 0.2171 0.2384 0.2552 0.2602 0.2607
ColorHist2 0.165 0.1795 0.1921 0.2014 0.2053 0.2055
GIST2 0.152 0.1654 0.1759 0.1794 0.1902 0.1924
GETLF2 0.1427 0.1592 0.1734 0.1813 0.1841 0.1916

Table 3. Rendimiento de mAP para diferentes descriptores visuales usando diferente número
de k imágenes en dos tipos de texto asociado: 1) keywords y, 2) páginas Web.
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Visual Descriptor k= 16 32 64 128 256 512

OPP-SIFT1 0.2069 0.2274 0.2517 0.2661 0.2755 0.2761
RGB-SIFT1 0.2006 0.2266 0.2481 0.2617 0.2686 0.2702
C-SIFT1 0.1903 0.2084 0.2288 0.2613 0.2618 0.262
SIFT1 0.191 0.2171 0.2384 0.2552 0.2602 0.2607
ColorHist1 0.165 0.1795 0.1921 0.2014 0.2053 0.2055
GIST1 0.152 0.1654 0.1759 0.1794 0.1902 0.1924
GETLF1 0.1427 0.1592 0.1734 0.1813 0.1841 0.1916
OPP-SIFT2 0.2323 0.2469 0.2564 0.2545 0.2523 0.2433
RGB-SIFT2 0.2178 0.2373 0.2469 0.2448 0.2475 0.2418
C-SIFT2 0.2063 0.2174 0.2251 0.2355 0.2318 0.222
SIFT2 0.2142 0.2305 0.2418 0.2415 0.2376 0.2299
ColorHist2 0.1747 0.1892 0.1936 0.1942 0.1903 0.1884
GIST2 0.1655 0.1742 0.1725 0.1732 0.1727 0.1681
GETLF2 0.1551 0.1664 0.1788 0.1814 0.1767 0.1753
OPP-SIFT3 0.2399 0.2585 0.271 0.2743 0.272 0.2633
RGB-SIFT3 0.228 0.2501 0.2569 0.2635 0.2651 0.2643
C-SIFT3 0.2181 0.2267 0.2428 0.2502 0.2499 0.2413
SIFT3 0.2241 0.2458 0.2588 0.261 0.2575 0.2505
ColorHist3 0.1823 0.1971 0.2015 0.2021 0.1973 0.1933
GIST3 0.1723 0.1813 0.1875 0.1837 0.1848 0.1818
GETLF3 0.1611 0.174 0.185 0.1863 0.1882 0.1866

Table 4. Rendimiento de mAP para diferentes descriptores visuales usando diferente número
de k imágenes en tres configuraciones de texto asociado: 1) páginas Web, 2) expansión
en páginas Web y 3) expansión en páginas Web usando como umbral mean + std, el mejor
rendimiento de mAP es mostrado en negritas.
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8 Conclusiones

La anotación automática de imágenes es un tema de gran interés cientı́fico que se encuentra relacionado
con diferentes tareas que involucran el uso de imágenes. Diversas investigaciones han surgido bajo diferentes
enfoques con el objetivo de proveer sistemas para realizar la anotación. Investigaciones recientes en la AIA
no supervisada no han aprovechado las relaciones entre las diferentes modalidades, visuales y textuales,
para llevar a cabo la anotación, y no han considerado el uso de éstos datos en conjunto.

En esta investigación proponemos abordar la anotación no supervisada de imágenes en analogı́a a ex-
pansión automática de consultas. Esta manera de abordar la tarea de AIA no supervisada no ha sido inves-
tigada anteriormente. Bajo este nuevo marco de trabajo nos proponemos investigar el impacto de utilizar
datos multimodales en el proceso de anotación bajo dos diferentes paradigmas. Cabe mencionar que la ana-
logı́a y el marco de trabajo propuestos proveen una cama de pruebas para investigar diferentes factores que
intervienen durante el proceso de anotación no supervisada que no han sido considerados. Además, de que
proponemos un nuevo componente de estudio: un métrica para estimar la complejidad para llevar a cabo la
anotación de una imagen.

Las principales contribuciones esperadas con este tema de investigación son aportar conocimiento en la
anotación de imágenes no supervisada a través de: (i) caracterizar el proceso de anotación mediante un
nuevo marco de trabajo en analogı́a con expansión automática de consultas para identificar factores que
contribuyen la brecha semántica, (ii) proponer nuevos métodos de anotación capaces de sacar provecho de
datos multimodales durante el proceso, (iii) un análisis comparativo entre dos diferentes paradigmas y bajo
qué circunstancias conviene utilizarlos, y (iv) una métrica para determinar la complejidad de llevar a cabo
la anotación de una imagen utilizando una determinada colección de referencia.

8.1 Plan de publicaciones

De la investigación que proponemos para AIA no supervisada se esperan las siguientes publicaciones:

• Las expansiones para métodos de anotación local y global, pueden generar al menos dos publica-
ciones de conferencia. El resultado que buscamos en particular proponiendo estos dos paradigmas de
anotación es mejorar la eficacia en la asignación de conceptos.

• La analogı́a entre AIA no supervisada y AQE contribuye a la definición de un marco de trabajo que
contiene a los dos paradigmas de anotación que proponemos, incluyendo técnicas de AQE que puede
ser adoptadas como estrategias para explotar relaciones entre datos textuales y visuales. De este tema
se derivarı́a una publicación de revista.

• El proceso de AIA no supervisada es llevada a cabo por dos pasos principales que ignoran la infor-
mación en conjunto entre texto e imágenes. Se propone un representación multimodal para sacar
provecho de la información conjunta entre el texto y las imágenes. De este tema se derivarı́a al menos
una publicación.

• La anotación de imágenes no es una tarea trivial por lo que es necesario desarrollar herramientas
que ayuden a identificar caracterı́sticas problemáticas para sobrellevar el proceso de anotación de una
manera eficaz. Por lo tanto, se propone una métrica para estimar la complejidad de la imagen y sacar
provecho en la utilización de un paradigma de anotación. De este tema se derivarı́a una publicación.

A continuación algunas de los congresos y revistas consideradas para publicaciones de los productos
obtenidos para la investigación propuesta en este reporte.
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1. Artı́culos de congreso.

• Conferencia: MICAI (Mexican International Conference on Artificial Intelligence). Cuenta con
tópicos en diversas áreas en Inteligencia Artificial.

• Conferencia: CVPR (Conference on Computer Vision and Pattern Recognition). La anotación
de imágenes es un área de investigación fuertemente activa en esta conferencia.

• Conferencia: ICPR (International Conference on Pattern Recognition). Esta conferencia cuenta
con un track en análisis multimedia, indexado y recuperación.

• Conferencia: ACM Multimedia. Conferencia especializada en el tema multimedia.

• Conferencia: ACM ICMR (International Conference on Multimedia Retrieval). Conferencia
sobre recuperación usando datos multimedia.

• Conferencia: ICCV (International Conference on Computer Vision).

2. Artı́culos de revista.

• Revista: Multimedia Systems. Revista especializada en sistemas multimedia.

• Revista: Multimedia Tools and Applications. Revista enfocada en herramientas y aplicaciones
multimedia.

• Revista: Computer Vision and Image Understanding. Revista enfocada en análisis de imágenes.

• Revista: International Journal of Computer Vision. Tiene Visión por Computadora como tópico
de investigación.

8.2 Cronograma de actividades

Figure 17. Cronograma de actividades
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