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Resumen

La clasificacion supervisada es una rama del reconocimiento de patrones que encuentra la relacion entre
objetos no etiquetados y un conjunto de objetos previamente etiquetados, con el proposito de asignarles
una etiqueta a los objetos no etiquetados. En muchas tareas de clasificacion, una alta eficacia no es la
tinica caracteristica deseada, el clasificador y sus resultados deben ser entendibles por los expertos en el
dominio de aplicacion. Para esto, una opcion consiste en construir clasificadores interpretables a partir de
patrones que relacionan o diferencian a los objetos. Ademds, en clasificacion supervisada, frecuentemente
aparecen problemas donde la cantidad de objetos que pertenecen a una clase es significativamente mayor
que la cantidad de objetos que pertenecen a otra clase. Frecuentemente, la clase minoritaria es la mds
importante pero es dificil identificarla, ya que podria estar asociada a casos excepcionales o porque la
adquisicion de estos datos es muy complicada. En esta propuesta de investigacion doctoral se plantea
desarrollar algoritmos para la extraccion y clasificacion basada en patrones emergentes para problemas
con clases desbalanceadas. Como resultados preliminares se muestra una primera solucion al problema
mediante la aplicacion de métodos de re-muestreo. Ademds, se presenta un estudio acerca de las medidas
de calidad, para patrones emergentes, mds utilizadas en la literatura en el contexto de los clasificadores
basados en patrones; asi como el desemperio de las mismas para guiar la seleccion de un método de filtrado
de patrones emergentes.
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1. Introduccion

La clasificacion supervisada aparece en multiples aplicaciones como: deteccidn de fraudes, bioinformati-
ca, medicina, agricultura y biologia, entre muchas otras (Dong, 2012a). Los clasificadores supervisados
operan usualmente sobre la informacién suministrada por un conjunto de objetos, instancias, ejemplos o
prototipos de entrenamiento que poseen una etiqueta de clase previamente asignada. A este conjunto de ob-
jetos etiquetados se le llama conjunto de entrenamiento y la informacién que ellos proporcionan es utilizada
para la clasificacion de nuevos objetos (Ruiz-Shulcloper, 2008).

En muchas tareas de clasificacion supervisada, una alta eficacia no es la tinica caracteristica deseada; el
clasificador debe ser entendible por los expertos del dominio de aplicacién (Garcia-Borroto et al., 2012).
Para esto, una opcién consiste en construir clasificadores interpretables por los especialistas a partir de
patrones extraidos de los objetos del conjunto de entrenamiento, de tal manera que el resultado final pueda
interpretarse a partir de los patrones asociados a cada clase.

En los dltimos afios, el problema de clasificacion supervisada con clases desbalanceadas ha sido aborda-
do con gran interés por la comunidad cientifica debido a que aparece en varias aplicaciones practicas. Por
ejemplo, la deteccién de transacciones bancarias fraudulentas es uno de los problemas con gran desbalance
de clases (Wei et al., 2013; Bhattacharyya et al., 2011; Zhang et al., 2004). En este tipo de base de datos
pueden existir cinco transacciones fraudulentas por cada 300,000 transacciones reales que se hacen en un
dia (Wei et al., 2013). Ademads, la deteccidn debe hacerse en tiempo real dado que el tiempo es muy breve
para hacer efectiva una transaccién bancaria. Otros estudios y aplicaciones pueden encontrarse en el campo
de la medicina para la deteccién de microcalsificaciones en imagenes de mamografias (M.n and Shesha-
dri, 2012), sistemas para la toma de decisiones médicas (Jackowski et al., 2012), deteccion de infecciones
intrahospitalarias (Cohen et al., 2006), trastornos hepdticos y del pancreas (Li et al., 2010), entre muchas
otras. También, se han reportado otros trabajos relacionados con bases de datos reales para la prediccion de
secuencias de protefnas (Al-shahib et al., 2005), estrategias de marketing (Ling and Li, 1998), servicios de
suscripciones (Burez and den Poel, 2009), prediccion de los niveles de ozono (Tsai et al., 2009) y reconoci-
miento de rostros (Yang et al., 2004). Varios de estos trabajos utilizan algoritmos de extraccién de patrones
emergentes para tratar de extraer conceptos que sean interpretables por los especialistas.

Trabajar con clases desbalanceadas puede implicar un sesgo en los clasificadores basados en patrones,
priorizando la clase mayoritaria y realizando una mala clasificacién de aquellos objetos que pertenecen a
la clase minoritaria (Lopez et al., 2013; Fernidndez et al., 2010). Algunas razones que pueden justificar este
comportamiento son las siguientes (Lépez et al., 2013; Burez and den Poel, 2009):

1. El uso de medidas de desempeiio globales para guiar el proceso de aprendizaje puede proporcionarle
una ventaja a la clase mayoritaria.

2. Los patrones que predicen la clase minoritaria son a menudo altamente especializados y por lo tanto
su cobertura' es muy baja, en consecuencia, éstos se descartan en favor de patrones mas generales que
predicen la clase mayoritaria.

!Cantidad de objetos que son descritos por el patrén.



3. Pequeiios grupos de objetos de la clase minoritaria se pueden identificar como ruido y, por lo tanto,
podrian ser erréneamente descartados por el clasificador. Por otro lado, algunos ejemplos ruidosos
reales pueden degradar la identificacién de la clase minoritaria, ya que ésta tiene un menor nimero de
objetos.

La comunidad cientifica internacional ha trazado tres estrategias fundamentales para mitigar las dificul-
tades que aparecen en la clasificacion supervisada al trabajar con bases de datos con clases desbalanceadas
(Lopez et al., 2013, 2014a; Krawczyk et al., 2014). Estas estrategias se agrupan en las siguientes categorias:

Nivel de Datos. Re-muestreo de la base de datos para balancear las clases. Consiste en alcanzar un balance
entre las clases mediante la eliminacién de objetos de la clase mayoritaria (sub-muestreo) (Lopez
et al., 2014a; Albisua et al., 2013; Charte et al., 2013; Li et al., 2010) o la inclusién de objetos en la
clase minoritaria (sobre-muestreo) (Menardi and Torelli, 2014; Lopez et al., 2014b; Soda, 2011; Weiss
et al., 2007; Luengo et al., 2011; Chawla, 2010; Chawla et al., 2002). El sub-muestreo puede excluir
algunos objetos representativos o valiosos para entrenar el clasificador. En cambio, el sobre-muestreo
incluye objetos artificiales que pueden sobre-entrenar al clasificador.

Modificacion de Algoritmos. Los clasificadores existentes son modificados para fortalecer su prediccion
con respecto a la clase minoritaria. Depende mucho de la naturaleza del clasificador y la mayoria son
modificados para resolver un problema especifico (Rodda, 2011; Liu and Chawla, 2011; Liu et al.,
2010; Lenca et al., 2008).

Matrices de costo. Estas permiten asignarle diferentes costos a los distintos tipos de errores que comete un
clasificador. De esta forma, estos pesos pueden utilizarse para priorizar la clase minoritaria. Desafortu-
nadamente, es dificil para un especialista determinar el costo de los diferentes errores de clasificacion.
Por ello, 1a matriz de costo en la mayoria de las bases de datos es desconocida (Krawczyk et al., 2014;
Lomax and Vadera, 2013; Wei et al., 2013; Jackowski et al., 2012; Min and Zhu, 2012; Freitas, 2011;
Sun et al., 2007).

En esta propuesta doctoral vamos a estudiar y analizar el proceso de extraccidn, filtrado y clasificacién
basado en patrones emergentes ante problemas con clases desbalanceadas Para ello, en la seccién 2 va-
mos a introducir los conceptos bésicos. En la seccién 3 se expondrin los trabajos relacionados con esta
investigacién doctoral. La motivacién, preguntas de investigacion, objetivos, contribuciones esperadas y el
cronograma de actividades serdn expuestos en la seccion 4. Los resultados preliminares obtenidos serdn
descritos en la seccién 5, y por tltimo, en la seccién 6 se expondran las conclusiones.

2. Conceptos basicos

En esta seccién se exponen un conjunto de definiciones y nociones bdsicas que permitirdn una mejor
comprension de este documento.



2.1. Representacion de objetos

Sea D = {O4,...,0,} un conjunto de objetos. Cada objeto O; es descrito por un conjunto de atribu-
tos X = {x1,...,%m}. Cada atributo x; toma valores en un conjunto admisible de valores Vj}, z; (O;) €
Vi,j =1,...,n, siendo z; (O;) el valor del atributo z; en el objeto O;. Los atributos pueden ser de dife-
rentes tipos dependiendo de la naturaleza del conjunto Vj}, j = 1,...,m. Cada objecto O; pertenece a una
clase Cp, € C ={1,...,c}.

2.2. Patrones Emergentes

Un patrén P es una expresion, escrita en un lenguaje, que describe a un subconjunto de objetos (Dong,
2012b). Un patrén estd compuesto por una conjuncién de propiedades p = (z; # v;), donde v; € Vj 'y
# es un operador relacional; por simplicidad consideramos # € {<,>,=}. Por ejemplo, un patrén que
caracteriza a un conjunto de objetos de la clase “plantas enfermas” puede ser:

[(Necrosis = “si”) A (Desarrollo = “anormal”) A (Hojas < 2)]

Decimos que un objeto es “caracterizado” por un patrén si el objeto cumple todas las propiedades del
patrén; en este caso se dice que el patrén “cubre” al objeto. El “soporte” de un patrén es la fracciéon de
objetos que son caracterizados por él. Sea cover (P, D) = {O € D | O es caracterizado por P} el conjunto
de objetos caracterizados por el patrén P. El soporte, de un patrén P en un conjunto D, se calcula utilizando
la expresion 1.

|cover (P, D)|

supp (P, D) = D)

ey

Si D,y D,, son los objetos que pertenecen a la clase positiva y negativa respectivamente (ambas clases
forman una particién del universo U = D, U D,,, D, N D,, = (), entonces un patrén es emergente si
supp(P,D;) > oy supp(P,D;) < [ donde (i,5 € {p,n}|i # j) con a, € [0,1]. Si un patrén es
emergente para $ = 0 entonces se le denomina patron emergente puro. Los valores de los umbrales (« y 3)
son definidos por el experto (Dong, 2012b; Bailey and Ramamohanarao, 2012).

2.3. Desbalance

En la clasificacién supervisada frecuentemente aparecen problemas donde la cantidad de objetos de una
clase es significativamente mayor que la cantidad de objetos de otra clase. A este tipo de problemas los
llamamos problemas con clases desbalanceadas. Cominmente, la clase minoritaria representa el concepto
mas importante que hay que aprender y es dificil identificarlo, ya que podria estar asociado a casos excep-



cionales pero significativos (Weiss, 2004), o porque la adquisicién de estos datos es muy dificil (Weiss and
Tian, 2008).

Para medir el grado de desbalance de un problema se define la razén de desbalance (IR) (Orriols-Puig
and Bernad6-Mansilla, 2009) (Ecuacion 2).

’Cmaj ‘

IR =

2

donde Cy,,; es el conjunto de objetos que pertenecen a la clase mayoritaria y Cyy,;, €s el conjunto de
objetos que pertenecen a la clase minoritaria. Otra manera de expresar el nivel de desbalance es 1:IR que
muestra por cada objeto de la clase minoritaria cuantos existen en la clase mayoritaria.

Hasta hoy no existe un umbral en la comunidad cientifica internacional que nos indique cudndo una base
de datos se empieza a considerar como una base de datos con clases desbalanceadas. Por esta razon, en esta
propuesta doctoral vamos a estudiar y analizar el proceso de extraccidn, filtrado y clasificacién basado en
patrones emergentes ante problemas con clases desbalanceadas, utilizando bases de datos con un nivel de
desbalance (Ecuacién 2) desde 1:1 hasta 1:100.

2.4. Matriz de Costo

Una de las formas de resolver el problema de clasificacién con clases desbalanceadas es utilizar una
matriz de costo (CM) (Lépez et al., 2013; Domingos, 1999). En este tipo de problemas se pueden incluir
varios tipos de costo (Kim et al., 2012) aunque en esta propuesta nos limitaremos al costo de realizar una
clasificacion erronea. En los problemas de clasificacion con dos clases, la matriz de costo tiene la forma de
la Tabla 1, donde cost(i, j) representa el costo de clasificar en la clase C; un objeto que pertenece a la clase
Cj.

Tabla 1. Matriz de costo para problemas de dos clases

Positiva Real Negativa Real
Positiva Predicha cost (0, 0) cost(0,1)
Negativa Predicha cost(1,0) cost(1,1)

Dada una matriz de costo, un nuevo objeto puede ser clasificado en una clase que genera el menor costo
esperado. El costo esperado de clasificar un objeto O en la clase C; estd definido por (Ecuacién 3):

R(C;|0) = Zp(0j|0> cost(i, j) 3)

donde p(C}|O) es la probabilidad, utilizando el teorema de Bayes (Bayes, 1763), de clasificar un objeto O
en la clase C; (Kim et al., 2012; Domingos, 1999).



2.5. Validacion de los resultados

El criterio de evaluacién es un factor clave a la hora de medir el desempeifio de un clasificador supervisado.
En un problema de dos clases, la matriz de confusion (ver Tabla 2) registra los resultados de los objetos
clasificados (correctamente e incorrectamente) en cada clase (Lépez et al., 2013).

Tabla 2. Matriz de confusion para problemas de dos clases

Positiva Real Negativa Real
Positiva Predicha Verdaderos Positivos (TP) Falsos Positivos (FP)
Negativa Predicha Falsos Negativos (FN) Verdaderos Negativos (TN)

En concreto, podemos obtener cuatro métricas de la Tabla 2 para medir el rendimiento de clasificacion
para cada una de las clases. Donde:

TPrute = TPTJF% es la fraccidn de objetos bien clasificados en la clase positiva.

TNygte = % es la fraccidn de objetos bien clasificados en la clase negativa.

FProte = % es la fraccién de objetos mal clasificados en la clase positiva.

F Nygte = TPZ% es la fraccidn de objetos mal clasificados en la clase negativa.

La tasa de precisién (Kuncheva, 2004) (Ecuacién 4) ha sido la medida cominmente més utilizada para
evaluar la eficacia de un clasificador. Sin embargo, por ser una medida global, no considera los resultados
por clase. En problemas con clases desbalanceadas, la Ecuacién 4 tiene una marcada influencia para la clase
mayoritaria, por lo que el resultado estd frecuentemente sesgado.

TP+TN

Acc = 4
“TTPYFN+FP+TN “)

Una medida que puede ser utilizada para evaluar el desempefio de los clasificadores supervisados en
problemas con clases desbalanceadas son las graficas Receiver Operating Characteristic (ROC) (Bradley,
1997). En estas graficas se puede visualizar el equilibrio costo-beneficio; mostrando que cualquier clasifica-
dor no puede incrementar el niimero de TP sin aumentar los FP. Calcular el area bajo la curva ROC (AUC,
ver Ecuacién 5) (Huang and Ling, 2005) es una de las medidas de evaluacion més utilizadas para medir el
desempeiio los clasificadores supervisados en problemas con clases desbalanceadas. Esta se define como:

1 + TPrate - FPrate

AUC = 5 ®)




Otra de las medidas utilizadas para medir el desempefio de los clasificadores supervisados en problemas
con clases desbalanceadas es F-measure (Ecuacidn 6) (Baeza-Yates and Ribeiro-Neto, 1999):

(14 B2)(PPV - TPruse)

Fn = 6
" 52PPV+TPTate ()
TP
PPV = 1tpipp

Una opcién popular para 3 es fijar su valor a uno, esto asigna la misma importancia para T P,q y el
valor predictivo positivo (P PV'). Esta medida es mas sensible a los cambios en el PPV que a los cambios
en T'P,4te, lo que puede producir la seleccién de modelos sub-6ptimos (Lépez et al., 2013).

Otra de las medidas utilizadas para el problema con clases desbalanceadas es la media geométrica (Ecua-
cién 7) (Barandela et al., 2003):

TP TN
GM_\/TP+FN'FP+TN @)

Esta media, al ser una métrica de rendimiento que correlaciona los resultados obtenidos en la clase minori-
taria con los de la clase mayoritaria, intenta maximizar la precisién en cada una de las clases con un balance
adecuado. Como esta medida suele ser muy restrictiva, surge la media geométrica ajustada (Ecuacion 2.5)
(Batuwita and Palade, 2009, 2012):

GM+TNrate(FP+TN) | .
AGM = { 1+F13+TN ; T Prge >0 ®

0; if TPrare = 0

Esta medida estd destinada a la obtencién de un mayor T'P, 4 sin disminuir demasiado el T'N,q¢.

Existen varias medidas de evaluacion para medir el desempefio de los clasificadores supervisados en
problemas con clases desbalanceadas (Huang and Ling, 2005; Barandela et al., 2003; Baeza-Yates and
Ribeiro-Neto, 1999; Batuwita and Palade, 2009, 2012; Garcia et al., 2008b, 2010b; Raeder et al., 2012).
Un amplio estudio comparativo referido a este tema aparece en (Raeder et al., 2012). En esta propuesta
utilizaremos la Ecuacién 5, Ecuacién 6, Ecuacién 7 y Ecuacién 2.5 por ser las més utilizadas en la literatura.



3. Trabajos Relacionados

En esta seccidn se muestra un andlisis de los principales trabajos que han afrontado el desbalance de clases
en problemas de clasificacidn supervisada, en las tres variantes enunciadas previamente en la introduccion:
a) nivel de datos, b) nivel de algoritmos y c) matrices de costo (Lomax and Vadera, 2013; Lopez et al.,
2014a; Menardi and Torelli, 2014; Ferndndez et al., 2013). Ademads, se exponen una serie de trabajos que
estudian las caracteristicas intrinsecas de los datos y su relacién con el desbalance de clases.

3.1. Nivel de datos

El objetivo de esta estrategia consiste en realizar un re-muestreo en la distribucioén de los datos para
obtener un mejor balance entre las clases (Fernadndez et al., 2013). Estos se pueden agrupar en las siguientes
categorias:

Sobre-muestreo: estos métodos replican o crean un subconjunto de objetos en la clase minoritaria has-
ta alcanzar un balance entre las clases. Existen varios trabajos que utilizan esta idea (Menardi and
Torelli, 2014; Charte et al., 2013; Albisua et al., 2013; Luengo et al., 2011; Chawla, 2010; Bunkhum-
pornpat et al., 2009; He et al., 2008; Tang and Chen, 2008; Han et al., 2005; Chawla et al., 2002).
Uno de los algoritmos mads utilizados es “Synthetic Minority Over-sampling TEchnique (SMOTE)”
(Chawla et al., 2002). La idea fundamental es crear objetos sintéticos en la clase minoritaria mediante
la interpolacién de un objeto y sus k vecinos més cercanos. Este proceso es ilustrado en la Figura
1, donde z; es el punto seleccionado y {x;1,- - ,Z;s} son sus k vecinos mds cercanos, mientras que
{r1,-+- , 76} son los puntos sintéticos creados mediante interporlacién. La principal desventaja de
este tipo de estrategia es que se pueden crear objetos que sobre-entrenen al clasificador (Krawczyk
et al., 2014; Menardi and Torelli, 2014; Soda, 2011; Weiss et al., 2007).

Xi6

Figura 1. Una ilustracion de como crear puntos sintéticos usando el algoritmo SMOTE

Sub-muestreo: los algoritmos crean un balance entre las clases mediante la eliminacion de objetos en la
clase mayoritaria. Al emplear sub-muestreo, la principal desventaja es la eliminacién de objetos que
pueden ser representativos en el conjunto de entrenamiento (Lépez et al., 2014a; Albisua et al., 2013;



Charte et al., 2013; Li et al., 2010; Weiss et al., 2007). Unos de los algoritmos comtinmente utilizados
es el sub-muestreo aleatorio (ver Algoritmo 1), éste elimina objetos al azar de la clase mayoritaria
hasta que se cumpla cierto criterio de parada.

Entradas: Conjunto de entrenamiento T, Criterio de Parada S
Salida : Conjunto re-muestreado R

M <« objetos de la clase mayoritaria € T
N < objetos de la clase minoritaria € T
while (S +# true) do

borrar aleatoriamente un objeto 0 € M

actualizar S
end
R+~ NuUM
return R

Algoritmo 1: Pseudocédigo de sub-muestreo aleatorio

Muestreo hibrido: estos métodos combinan los algoritmos de sobre-muestreo y sub-muestreo. Se pueden
aplicar de forma secuencial o de conjunto. La idea es utilizar una forma inteligente de combinar las
técnicas de re-muestreo expuestas anteriormente (Ramentol et al., 2011; Li et al., 2010). Estos méto-
dos tienen las mismas limitaciones expuestas que los algoritmos de sobre-muestreo y sub-muestreo.

Hasta donde sabemos, para resolver el desbalance de clases a nivel de datos en clasificadores supervisados
basados en patrones solo se han realizado cuatro estudios.

= En (Alhammady and Ramamohanarao, 2004a) se propone una técnica para extraer patrones emergen-
tes en bases de datos con clases desbalanceadas. La idea fundamental es extraer patrones emergentes
del conjunto de entrenamiento y asociar a cada patrén extraido la clase donde el patrén posee el mayor
soporte. Después, se obtienen los pares atributo-valor de mayor frecuencia en la clase mayoritaria con
respecto a los mismos pares atributo-valor en la clase minoritaria. Se crean patrones sintéticos para
la clase minoritaria mediante la combinacidn de los pares atributo-valor que alcanzaron la mayor fre-
cuencia en la clase mayoritaria y que no generan patrones duplicados. Ademds, proponen un método
para podar los patrones emergentes que poseen un bajo soporte en la clase mayoritaria e incrementar
el soporte de los patrones que caracterizan a los objetos de la clase minoritaria. La principal desventaja
de este trabajo es que los patrones sintéticos no estan basados en los objetos de la clase minoritaria y
por lo tanto puede introducirse ruido o incluso solapamiento entre las clases.

= En (Alhammady and Ramamohanarao, 2004b) se crean patrones emergentes de la clase minoritaria
utilizando la estrategia de (Alhammady and Ramamohanarao, 2004a). La principal diferencia es que
se propone un método de sobre-muestreo basado en los patrones generados para la clase minoritaria,
con el objetivo de adicionar nuevos objetos en el conjunto de entrenamiento. De forma parecida a lo
que ocurre en (Alhammady and Ramamohanarao, 2004a) este método al adicionar objetos sintéticos
al conjunto de entrenamiento puede crear objetos ruidosos o solapamiento entre las clases. Ademas,
si la base de datos contiene un elevado desbalance entre sus clases, este método puede ser afectado
por: 1) el alto costo computacional (en tiempo) al crear objetos en el conjunto de entrenamiento, que
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después deben ser procesados por el clasificador o 2) la posibilidad de no poder extraer patrones de la
clase minoritaria.

= En (Alhammady, 2007) se dividen los objetos que pertenecen a la clase mayoritaria (los autores no
especifican como son divididos) en varios subconjuntos en dependencia del IR (ver Ecuacién 2). A
cada subconjunto se agregan todos los objetos que pertenecen a la clase minoritaria formando nuevas
sub-muestras totalmente balanceadas, y de cada muestra se extraen patrones emergentes. Todos los
patrones extraidos de cada sub-muestra son unidos en un solo grupo. Se utiliza la medida de calidad
Strength (Ramamohanarao and Fan, 2007) para evaluar el poder discriminativo de cada patrén con el
objetivo de eliminar patrones duplicados o que puedan ser una fuente de ruido. Finalmente, se obtiene
un subconjunto de patrones emergentes, ordenados mediante la medida de calidad, que pueden ser
utilizados para clasificar objectos de la clase minoritaria con una mayor eficacia que los métodos
tradicionales de extraccidén de patrones emergentes. La principal desventaja de este método es su
dependencia con la medida de calidad utilizada. Esta medida no logra diferenciar entre patrones con
soporte mayor que cero para una sola clase (patrones emergentes puros).

= En (Kang and Ramamohanarao, 2014) se propone una técnica para extraer patrones basada en arboles
de decision (Quinlan, 1993). La idea es generar varios arboles de decision para crear diversidad y
utilizar la distancia Hellinger (Cieslak et al., 2012), para seleccionar las divisiones candidatas en el
proceso de induccion de arboles de decisidn, ya que esta distancia es robusta cuando existen clases
desbalanceadas. Cada patrén extraido de los drboles es evaluado de la misma forma que en Alham-
mady (2007). De forma anédloga a (Alhammady and Ramamohanarao, 2004a,b) se generan patrones
sintéticos para la clase minoritaria y utilizando la distancia Hellinger se descartan aquellos patrones
que pueden ser ruidosos. Usando los patrones sintéticos se generan nuevos objetos en el conjunto de
entrenamiento que tiene como etiqueta la clase minoritaria; lo que podemos llamar sobre-muestreo
basado en patrones sintéticos. Parecido a los métodos de sobre-muestreo, las principales desventajas
de este método son: el alto costo computacional (en tiempo) y la creacién de objetos sintéticos, en el
conjunto de entrenamiento, que pueden sobre-entrenar al clasificador. Ademds, la distancia Hellinger
favorece aquellas divisiones candidatas con nodos puros pero que poseen objetos con valores faltantes,
ante divisiones candidatas con nodos impuros pero con objetos sin valores faltantes.

3.2. Modificacion de algoritmos

Este tipo de soluciones adaptan o crean algoritmos de clasificacion para reforzar la prediccion de la clase
minoritaria, sin utilizar re-muestreo o matrices de costo.

Para los arboles de decision (Quinlan, 1993) , las estrategias mds utilizadas son: ajustar la estimacion pro-
babilistica en las hojas (Batista et al., 2005), crear divisiones candidatas que tienen en cuenta la proporcién
por clases (Liu et al., 2010; Lenca et al., 2008) e introducir nuevas técnicas de poda (Liu et al., 2010), para
favorecer la prediccion en la clase minoritaria. En el caso de las Mdquinas de Vectores de Soporte (SVM)
(Cortes and Vapnik, 1995), se adaptan diferentes constantes de penalizacién para diferenciar las clases o se
ajustan las fronteras entre las clases usando un kernel de alineacién de fronteras (Sun et al., 2007). En la
extraccion de reglas de asociacion (Dong, 2012b), se especifican diferentes soportes minimos para cada una
de las clases (Sun et al., 2007; Rodda, 2011). Otro de los algoritmos afectados por el desbalance de clases
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suele ser el k-NN (Larose, 2005), donde una de las formas de mitigar este problema es transformar las pro-
babilidades a priori por probabilidades a posteriori empleando modelos de redes bayesianas (Niedermayer,
2008) para estimar los pesos de confianza en cada una de las clases (Liu and Chawla, 2011).

Una de las estrategias que se han utilizado, a nivel de algoritmos, para mitigar los problemas de clasifica-
cién en bases de datos con clases desbalanceadas, son los sistemas de mdltiples clasificadores (Kuncheva,
2004; Dietterich, 2000). Estos tratan de mejorar el rendimiento de los clasificadores individuales mediante
la induccidn de varios clasificadores y la combinacion de ellos para obtener un nuevo clasificador que supera
a cada uno de los clasificadores individuales. Una taxonomia reciente de estos clasificadores, para el apren-
dizaje con clases desbalanceadas, se puede encontrar en (Galar et al., 2012), la cual nosotros resumimos
en la Figura 2. Principalmente, los autores distinguen cuatro familias diferentes de sistemas de multiples
clasificadores para base de datos con clases desbalanceadas.

[ Sistemas de multiples clasificadores para problemas con clases desbalanceadas ]

I
v v

[ Sensitivos al Costo ] [ Re-muestreo + Sistemas de multiples de clasificadores ]
H [
v v v
Sensitivos al Costo Basados en . o
[ [Boosting] ] [ Boosting ] —[ Basados en Bagging ]— [ Hibridos ]

+  AdaCost + SMOTEBoost +  UnderOverBagging + EasyEsemble
- CSBI, CSB2 « MSMOTEBoost . IIVotes « BalanceCascade
«  RareBoost » RUSBoost
. AdaCl . DataBoost-IM
. AdaC2 v v
. AdaC3
OverBagging UnderBagging
+ SMOTEBagging »  QuasiBagging

« Asymetric Bagging

«  Roughly Balanced Bagging
- Partitioning

- Bagging Ensemble Variation

Figura 2. Taxonomia de los sistemas de multiples clasificadores para problemas con clases
desbalanceadas

Para modificar un algoritmo y hacerlo tolerante al desbalance de clases, es necesario tener un conoci-
miento tanto del algoritmo como del dominio de aplicacién, para entender a cabalidad por qué el algoritmo
falla(Sun et al., 2007). Hasta donde conocemos, este tipo de solucién no ha sido utilizada para modificar
algoritmos basados en patrones emergentes.
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3.3. Matrices de costo

Estas soluciones, utilizando matrices de costo (ver Tabla 1), asignan un alto costo en los errores de
clasificacién para los objetos que pertenecen a la clase minoritaria. Estas incluyen estrategias a nivel de
datos, de algoritmos, o mixtas, con el principal objetivo de minimizar el costo total.

Se han propuesto varios trabajos, los cuales nosotros podemos resumir en los siguientes enfoques generales:

1. Métodos directos: la idea fundamental es construir clasificadores que introducen y utilizan un costo
asociado a una mala clasificacién. Por ejemplo, en el contexto de los drboles de decisidn, la estrategia
de construccién es adaptada para minimizar el costo total. De esta manera, la informacién del costo
es usada para seleccionar divisiones candidatas (Lomax and Vadera, 2013; Freitas, 2011; Jackowski
et al., 2012; Freitas et al., 2007; Ling et al., 2004) o cudl es la mejor rama a ser podada (Lomax and
Vadera, 2013; Min and Zhu, 2012; Du et al., 2007). Por otra parte, los métodos basados en algoritmos
genéticos incorporan el uso de costos asociados a la funcién de aptitud (Lomax and Vadera, 2013;
Turney, 1995) y las Redes Neuronales (Haykin, 1998) utilizan un método de puntuacion de riesgo en
la combinacién de varios modelos (Wei et al., 2013; Zhou and Liu, 2006). De una manera parecida,
los algoritmos basados en reglas incorporan el costo al momento de construir las reglas (Ailing et al.,
2005) o crean pesos para cada regla (Sun et al., 2007). De esta forma, cada algoritmo incluye el costo
total dentro de sus objetivos a minimizar.

2. Meta-Clasificadores: esta metodologia integra mecanismos de pre-procesamiento para el conjunto
de entrenamiento o un post-procesamiento en el resultado, en ambos mecanismos se utiliza un clasifi-
cador (denominado clasificador-base) sin ser modificado. Los meta-clasificadores sensitivos al costo
pueden ser agrupados en:

a) Umbralizacion: tiene como base la teoria basica de decision que le asigna, a un objeto, la clase
que minimice el costo esperado. Algunos de los algoritmos mds populares que utilizan este tipo
de técnica son MetaCost (Domingos, 1999) y Cost-Sensitive Classifier (CSC) (Witten et al.,
2011), que asignan una nueva clase a los objetos en dependencia de la clase que minimice el
costo esperado.

b) Re-muestreo: estd basado en modificar el conjunto de entrenamiento teniendo en cuenta la
matriz de costo asociada a cada clase. La técnica mds popular es balancear la distribucién de
clases del conjunto de entrenamiento mediante el uso de una de las técnicas de re-muestreo
(Zadrozny et al., 2003) o asigndndole pesos a los objetos (Ting, 2002). Estas modificaciones han
demostrado ser eficaces y también pueden aplicarse a cualquier algoritmo de clasificacién que
no sea tolerante al desbalance (Zhou and Liu, 2006).

Hasta donde conocemos, este tipo de solucién no ha sido utilizada para crear o utilizar algoritmos basados
en patrones emergentes que tengan asociado un costo de clasificacion.
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3.4. Caracteristicas intrinsecas de los datos

En ocasiones, las caracteristicas intrinsecas de los datos pueden ocasionar que un clasificador realice una
mala clasificacién (Lépez et al., 2013). Entre las m4s comunes se encuentran:

Presencia de areas con objetos disjuntos: ocurre cuando los objetos de la clase minoritaria se encuentran
en pequeflos grupos aislados que contienen objectos de la clase mayoritaria.

Falta de informacion en el conjunto de entrenamiento: afecta a los algoritmos de induccién que no tie-
nen suficientes datos para crear una generalizacion acerca de la distribucién de los objetos.

Solapamiento entre las clases: aparece cuando en una region los objetos estdn distribuidos de forma que
cada objeto mas cercano a €l es de clase contraria.

Existencia de objetos ruidosos: tienen la peculiaridad de ser objetos aislados o contenidos dentro de un
grupo de objetos de clase contraria.

No discriminacion de la frontera entre los objetos de diferentes clases: ocurre cuando los objetos de di-
ferentes clases no tienen una frontera bien definida que los separe. Esto puede evidenciarse al existir
un cierto grado de solapamiento entre las clases.

Variacion de los datos: aparece cuando el conjunto de entrenamiento y el conjunto de prueba siguen dis-
tribuciones diferentes.

En la mineria de patrones para bases de datos con clases desbalanceadas, estas seis caracteristicas pueden
tener un efecto mayor al momento de obtener patrones emergentes. Los algoritmos para extraer patrones
no utilizan medidas de similaridad o dis-similaridad para crear un modelo, éstos se basan en la frecuencia
de los valores de los atributos por clase para obtener ciertas regularidades. Por ello, la falta de informacién
en el conjunto de entrenamiento, la variacién de los datos y el solapamiento de las clases causan un efecto
negativo mayor en los algoritmos de extraccidon de patrones basado en drboles de decisién. Las restantes
caracteristicas también tienen un impacto negativo pero éstas son més dependientes del grado de desbalance
(IR) que exista en el conjunto de datos.

Varios autores han estudiado el efecto de estas caracteristicas (Lopez et al., 2014a, 2013, 2012; Denil
and Trappenberg, 2010; Hulse and Khoshgoftaar, 2009; Garcia et al., 2008a, 2007; Monard and Batista,
2003) y en otros casos han propuesto soluciones como: el uso de técnicas de validacién que tienen en
cuenta la distribucién de las clases (Ldpez et al., 2014a), la eliminacién de objetos ruidosos que afectan a
determinados clasificadores (Garcia et al., 2007) y cémo descartar objetos duplicados en la base de datos
(Monard and Batista, 2003). En la actualidad, se siguen realizando estudios para mostrar el efecto negativo
de estas caracteristicas ante los clasificadores basados en patrones (Lépez et al., 2013; Burez and den Poel,
2009; Weiss, 2004) y aunque se han propuesto soluciones generales ain sigue siendo un problema abierto
ante la comunidad cientifica internacional.
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4. Propuesta

En esta seccidn se presenta el problema a resolver y las preguntas de investigacion, la motivacion, los
objetivos, las contribuciones esperadas, la metodologia a utilizar y el cronograma de actividades para esta
propuesta de investigacion doctoral.

4.1. Motivacion

Como se puede apreciar, se han desarrollado varios trabajos y estrategias para mitigar los problemas al
clasificar con clases desbalanceadas. En la actualidad los clasificadores basados en patrones emergentes para
problemas con clases desbalanceadas han sido poco estudiados. Solamente existen cinco trabajos y de ellos
cuatro (Alhammady and Ramamohanarao, 2004a,b; Alhammady, 2007; Kang and Ramamohanarao, 2014)
utilizan métodos de re-muestreo y en (Chen and Dong, 2012) solamente se comenta el trabajo realizado
en (Alhammady and Ramamohanarao, 2004b). Aunque en estos trabajos se han propuesto soluciones para
clasificadores basados en patrones utilizando bases de datos con clases desbalanceadas, atin éstos presentan
las siguientes limitaciones (Burez and den Poel, 2009; Weiss, 2004):

El inapropiado uso de las métricas de evaluacion: a menudo se utilizan métricas, para guiar a los algo-
ritmos de mineria de parones y para evaluar los resultados obtenidos, que no son las més idéneas para
problemas con clases desbalanceadas.

La ausencia de datos: existen muy pocos objetos asociados a la clase minoritaria, esto crea grandes difi-
cultades para extraer patrones dentro de esta clase. Para muchos algoritmos basados en heuristicas
avidas es dificil; y otros métodos globales son, en general, intratables.

Fragmentacion de los datos: algunos algoritmos de extraccion de patrones basados en drboles de decision,
emplean una estrategia de divide y vencerds, donde el problema original es descompuesto en pequeiios
sub-problemas y con ello la distribucion de los objetos se divide en particiones més pequefias. Esto es
un problema porque los patrones s6lo pueden ser extraidos dentro de cada particion individual donde
existen menos objetos.

Inapropiado sesgo inductivo: generalizar a partir de objetos concretos (o induccién), produce un sesgo
adicional. Algunos sistemas de induccion tienen preferencia por la clase mayoritaria en presencia de
incertidumbre. Este sesgo puede afectar negativamente a la capacidad de extraer patrones emergentes
de la clase minoritaria.

Ruido: algunos objetos ruidosos reales pueden degradar la identificacion de la clase minoritaria, ya que ésta
tiene un menor nimero de objetos. Por otro lado, pequefios grupos de objetos de la clase minoritaria se
pueden identificar como ruido y, por lo tanto, podrian ser erréneamente descartados por el clasificador.

Es por eso que en el marco de esta investigacién doctoral consideramos importante desarrollar un algorit-
mo de clasificacién supervisada basado en patrones emergentes para problemas con clases desbalanceadas
que logré resolver estas limitaciones.
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4.2. Problema a resolver

Aunque se han reportado buenos resultados en problemas de clasificacidon supervisada utilizando ma-
trices de costo (Krawczyk et al., 2014; Lomax and Vadera, 2013; Kim et al., 2012; Guo et al., 2012; Lu
et al., 2010; Sun et al., 2007; Ting, 2002; Domingos, 1999), no existe un estudio similar para clasificadores
supervisados basados en patrones emergentes. Ademds, la mayor parte de las bases de datos no poseen ma-
trices de costo asociadas y una buena parte de los especialista no pueden diferenciar el costo por clase de
una mala clasificacion de los objetos. Adicionalmente, no se cuenta con trabajos comparativos entre las tres
estrategias expuestas anteriormente para abordar los problemas de desbalance y la clasificacién basada en
patrones emergentes. Es por eso que la presente investigacién doctoral se enfoca en desarrollar algoritmos
de extraccion y clasificacién basados en patrones emergentes para problemas con clases desbalanceadas.

4.3. Preguntas de investigacion

= ;Como extraer patrones emergentes en problemas con clases desbalanceadas, tal que los patrones
extraidos permitan construir un clasificador basado en patrones emergentes con eficacia superior a los
clasificadores existentes en problemas con clases desbalanceadas?

= ;Cdémo seleccionar un subconjunto de patrones emergentes que caracterice de forma eficaz las clases
de un problema con desbalance?

= ;Como disefiar un nuevo clasificador basado en patrones emergentes con eficacia superior a los clasi-
ficadores existentes en problemas con clases desbalanceadas?

4.4. Objetivo general

Proponer un método para extraer patrones emergentes, tal que los patrones extraidos permitan construir
un clasificador mas eficaz en comparacién con los mejores reportados en la literatura; para problemas con
clases desbalanceadas.

4.5. Objetivos particulares

1. Proponer un método de extraccién de patrones emergentes para problemas con clases desbalanceadas
tal que los patrones extraidos permitan construir un clasificador basado en patrones emergentes con
eficacia superior a los clasificadores existentes en problemas con clases desbalanceadas.

2. Proponer medidas de calidad para patrones emergentes que sean adecuadas para problemas con clases
desbalanceadas.

3. Proponer un método para filtrar patrones emergentes en problemas con clases desbalanceadas que
obtenga un subconjunto de patrones que permitan construir un clasificador basado en patrones emer-
gentes con eficacia similar o superior a los clasificadores que utilizan todos los patrones.
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4. Proponer un clasificador supervisado basado en patrones emergentes con eficacia superior a los repor-

4.6.

tados en la literatura, en problemas con clases desbalanceadas.

Contribuciones

Las principales contribuciones esperadas al término de esta investigacion doctoral son las siguientes:

4.7.

Un algoritmo para extraer patrones emergentes en problemas con desbalance de clases tal que los
patrones extraidos permitan construir un clasificador basado en patrones emergentes con eficacia su-
perior a los clasificadores existentes en problemas con clases desbalanceadas.

Una medida de calidad para patrones emergentes que sea adecuada para problemas con clases desba-
lanceadas.

Un método de filtrado de patrones emergentes que obtenga un subconjunto de patrones que permitan
construir un clasificador basado en patrones emergentes con eficacia similar o superior a los clasifica-
dores que utilizan todos los patrones.

Un clasificador basado en patrones emergentes con eficacia superior a los clasificadores existentes
basados en patrones emergentes en problemas con clases desbalanceadas.

Metodologia

. Proponer un algoritmo de extraccién de patrones para problemas con clases desbalanceadas:

a) Utilizar técnicas de re-muestreo para extraer patrones emergentes en problemas con clases des-
balanceadas.
1) Realizar un estudio de los algoritmos para extraer patrones emergentes.
2) Realizar un estudio critico de los métodos de re-muestreo.

3) Comparar de forma experimental los métodos de re-muestreo seleccionados y su efecto ante
los algoritmos para extraer patrones emergentes.

4) Obtener la eficacia por clase de los patrones extraidos antes y después de utilizar los méto-
dos de re-muestreo.

5) Realizar un estudio critico de la incidencia del IR (Ecuacion 2) y los métodos de re-muestreo
en la eficacia obtenida por los patrones extraidos.

6) Evaluacién y comparacién de los resultados mediante los protocolos propuestos en la lite-
ratura para desbalance de clases.

b) Modificar un algoritmo para extraer patrones emergentes para que no se afecte ante problemas
con clases desbalanceadas.

1) Seleccionar un algoritmo de extraccién basado en patrones emergentes del estudio realizado
en lal.
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2) Analizar las fuentes de sesgo del algoritmo ante bases de datos desbalanceadas y modificar-
lo para de mitigar estas fuentes de sesgo.

a' Considerar estrategias de como mitigar el ruido.
b’ Evaluar la existencia de un inapropiado sesgo inductivo y erradicarlo.
¢’ Considerar estrategias para mitigar la fragmentacién de los datos.
3) Realizar un estudio critico de la incidencia del IR.
4) Analizar si se extraen patrones emergentes que sean representativos de todas las clases.
5) Evaluacion y comparacion de los resultados mediante los protocolos propuestos en la lite-
ratura para desbalance de clases.

¢) Utilizar matrices de costo para extraer patrones emergentes en problemas con clases desbalan-
ceadas.

1) Seleccionar un método de extraccidn basado en patrones emergentes del estudio realizado
en lal.

2) Estudio critico de las matrices de costo utilizadas en la literatura o de formas de generar
matrices de costo.

3) Modificar el algoritmo seleccionado para utilizar matrices de costo.
a’ Evaluar estrategias de asociar matrices de costo al soporte por clase de los patrones.

b' Considerar estrategias de incluir costo en los umbrales (por ejemplo, soporte minimo)
del proceso de extraccion.

4) Obtener la eficacia por clase y su efecto con diferentes IR.
5) Evaluacion y comparacién de los resultados mediante los protocolos propuestos en la lite-
ratura para desbalance de clases.

d) Proponer un nuevo método de obtencidn de patrones para problemas con clases desbalanceadas.

1) Analizar los resultados obtenidos y la incidencia del IR para 1a, 1by lc.
2) Con base en el analisis en 1d1

a’ Proponer un algoritmo basado en patrones emergentes para clases desbalanceadas, te-
niendo en cuenta las ventajas y desventajas segtin 1d1.

b" Proponer una solucién hibrida combinando los algoritmos analizados en 1d1 de tal
manera que se obtenga un algoritmo que obtenga mejores resultados que cada uno por
separado.

3) Evaluacién y comparacién de los resultados mediante los protocolos propuestos en la lite-
ratura para desbalance de clases.

2. Proponer medidas de calidad para seleccionar un subconjunto de patrones emergentes que sean repre-
sentativos de todas las clases, en problemas con clases desbalanceadas:

a) Estudio critico de las funciones de calidad més importantes que se utilizan en la clasificacién
supervisada basada en patrones.

b) Analizar el comportamiento de las funciones de calidad seleccionadas ante el desbalance de cla-
ses; generando patrones emergentes sintéticos que tengan diferentes combinaciones de soporte
por clase.
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c) Proponer una nueva medida de calidad para patrones emergentes que sea tolerante al desbalance
de clases.

1) Seleccionar alguna de las medidas existentes y modificarla, en caso que sea necesario, para
que sea tolerante al desbalance de clases.

d) Evaluacion y comparacion de los resultados mediante los protocolos propuestos en la literatura
para desbalance de clases.

3. Proponer un método para filtrar patrones emergentes en problemas con clases desbalanceadas:

a) Estudio critico de los métodos de filtrado de patrones emergentes existentes en la literatura.

b) Proponer un algoritmo de filtrado de patrones emergentes que obtenga un subconjunto de patro-
nes que sea, al menos, igual de bueno para clasificar que el conjunto original. Teniendo en cuenta
que la clase minoritaria debe estar representada por los patrones emergentes seleccionados.

1) Considerar estrategias de como filtrar patrones emergentes para obtener un subconjunto
representativos de todas las clases.

2) Considerar estrategias basadas en pesos asignados a los patrones emergentes teniendo en
cuenta el IR.

c) Evaluacién y comparacion de los resultados mediante los protocolos propuestos en la literatura
para el filtrado de patrones y los problemas con desbalance de clases.

4. Crear un clasificador supervisado basado en patrones emergentes con eficacia superior a los reportados
en la literatura, en problemas con clases desbalanceadas:

a) Estudio critico de los métodos de clasificacién basados en patrones emergentes existentes en la
literatura.

b) Modificar el clasificador seleccionado en 4a para utilizar matrices de costo.

1) Evaluar estrategias de asociar matrices de costo al soporte por clase de los patrones.
2) Considerar estrategias de incluir matrices de costo dentro de proceso de votacion.

¢) Analizar el impacto de clasificar empleando las diferentes fuentes de extracciéon de patrones
emergentes obtenidas en 1.

d) Evaluacién y comparacién de los resultados mediante los protocolos propuestos en la literatura
para desbalance de clases.

5. Evaluar la calidad de los resultados obtenidos. Las experimentaciones se realizaran utilizando bases
de datos del Repositorio UCI (Bache and Lichman, 2013) y del Repositorio KEEL (Alcald-Fdez et al.,
2011), que son muy utilizados en la literatura.

a) Realizar un estudio critico de las medidas para evaluar el desempefio de los algoritmos en pro-
blemas con clases desbalanceadas. Seleccionar las mas apropiadas.

b) Realizar un andlisis de los resultados mediante los protocolos propuestos en la literatura para
problemas con desbalance de clases.
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4.8. Cronograma

En la Tabla 3 se enumeran una serie de tareas a realizar en el marco de esta propuesta de investigacion
doctoral.

Tabla 3. Cronograma de las tareas a realizar por cuatrimestres®.

Tareas Cuatrimestres™
2013 2014 2015 2016 2017
1 2 3 4 5 6 7 8 9 10 [ 11 | 12
Andlisis de la literatura. Vi v |V
Redaccion de la propuesta. VA v |V
Evaluar el efecto de las técnicas de re-muestreo para extraer patro- V

nes emergentes en problemas con clases desbalanceadas.
Evaluar el efecto de utilizar matrices de costo para extraer patrones

emergentes en problemas con desbalance de clases. vV
Evaluar el efecto de modificar un algoritmo para extraer patrones
emergentes para que no se afecte ante problemas con clases desba- Vv
lanceadas.

Proponer un algoritmo de extraccién de patrones emergentes para
problemas con desbalance de clases.

Estudio critico de las funciones de calidad mds importantes que se

utilizan en la clasificacién supervisada basada en patrones. vV
Proponer medidas de calidad para seleccionar un subconjunto de
patrones emergentes en problemas con clases desbalanceadas.
Estudio critico de los métodos de filtrado de patrones emergentes
existentes en la literatura.

Proponer un método de filtrado de patrones emergentes para pro-
blemas con clases desbalanceadas.

Estudio critico de los métodos de clasificacion basados en patrones
emergentes que se han propuesto en la literatura.

Proponer un algoritmo de clasificacion basado en patrones emer-
gentes para problemas con clases desbalanceadas

Escritura y envio de articulos Vi v
Comparacién experimental. Evaluar la calidad de los resultados ob- V VARV,
tenidos

Redaccién del documento de tesis.

Entrega del documento de tesis a los asesores.
Entrega del documento de tesis al comité.
Defensa de tesis.

* Los cuatrimestres serdn en el intervalo [Enero - Abril], [Mayo - Agosto] y [Septiembre - Diciembre]. Se empezaré a contar desde [Septiembre -
Diciembre] del afio 2013 que concuerda con la fecha de admision del estudiante al programa doctorando.

5. Resultados preliminares

En esta seccidn, se presentan los resultados preliminares obtenidos hasta la fecha. En la seccidén 5.1 se
presenta una primera solucién al problema de de clasificaciéon supervisada basada en patrones emergentes
en bases de datos con clases desbalanceadas aplicando métodos de re-muestreo. En la seccion 5.2 se expone
un estudio comparativo de las principales medias de evaluacién para patrones emergentes reportadas en la
literatura en el contexto de los clasificadores basados en patrones; asi como el desempefio de las mismas
para guiar la seleccién de un método de filtrado de patrones emergentes.
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5.1. Aplicacion de métodos de re-muestreo al problema de clasificacion supervisada basada en
patrones emergentes en bases de datos con clases desbalanceadas

En la literatura existen varios algoritmos para extraer patrones emergentes. Especial atencién han obte-
nido aquellos métodos para extraer patrones basados en arboles de decisién (Quinlan, 1993), los cuales no
obtienen todos los patrones posibles, pero si un subconjunto con una alta calidad para clasificar. Uno de los
algoritmos de extraccion y clasificacidn basado en esta estrategia es LCMine (Garcia-Borroto et al., 2010).

Como la mayoria de los clasificadores, los basados en patrones emergentes no tienen un buen compor-
tamiento cuando son entrenados con bases de datos desbalanceadas. En estas bases de datos la cantidad de
objetos no es distribuida por igual entre las clases, y por lo tanto, los clasificadores suelen obtener resultados
que estin sesgados hacia la clase con més objetos.

Actualmente, la aplicacién de métodos de sobre-muestreo o sub-muestreo es el enfoque més comun para
tratar de mitigar el sesgo de los algoritmos de clasificacion ante bases de datos con clases desbalanceadas
(Chawla, 2010). Sin embargo, no existe ningin estudio sobre la aplicacién de estos métodos de re-muestreo
para clasificadores basados en patrones emergentes.

Como primera solucién al problema de clasificacion supervisada basada en patrones emergentes en bases
de datos con clases desbalanceadas, se propone aplicar métodos de re-muestreo sobre la base de datos con
clases desbalanceadas, para obtener una muestra con mejor balance y después aplicar un clasificador basado
en patrones emergentes (ver Figura 3).

+ +
+ T+t + L

b ot o4+
ALY + + % +
T+t > > 00 st —
R S A ) <><><><>.|.-I'<>

Fak il
+ +'|' + o <><>+
Base de Datos Base de Datos
Desbalanceada Balanceada

Clasificador

basado en patrones
emergentes

Nuevo Objeto Clasificado

Figura 3. Método Propuesto

Como se mostrd en la seccion 3.1 existen varias técnicas de re-muestreo. Los métodos de sobre-muestreo
que agregan objetos a la clase minoritaria, los métodos de sub-muestreo que eliminan objetos de la clase
mayoritaria y los métodos hibridos que combinan las técnicas de sobre-muestreo y sub-muestreo. En la
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actualidad no existe un consenso sobre cudl estrategia es mejor, pues su desempefio depende del dominio de
aplicacion (Chawla, 2010). Por lo que estudiaremos el desempeiio, en el entorno de clasificadores basados
en patrones emergentes, de los métodos de re-muestreo mds ampliamente utilizados en la literatura:

Spread Subsample (Hall et al., 2009): este método ajusta la distribucidn de clases mediante un sub-muestreo
aleatorio de los objetos de la clase mayoritaria. Esta distribucion es calculada en dependencia del valor
Spread que es determinado por el usuario. El pardmetro Spread especifica el nivel de IR (ver Ecuacién
2) deseado.

Synthetic Minority Over-sampling Technique (SMOTE) (Chawla et al., 2002): éste es un método de sobre-
muestreo que genera objetos sintéticos entre los k vecinos cercanos de cada objeto perteneciente a
la clase minoritaria. Los objetos sintéticos son calculados mediante la diferencia del vector de ca-
racteristicas del objeto en consideracién con su vecino mas cercano, entonces estas diferencias son
multiplicadas aleatoriamente por cero o uno. Este método tiene un pardmetro P que especifica el
porcentaje de objectos sintéticos a crear respecto al nimero de objetos, de la muestra original, que
pertenecen a la clase minoritaria.

SMOTE_NEW: este método es similar a SMOTE pero determina de forma dindmica para cada conjunto el
porcentaje de objetos que deben ser generados. Este porcentaje depende del IR y su principal objetivo
es obtener conjuntos de objetos balanceados de forma uniforme para cada una de las clases. Esta
variante de aplicacién de SMOTE fue propuesta por los autores de esta propuesta de investigacion
doctoral.

Resample (Hall et al., 2009): éste es un método hibrido que de forma aleatoria elimina objetos de la clase
mayoritaria mientras aplica un sobre-muestreo en la clase minoritaria para obtener una muestra total-
mente balanceada. Este método puede utilizar re-muestreo con remplazo o sin remplazo. Este método
tiene un parametro B que especifica el nivel de balance deseado entre las clases; los valores cercanos
a uno obtienen muestras con mas balance entre las clases.

En los experimentos se utilizaron 30 bases de datos (ver Tabla 4) del repositorio UCI (Bache and Lichman,
2013). Para cada base de datos y cada método de re-muestreo se realizé validacion cruzada en 10 partes y se
promedi6 la eficacia del clasificador para la clase minoritaria y mayoritaria por separado. De forma similar a
otros autores (Lenca et al., 2008; Prati et al., 2008) se modificaron las bases de datos hypothyroid_M, page-
blocks_M and postoperative_M. En estas bases de datos se agruparon en una sola clase todos los objetos
que pertenecian al complemento de la clase mayoritaria. La base de datos iris_M es una modificacion de
la base de datos original donde se unieron las dos clases con mayor solapamiento. Se utiliz6 el extractor
y clasificador basado en patrones LCMine, el cual no extrae todos los patrones pero si un subconjunto
de patrones con una alta calidad para clasificar. LCMine ha reportado buenos resultados, alcanzando una
eficacia superior a otros clasificadores basados en patrones y comparable con la eficacia alcanzada por otros
clasificadores como SVM (Garcia-Borroto et al., 2010).

Para comparar los resultados de eficacia se utiliz6 la prueba de Friedman como sugiere DemsSar (2006).
En los casos en los que se encontraron diferencias significativas, se realiz6 el post-hoc Bergmann-Hommel,
debido a que es mejor que los procedimientos clasicos Nemenyi y Holm (Garcia et al., 2010a). Los resulta-
dos del post-hoc se muestran utilizando diagramas CD (diferencia critica), los cuales presentan el ranking
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Tabla 4. Bases de Datos utilizadas en los experimentos.

Bases de datos # Objetos Distribucién # Atributos IR Bases de datos # Objetos Distribucién # Atributos R
(%) Numérico N? . (%) Numérico N? .
Numérico Numérico
sick 3772 6/94 7 22 15.3|| colic 368 37/63 7 15 1.7
hypothyroid_-M 3772 8/92 7 22 12 colic.ORIG 368 37/63 7 20 1.7
page-blocks_ M 5473 10/90 10 0 8.8 wpbc 198 24776 33 0 1.7
wdbc 569 37/63 30 0 32 vote 435 39/61 0 16 1.6
haberman 306 26/74 2 1 2.8 spambase 4601 39/61 57 0 1.5
postoperative_M 90 30/70 0 8 2.5 shuttle-landing 15 40/60 0 6 1.5
breast-cancer 286 30/70 0 9 24 liver-disorders 345 42/58 6 0 1.4
credit-g 1000 30/70 7 13 2.3 cylinder-bands 540 43/57 18 21 1.4
iris:M 150 34/76 4 0 2.0 heart-statlog 270 44/56 13 0 1.3
breast-w 699 35/65 9 0 1.9 credit-a 690 45/55 6 9 1.2
tic-tac-toe 958 35/65 0 9 1.9 crx 690 45/55 6 9 1.2
diabetes 768 35/65 8 0 1.9 cleveland 303 46/54 6 7 1.2
labor 57 35/65 8 8 1.9 sonar 208 46/54 60 0 1.1
ionosphere 351 36/64 34 0 1.8 kr-vs-kp 3196 48/52 0 36 1.1
heart-h 294 36/64 6 7 1.8 mushroom 8124 48/52 0 22 1.1

Tabla 5. Descripcion de los métodos de re-muestreo y los valores de sus parametros utilizados
en los experimentos.

Ruta de acceso en Weka Parametros
weka.filters.supervised.instance.Resample -B1.0-S1-Z100.0
weka.filters.supervised.instance.SpreadSubsample -M1.2-X0.0-S 1
weka.filters.supervised.instance. SMOTE -C0-K5-P100.0-S 1

promedio de la eficacia obtenida por los clasificadores, la magnitud de las diferencias entre ellos, y la signi-
ficacién de las diferencias observadas de una forma compacta. En un diagrama de CD, la linea superior es
el eje donde se encuentra el ranking promedio de la eficacia obtenida para cada uno de los clasificadores. El
clasificador mas a la derecha es el mejor clasificador con base en los valores del eje y si dos clasificadores
comparten una linea gruesa es porque tienen un comportamiento estadisticamente similar.

Cada uno de los métodos de re-muestreo utilizado fue tomado de la plataforma WEKA (Hall et al., 2009).
Los pardmetros utilizados en cada uno de los métodos son expuesto en la Tabla 5, éstos corresponden a la
configuracién predeterminada de cada método en la plataforma WEKA.

En la Tabla 6 se muestran los resultados de eficacia del clasificador LCMine, antes y después de utilizar
el método propuesto, para cada base de datos mostrada en la Tabla 4. Se presentan los valores de eficacia
para la clase minoritaria (min) y la clase mayoritaria (maj).

En la Tabla 6 se puede observar que, en la mayoria de las bases de datos, al aplicar métodos de re-
muestreo mejora la eficacia del clasificador LCMine en la clase minoritaria. Ademads, se muestra que el
método Spread Subsample obtiene el mejor promedio de eficacia para la clase minoritaria, sin embargo el

no utilizar métodos de re-muestro produce mejores resultados de eficacia en la clase mayoritaria.

La Figura 4 muestra que al utilizar el método de re-muestreo SMOTE_NEW Yy el clasificador LCMine
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Tabla 6. Resultados de eficacia para la clase minoritaria (min) y mayoritaria (maj) al comparar
los métodos de re-muestreo en cada una de las bases de datos. Los mejores resultados de

eficacia para cada una de las bases de datos son denotados en negrita.

Muestra Spread
Base de datos Resample | SMOTE NEW SMOTE original Sulf’s armple

min maj min maj min maj min maj min maj
sick 87.01 73.85 83.98 75.01 82.68 71.14 83.55 67.27 94.37 72.86
hypothyroid_-M 84.88 88.25 31.62 68.86 95.53 75.98 86.94 14.22 98.63 87.04
page-blocks_-M 84.11 97.44 54.11 83.72 84.82 91.33 83.21 84.86 93.93 95.91
wdbc 72.34 64.24 59.57 72.19 48.94 81.46 34.04 93.38 70.21 6291
haberman 58.02 69.78 38.27 79.56 41.98 80.44 28.40 83.11 59.26 67.11
postoperative_M 26.92 53.13 7.69 65.63 7.69 64.06 3.85 84.38 38.46 64.06
breast-cancer 57.65 65.67 40.00 77.61 41.18 78.61 34.12 86.57 56.47 65.17
credit-g 66.33 71.29 54.67 84.43 53.00 83.43 41.00 90.29 65.67 74.57
iris: M 100 99.00 100 100 100 100 96.00 100 100 99.00
breast-w 93.36 96.51 92.95 96.51 92.95 96.29 92.53 97.16 92.53 96.51
tic-tac-toe 94.88 96.49 96.08 99.52 94.88 99.52 92.77 100 95.78 99.20
diabetes 74.63 75.00 70.90 76.20 73.13 75.00 59.33 83.60 74.63 76.60
labor 85.00 62.16 90.00 70.27 100 59.46 80.00 78.38 90.00 67.57
ionosphere 82.54 96.89 83.33 97.78 80.95 96.44 76.98 99.11 76.98 97.78
heart-h 86.79 69.15 86.79 62.23 87.74 52.13 76.42 81.38 84.91 70.21
colic 71.32 88.79 7721 86.21 80.15 82.33 72.06 90.95 74.26 87.93
colic.ORIG 75.74 87.93 76.47 86.64 72.79 86.64 69.12 92.24 75.74 88.79
wpbc 91.98 96.92 93.87 96.08 93.40 95.24 91.51 97.48 93.40 96.36
vote 94.05 92.88 91.07 94.01 92.86 94.01 89.88 94.01 91.67 93.26
spambase 93.33 90.32 78.27 83.21 47.10 83.39 92.83 78.08 91.06 81.71
shuttle-landing 0.00 77.78 0.00 100 50.00 77.78 0.00 100 0.00 100
liver-disorders 60.69 78.00 60.69 78.50 68.28 68.00 60.00 80.50 62.76 76.00
cylinder-bands 44.30 78.53 49.56 78.53 54.39 73.08 32.46 85.58 42.11 80.77
heart-statlog 77.50 84.67 74.17 87.33 80.00 84.67 76.67 84.00 77.50 85.33
credit-a 83.71 85.38 87.95 84.07 88.60 85.90 85.34 85.12 86.64 85.12
crx 85.34 84.60 86.64 83.81 87.30 83.81 84.36 84.33 85.02 78.50
cleveland 78.42 77.44 75.54 88.41 79.14 81.71 76.98 86.59 77.70 86.59
sonar 61.86 90.99 75.26 45.59 82.47 71.17 74.23 84.68 74.23 84.68
kr-vs-kp 98.82 99.34 99.41 99.46 99.61 98.74 99.41 99.46 99.41 99.46
mushroom 99.13 100 99.80 100 100 100 99.18 100 99.18 100
Promedio 75.69 83.08 70.53 83.38 75.38 82.39 69.11 86.22 77.42 84.03

se obtiene la mejor eficacia global. Sin embargo, no existen diferencias estadisticamente significativas entre
utilizar métodos de re-muestro o la muestra original.

La Figura 5 muestra que aplicar métodos de re-muestreo mejora la eficacia del clasificador LCMine en
la clase minoritaria con diferencias estadisticamente significativas. SMOTE+LCMine obtiene los mejores
resultados, sin embargo, nétese que no existen diferencias estadisticamente significativas entre los resultados
obtenidos al utilizar cualquiera de los métodos de re-muestreo.
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Figura 4. Diagrama CD con una comparacion estadistica de la eficacia global obtenida por el
clasificador LCMine antes y después utilizar los métodos de re-muestreo sobre todas las bases
de datos.
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SMOTE+LCMine
LCMine ——— Spread Subsample+LCMine
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Figura 5. Diagrama CD con una comparacion estadistica de la eficacia, en la clase minoritaria,
obtenida por el clasificador LCMine antes y después utilizar los métodos de re-muestreo sobre
todas las bases de datos.
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Figura 6. Diagrama CD con una comparacion estadistica de la eficacia, en la clase mayoritaria,
obtenida por el clasificador LCMine antes y después utilizar los métodos de re-muestreo sobre
todas las bases de datos.

La Figura 6 muestra que utilizar el clasificador LCMine en la muestra original obtiene los mejores resul-
tados en la clase mayoritaria. Sin embargo, se puede observar que no existen diferencias estadisticamente
significativas entre los resultados obtenidos por el clasificador LCMine utilizando la muestra original y
SMOTE_NEW+LCMine.
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Eficacia en la clase minoritaria respecto a la razon de desbalance

Un aspecto interesante a estudiar es el estudiar el comportamiento de los métodos de re-muestreo y el
clasificador LCMine con respecto a la razén de desbalance entre las clases IR (ver Ecuacién 2). Para este
andlisis se dividieron las bases de datos en dos grupos: el primero contiene aquellas bases de datos que
poseen un IR menor que dos (1:2) y el otro grupo contiene las restantes que tienen un IR mayor o igual a

dos (1:2).
‘ — SMOTE+LCMine
SMOTE_NEW+LCMine

Spread Subsample+LCMine

LCMine

Resample+LCMine

Figura 7. Diagrama CD con una comparacion estadistica de la eficacia obtenida por el clasifi-
cador LCMine antes y después utilizar los métodos de re-muestreo sobre todas las bases de
datos con un IR menor que dos (1:2).

La Figura 7 muestra que no existen diferencias estadisticamente significativas entre los resultados obteni-
dos por el clasificador LCMine utilizando la muestra original y los resultados obtenidos al utilizar los méto-
dos de re-muestreo Resample y Spread Subsample. Sin embargo, utilizar los métodos de sobre-muestreo
SMOTE y SMOTE_NEW mejora la eficacia del clasificador LCMine con diferencias estadisticamente sig-
nificativas con respecto a utilizar la muestra original.

5 4 3 2 1
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LCMine Resample+LCMine
SMOTE_NEW+LCMine SMOTE+LCMine

Figura 8. Diagrama CD con una comparacion estadistica de la eficacia obtenida por el clasifi-
cador LCMine antes y después utilizar los métodos de re-muestreo sobre todas las bases de
datos con un IR mayor o igual a dos (1:2).

La Figura 8 muestra que no existen diferencias estadisticamente significativas entre los resultados ob-
tenidos por el clasificador LCMine utilizando la muestra original y los resultados obtenidos al emplear los
métodos de sobre-muestreo SMOTE y SMOTE_NEW, cuando el IR es mayor o igual a dos (1:2). No obstan-
te, aplicar los métodos de re-muestro Resample o Spread Subsample y después clasificar utilizando LCMine
mejora de forma significativa los resultados obtenidos con respecto a utilizar el clasificador LCMine con la
muestra original.
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Los resultados experimentales mostraron que utilizar métodos de re-muestro mejora la eficacia del cla-
sificador LCMine en la clase minoritaria sin reducir significativamente la eficacia en la clase mayoritaria.
Ademds, si el desbalance entre las clases (IR) es menor que dos, el mejor método de re-muestreo es SMO-
TE (sobre-muestreo); en caso contrario, lo mejor es utilizar Spread Subsample (sub-muestreo). Una posible
explicacion a este comportamiento puede ser que en bases de datos con IR mayor o igual a dos (1:2) los
métodos de sobre-muestreo crean muchos objetos sintéticos para balancear la muestra y esto afecta al clasi-
ficador para realizar una correcta prediccion de la clase minoritaria pues el conocimiento en esta clase es, al
menos, 50 % sintético.

Basado en los resultados experimentales se puede concluir que, aunque no existe un método de re-muestro
superior a otro, aplicar métodos de re-muestreo mejora la eficacia, en la clase minoritaria sin reducir signi-
ficativamente la eficacia en la clase mayoritaria, del clasificador basado en patrones emergentes. Ademas,
si el desbalance entre las clases (IR) es menor que dos, la mejor es opcién es utilizar un método de sobre-
muestreo; en caso contrario, la mejor opcion es emplear un método de sub-muestreo.

Este resultado es una primera solucién al problema de investigacion y se encuentra publicado en el 5
Congreso Mexicano de Reconocimiento de Patrones (Loyola-Gonzilez et al., 2013).

5.2. Comparacion de medidas de calidad para patrones emergentes

Los algoritmos para extraer patrones emergentes o los clasificadores basados en patrones emergentes
emplean una medida de calidad para evaluar el poder discriminativo de un patrén (Fang et al., 2011). Debido
a que muchos autores han introducido diferentes medidas de calidad, es importante llevar a cabo estudios
tedricos y experimentales, con el fin de ayudar a los usuarios a seleccionar la medida de evaluacion apropiada
para una determinada tarea. Sin embargo, los actuales estudios publicados se basan principalmente en la
eficacia obtenida por el clasificador (An and Cercone, 2001). Por ello, es importante en esta propuesta
de investigacién doctoral realizar un estudio comparativo de las medidas de calidad para evaluar patrones
emergentes con el objetivo de seleccionar o crear un conjunto de medidas que apoyen la extraccién y filtrado
de patrones emergentes, asi como la clasificacién supervisada basada en patrones emergentes en bases de
datos con clases desbalanceadas.

Una medida de calidad ¢(P, Dy, D,,) — R retorna un valor que es mayor mientras el patrén P discri-
mine mejor a los objetos entre la clase donde el patrén tiene mayor soporte, que denotaremos por D, y el

complemento de esta clase que denotaremos por D,,.

Vamos a considerar las funciones cover y supp como se definieron en la seccién 2.2, entonces para una
muestra dada U, |U| = N, dado un patrén P denotamos como |P| = |cover (P, U)|, =P denota la negacién
del patrén y |-~ P| = |cover(—P,U)| = N — | P]|.

En este trabajo se analizardn las siguientes medidas de calidad:

Confidence. Conf(P) = |cover(P, D,)| / |cover(P, U)| (Bailey, 2012)
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Growth Rate. GR(P) = supp(P, D))/ supp(P, D,,) (Dong and Li, 1999)

Support Difference. SupDif(P) = supp(P, Dp) — supp(P, Dy,) (Bay and Pazzani, 1999)

Odds Ratio. Odds(P) = GIERE=IEpts (Liand Yang, 2007)

. , P,D D .
Gain. Gain(P) = supp(P, D,)(log “22008) — log [22l) (Yin and Han, 2003)

Length. Length(P) = 1/ |p| (Li et al., 2006), donde |p| es la cantidad de propiedades que posee el patrén
(ver seccién 2.2).

Chi-square. X*(P) = 3 vc(p p} 2ye(D,.0.) (wver(X];}(/))(_}ﬁE)(X’Y))Q (Bay and Pazzani, 1999). Donde

E(X,Y) es la frecuencia® esperada del patrén X en la clase Y.

Mutual Information. MI(P) =3 xcip_py Svein, p.) i log GRSk (Bailey, 2012)
. . _ |P| cover(P,Dy,) . @
Weighted Relative Accuracy. WRACC(P) Dy 151Dn] ( P ~) (Lavrac et al., 2004)

Strength. Strength(P) = supp(P, Dp)cg%}(%ig;)rl (Ramamohanarao and Fan, 2007)

Aunque la mayoria de estas medidas de calidad se definieron para problemas de dos clases, las utilizamos
en problemas de multiples clases utilizando el enfoque de utilizar una clase y su complemento (Abudawood
and Flach, 2009). Ademas, se utilizan conjuntos de entrenamiento balanceados con el objetivo de estudiar
el comportamiento de las medidas de calidad en situaciones ideales, dejando para un estudio posterior su
comportamiento en conjuntos de datos con clases desbalanceadas.

Como segundo resultado preliminar presentamos un estudio comparativo de las medidas de calidad pa-
ra patrones emergentes reportadas en la literatura. En los experimentos se evalué la medida de calidad a
través de la eficacia de un clasificador supervisado que utiliza la medida durante el proceso de clasificacion;
asi como la utilidad de la medida para guiar un método de filtrado de patrones emergentes.

Para evaluar las medidas de calidad se utilizaron 25 bases de datos (ver Tabla 4) del repositorio UCI
(Bache and Lichman, 2013) y como sugiere (DemSar, 2006) se utiliz6 dos veces la validacién cruzada en
cinco partes (5x2 FCV). De forma andloga a la seccion 5.1 se utiliz6 el extractor de patrones LCMine y las
pruebas de significacion estadisticas sugeridas por (Denil and Trappenberg, 2010; Garcia et al., 2010a).

Evaluacion a través de un clasificador basado en patrones

Una buena medida de calidad debe asignar los valores mas altos para los patrones que contribuyen mas a
la correcta clasificacién de los objetos que se desean clasificar. Por ello es frecuente, evaluar la medida de
calidad a través de la eficacia de un clasificador supervisado que utiliza la informacion de la medida durante

?La frecuencia esperada se obtiene a partir de la tabla de contingencia (Bailey, 2012) que representa la distribucién de los objetos
que cubre el patrén X para cada una de las clases.
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Tabla 7. Bases de Datos utilizadas en los experimentos.

Bases de datos # Objetos Distribucién # Atributos IR Bases de datos # Objetos Distribucién # Atributos R
(%) Numérico N? . (%) Numérico N? .
Numérico Numérico

breast-cancer 286 30/70 0 9 2.4 hepatitis 155 20/80 6 13 4
breast-w 699 35/65 9 0 1.9 ionosphere 351 36/64 34 0 1.8
cleveland 303 46/54 6 7 1.2 iris 150 50/50/50 4 0 2.0
colic 368 37/63 7 15 1.7 labor 57 35/65 8 8 1.9
credit-a 690 45/55 6 9 1.2 lungcancer 32 28/41/31 0 56 2.6
credit-g 1000 30/70 7 13 2.3 sonar 208 46/54 60 0 1.1
crx 690 45/55 6 9 1.2 tae 151 49/50/52 1 4 2.1
cylinder-bands 540 43/57 18 21 1.4 tic-tac-toe 958 35/65 0 9 1.9
diabetes 768 35/65 8 0 1.9 vote 435 39/61 0 16 1.6
haberman 306 26/74 2 1 2.8 wdbc 569 37/63 30 0 32
heart-c 303 55/45 6 7 12 wine 178 33/40/27 13 0 2.7
heart-h 294 36/64 6 7 1.8 wpbc 198 24776 33 0 1.7
heart-statlog 270 44/56 13 0 1.3

el proceso de clasificacion. Sin embargo, en un clasificador basado en patrones hay varios pardmetros que
afectan a la eficacia del clasificador, como los umbrales, los procedimientos de normalizacién y la forma
de utilizar los patrones para clasificar, entre otros. Entonces, utilizar la eficacia de un clasificador como
una estimacién del comportamiento de la medida de calidad puede ser propenso a errores. Para reducir la
influencia de algunos pardmetros en la eficacia del clasificador, vamos a utilizar un algoritmo simple de
clasificacién, basado en la suma de soportes (ver Algoritmo 2). Este algoritmo le asigna al objeto o la clase
con mayor suma de soportes, calculada con los patrones que cubren a o y tienen los mayores valores de

calidad.

Entradas: Conjunto de patrones emergentes P, Funcién de Calidad g, Objeto a Clasificar 0
: Clase asignada al objeto 0

Salida

S < patrones en P que cubren al objeto 0
MazxQual < argmazs(q(s))
S « {s€S:q(s) = MazxQual}

!
return retorna la clase con mayor suma de soportes de los patrones en S

Algoritmo 2: Pseudocédigo del algoritmo de clasificacién basado en la suma de soportes

9 8 7 6 5 4 3 2 1
I 1 I 1 I 1 I 1 I 1 I 1 I 1 I 1 I
Gain Base
Conf
Strength MI
SupDif WRACC Odds
Length X? GR

Figura 9. Diagrama CD con una comparacion de eficacia.

Los resultados de la comparacion de eficacia (Figura 9) revelan que las medidas de calidad Conf, Odds y
GR obtienen un clasificador mas eficaz. Sus resultados son estadisticamente similares al clasificador base,
que utiliza toda la coleccién de patrones para la clasificacién. El buen comportamiento de la medida GR no
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es sorprendente, ya que esta medida de calidad ha reportado buenos resultados en varios articulos Kang and
Ramamohanarao (2014); Alhammady (2007).

Si utilizamos un subconjunto muy reducido de patrones en un clasificador supervisado, la eficacia global
del clasificador se deteriora. Este comportamiento se debe principalmente a que los objetos a clasificar no
son cubiertos por los patrones, causando asi la abstencién del clasificador. Si utilizamos un clasificador
basado en la suma de soportes y seleccionamos un porcentaje de los mejores patrones segin una medida de
calidad, se espera que la mejor medida de calidad obtenga el valor més alto de eficacia para el clasificador
utilizado.

9 8 7 6 5 4 3 2 1
I 1 I 1 I 1 I 1 I 1 I 1 I 1 I 1 I
Odds, GR, Conf — Base
WRACC
Length SupDif
X? Strength
Gain MI

Figura 10. Diagrama CD con una comparacion de eficacia con solo el 10% de los mejores
patrones.

Para comparar la eficacia del clasificador utilizando un subconjunto de patrones, se crearon colecciones
que contienen diferentes {20, 15, 10, 9, 8, 7, 6, 5, 4, 3, 2, 1} porcentajes del total de patrones extraidos.
Finalmente, se eligi6 el 10 %, debido a que es el valor mds bajo para el cual este procedimiento de filtrado no
deteriora significativamente la eficacia del clasificador. Los resultados mostrados en la Figura 10 revelan un
resultado no consistente con la Figura 9, porque los clasificadores con mads eficacia utilizando las medidas
de calidad Conf, Odds y GR ahora obtuvieron el peor comportamiento. Una posible explicacion a este
comportamiento es que las medidas de calidad Conf, Odds y GR devuelven el mismo valor para todos los
patrones emergentes puros (ver seccién 2.2). De esta forma, un patrén emergente puro con soporte 1 es
considerado tan buen patrén como un patrén emergente puro con soporte 0.0001. Por otro lado, las medidas
de calidad con los mejores resultados como: WRACC, SupDif y Strength pueden diferenciar este tipo de
patrones y asignarle al primero un valor de calidad mucho més alto.

Evaluacion para guiar un método de filtrado de patrones

La mayoria de los métodos de filtrado de patrones recorren una coleccion de patrones y seleccionan
aquellos que cumplen con algun criterio. Para obtener un subconjunto con los mejores patrones, la coleccion
de patrones debe estar ordenada de acuerdo a alguna medida de calidad. Para evaluar la capacidad de las
medidas de calidad en el proceso de filtrado de patrones, en este trabajo utilizamos el Algoritmo 3 como
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método de filtrado.

Entradas: Conjunto de patrones CP, medida de calidad q, conjunto de entrenamiento T
Salida : Patrones seleccionados R

R+ 0
foreach 0 € T do
Buscar S = patrones en CP que cubren a 0
if SN R = () then
‘ Adicionar a R los patrones que se encuentran en S con el mayor valor de g
end
end

return R
Algoritmo 3: Filtrado de patrones

El algoritmo de filtrado utiliza una heuristica 4vida para encontrar el subconjunto més pequeiio de patro-
nes que cubra todos los objetos del conjunto de entrenamiento, seleccionando los patrones que tengan los
valores més altos segin la medida de calidad empleada. De esta forma se espera que la mejor medida de
calidad obtenga el subconjunto de patrones con més eficacia.

9 8 7 6 3 4 .;) % |

GR, Odds Base
Conf SupDif
Length MI
Gain WRACC
Strength X?

Figura 11. Diagrama CD con una comparacion de eficacia empleando un subconjunto de pa-
trones filtrados mediante cada una de las medidas de calidad.

9 8 7 6 5 4 3 2 1
I 1 I 1 I 1 I 1 I 1 I 1 I 1 I 1 I
Strength
GR WRACC
QOdds, Conf SupDif
Length Gain
MI X2

Figura 12. Diagrama CD con la tasa de reduccion del método de filtrado usando cada una de
las medidas de calidad.
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Las figuras 11 y 12 muestran los resultados de eficacia y la tasa de reduccion para el experimento de filtrar
patrones. Los resultados son consistentes con los mostrados anteriormente, siendo las medidas mas eficaces
aquellas que distinguen entre los patrones con soporte cero en D,,. La tasa de reduccién comprendida entre
1% y 10 %, con un promedio de 5 %, parece ser la mis prometedora a seguir, como idea, para obtener
futuros métodos de filtrado de patrones.

Estudio de correlacion

De acuerdo con las definiciones de muchas de las medidas de calidad, éstas parecen ser muy similares,
siendo la mayoria de ellas variaciones de otras medidas. Ademds, durante el andlisis de los experimentos,
también podemos apreciar que muchas medidas de calidad se comportan de manera muy similar en todos
los experimentos y bases de datos. Es por ello que se realizd un andlisis de correlacion de Pearson para los
valores de calidad que se obtuvieron de todos los patrones emergentes extraidos para cada una de las bases
de datos. La correlacién de Pearson es una medida de asociacion entre dos variables numéricas. Los valores
de correlacién de Pearson van en un rango de -1 (relacién inversa) a 1 (relacién directa). Dado que los
resultados son muy consistentes entre todas los bases de datos, sélo se muestran en la Tabla 8 los resultados
en la base de datos colic.

Tabla 8. Correlaciones entre las medidas de calidad en la base de datos colic. El simbolo “X”
aparece cuando las medidas de calidad tienen una correlacién por encima de 0.75.

Medidas X2 Conf Gain GR Length MI Odds Strength SupDif WRACC
X2
Conf X X
Gain X X X X
GR X X
Length
MI X X X X
Odds X X
Strength X X X X
SupDif X X X X
WRACC X X X X

Los resultados de correlacion nos permiten agrupar las medidas en cuatro grupos diferentes. Estos grupos
son completamente consistentes con otros resultados experimentales mostrados en este documento. Los
grupos son los siguientes:

Grupo 1. Conf, GR, Odds

Grupo 2. WRACC, Gain, SupDif, Strength, MI
Grupo 3. Length

Grupo 4. X?
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Después de analizar los experimentos sobre 10 medidas de calidad en 25 bases de datos, podemos llegar
a las siguientes conclusiones:

= Muchas de las medidas de calidad estdn fuertemente correlacionadas y obtienen un resultado similar
entre ellas. Las medidas utilizadas en este trabajo pueden ser agrupadas en cuatro tipos:

e Grupo 1. = {Conf, GR, Odds}

e Grupo 2. = {WRACC, Gain, Supdif, Strength, MI}
e Grupo 3. = {Length}

e Grupo 4. = {X?}

= En la mayoria de las bases de datos, las medidas de calidad del Grupo 1 obtuvieron los mayores
valores de eficacia para la clasificacion basada en patrones emergentes

= Las medidas de calidad del Grupo 1 pueden ser muy ineficaces en el filtrado de patrones porque éstas
no logran distinguir entre los patrones emergentes puros.

= Los Grupos 2 y 4 contienen las medidas de calidad con los mejores resultados para guiar un método
de filtrado de patrones

= Podemos simplificar futuras investigaciones sobre las medidas de calidad, utilizando solo una medida
por grupo.

Este resultado responde parte de la segunda pregunta de investigacién y se encuentra publicado en el 18"

Congreso Iberoamericano de Reconocimiento de Patrones (Garcia-Borroto et al., 2013).

6. Conclusiones

Esta propuesta de investigacion doctoral se centra en el problema de extraccion y filtrado de patrones
emergentes asi como en la clasificacién basada en dichos patrones, para problemas con clases desbalancea-
das.

Como resultado preliminar se propuso una primera solucién, usando métodos de re-muestreo, al problema
de clasificacién supervisada basada en patrones emergentes en bases de datos con clases desbalanceadas.
Ademds, se hizo un estudio acerca de las medidas de calidad, para patrones emergentes, mds utilizadas en
la literatura y el impacto de las mismas en la eficacia de los clasificadores basados en patrones asi como
para guiar la seleccién en un algoritmo de filtrado de patrones. Todos los resultados presentados en este
documento se encuentran publicados en congresos de reconocimiento de patrones y forman a parte de las
contribuciones esperadas de esta propuesta de investigacion doctoral.

Finalmente, basados en los resultados preliminares podemos concluir que nuestros objetivos son alcan-
zables siguiendo la metodologia propuesta, en el tiempo previsto.
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