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Resumen. La mayoria de los algoritmos existentes para el minado de reglas de asociacién asumen
que dos subdescripciones de objetos son similares si y solo si ellas son iguales, sin embargo en
problemas reales son usadas otras medidas de semejanzas. Esta propuesta de tesis doctoral aborda el
problema de mineria de reglas de asociacion usando funciones de semejanza en colecciones de datos
que contienen Datos Mezclados, es decir, que combinan diferentes tipos de datos (numéricos y no
numéricos) en las descripciones de los objetos que la forman. Como resultado preliminar se
proponen dos algoritmos para el minado de patrones similares frecuentes para funciones de
semejanza binarias. Los resultados obtenidos muestran que el comportamiento de los algoritmos
propuestos es superior al del Gnico algoritmo existente para el minado reglas de asociacion usando
funciones de semejanza diferentes de la igualdad.

Palabras clave. Mineria de datos, patron frecuente, regla de asociacion, datos mezclados, funciones
de semejanza.

1 Introduccion

La Mineria de Reglas de Asociacion es una técnica importante en la Mineria de Datos y consiste en
encontrar las asociaciones interesantes en forma de relaciones de implicacion entre los valores de los
atributos de los objetos de un conjunto de datos. Numerosos y recientes estudios [1-7] avalan su
actualidad e importancia y su aplicacion en areas como mercadeo, bioinformatica, medicina y
seguridad de redes entre otras.

Esta técnica emergio en la década de los 90 con una aplicacion practica, el analisis de informacion de
ventas para el mercadeo [8, 9]. Mediante ella se descubrian las relaciones entre los datos recopilados
a gran escala por los sistemas de terminales de punto de venta de supermercados. Los datos consistian
en colecciones de transacciones, también conocidas como bases de datos transaccionales, donde cada
transaccion expresa qué productos compro un cliente. Un ejemplo de este tipo de colecciones se
muestra en la Tabla 1.



Tabla 1. Ejemplo de coleccion de transacciones.

Transacciones
Productos comprados
Leche, Pan
Pan, Mantequilla
Cerveza
Leche, Pan, Mantequilla
Pan
Leche, Pan, Mantequilla

Z
o

|| |WIN |-

En este contexto una regla de asociacion podria ser "Si un cliente compra pan y leche, entonces
también compra mantequilla", formalmente
(pan A leche) = (mantequilla)

El interés de una regla de asociacion esta dado por su soporte y su confianza, entendiéndose por
soporte la frecuencia de aparicion en la coleccion de la combinacion de productos involucrados en la
regla. Por ejemplo para la coleccion mostrada en la Tabla 1 se tiene que:

2
supp ((pan Aleche) = (mantequilla)) = supp(pan A leche A mantequilla) = 3

Por confianza de una regla entendemos cuanto representa el soporte de la regla, del soporte del
antecedente de la regla. Por ejemplo para la coleccion mostrada en la Tabla 1 se tiene que:

Sy, an A leche A mantequilla 2
o ((Pan Aeche) = (mantequilla)) B e sup(pan A leche) : ) - 3

Se considera que una regla es interesante si su soporte y su confianza son mayores o iguales que
ciertos umbrales de minimo soporte y minima confianza especificados.

Este tipo de reglas fue denominado Reglas de Asociacion Binarias. Varios han sido los algoritmos
desarrollados para su minado [8-14]. Sin embargo, existen colecciones de datos que contienen Datos
Mezclados, es decir, combinan diferentes tipos de datos (numéricos y no numéricos) en las
descripciones de los objetos que la forman. Ejemplos de estas colecciones son los censos de
poblacion, encuestas, datos geologicos, datos forestales, datos de clientes, bitacoras de servidores de
red e historiales clinicos, entre otros.

El problema de descubrir reglas de asociacion sobre datos mezclados, introducido en [15] como
minado de reglas de asociacion cuantitativas, ha sido abordado siguiendo dos esquemas
fundamentales: I) discretizar el dominio de los atributos cuantitativos, y transformar el problema al
minado de Reglas de Asociacion Binarias [15-23]; 1) usar los conceptos de la teoria de los conjuntos
difusos para manipular los valores de los atributos tanto categdricos como cuantitativos (el grado de
pertenencia de los valores de los atributos a los conjuntos difusos es utilizado en el calculo del soporte
y la confianza) [5, 24-32].

El proceso de discretizacion comunmente consiste en particionar en intervalos el dominio de los
atributos. Esto conlleva a una pérdida de informacion pues si los intervalos son muy pequefios las
ocurrencias de los intervalos pueden ser pequeiias también, y no sobrepasar el umbral para ser
frecuentes. Asi algunos posibles patrones frecuentes podrian perderse y por consiguiente, reglas
interesantes también podrian quedar ocultas. Por otro lado, el proceso de discretizacion puede resultar
en intervalos, que podrian no ser semanticamente significativos e incluso no tener sentido para los
expertos humanos. Ademas, en la practica hay atributos numéricos que no pueden ser discretizados,
por ejemplo, en geociencias la Anomalia de Bouguer y su gradiente [33]. En estos ejemplos practicos,
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los especialistas del area, consideran que dos valores son equivalentes si el valor absoluto de su
diferencia es menor que un umbral diferente de cero. Por tanto, para todo particionamiento del
dominio de dichos atributos que se realice, siempre existen dos valores equivalentes que quedan
separados por la frontera que define a dicho particionamiento.

El esquema basado en conjuntos difusos, a diferencia de las fronteras duras utilizadas en el esquema
de discretizacion para definir los intervalos, permite definir fronteras difusas, lo cual aumenta la
posibilidad de modelar las relaciones entre los valores de los atributos. Ademas, incorpora
informacién adicional especifica del problema mediante la definicion de los conjuntos difusos para
cada atributo.

Por otra parte, no necesariamente las descripciones de los objetos tienen que ser las mismas para ser
consideradas como iguales. El concepto de semejanza (o similaridad) o su contrario, el concepto de
diferencia (o disimilaridad), no necesariamente distancia, entre descripciones o subdescripciones de
objetos, es una herramienta metodolégica cominmente utilizada en las ciencias poco formalizadas
como la geologia, medicina, sociologia, etc., para tomar decisiones. Ademas varios algoritmos de
clasificacion supervisada [34-36] y no supervisada [37, 38] hacen uso del mismo.

Por ejemplo, se pudiera considerar que dos personas son semejantes en términos de sus edades, si
ellas son de la misma generacion, lo cual podria ser equivalente a considerar que dos edades son
semejantes si el valor absoluto de sus diferencias es a lo sumo 5 afios. Observe que este criterio de
semejanza es diferente al de intervalos de edades (grupos etarios). En este ejemplo la semejanza fue
usada para comparar valores de un atributo en los objetos de estudio. No obstante, la semejanza puede
ser usada para comparar objetos completos o partes de ellos. Por ejemplo, se puede considerar que
dos objetos son semejantes si ellos son semejantes en todos los atributos o si ellos son semejantes en
al menos 90% de los atributos.

Los primeros avances en el uso de funciones de semejanza entre objetos completos o partes de ellos
en la Mineria de Reglas de Asociacion se reportan en [39]. Aunque el algoritmo propuesto fue
disefiado so6lo para una familia restringida de funciones de semejanza binaria y la eficiencia del
mismo no es evaluada, dicho trabajo muestra como mediante la incorporacion del concepto de
semejanza en el conteo de ocurrencias, pueden ser descubiertas reglas de asociacion ocultas para los
anteriores dos enfoques; abriéndose asi un nuevo enfoque de minado de Reglas de Asociacion en
colecciones de datos mezclados.

En este trabajo se aborda el Minado de Reglas de Asociacion en colecciones de datos mezclados, es
decir, colecciones donde los objetos estdn descritos simultineamente por atributos numéricos y no
numéricos. No se utilizara el enfoque de discretizacion, ni el enfoque difuso, sino que, se explorara el
nuevo enfoque, el cual hace uso de funciones de semejanza entre objetos completos o partes de ellos
para minar de Reglas de Asociacion en colecciones de datos mezclados. La investigacion se centrara
en el desarrollo de algoritmos de minado de reglas de asociacion para este tipo de colecciones de
datos, que permitan el uso de funciones de semejanza menos restrictivas que las permitidas
actualmente.

2 Problema aresolver

Minar reglas de asociacion en colecciones de datos mezclados, considerando la semejanza entre
objetos y partes de ellos al contar las ocurrencias de los mismos, que permitan el uso de funciones de
semejanza menos restrictivas que las permitidas por el algoritmo existente.



3 Trabajos relacionados

Como se comento en la introduccion, la mineria de reglas de asociacidn se restringi6 inicialmente a
colecciones de datos binarios. Posteriormente esta técnica se desarrolldé también para colecciones de
datos mezclados. A continuacion se presentan los trabajos relacionados con la mineria de reglas de
asociacion para ambos tipos de colecciones.

3.1 Reglas de Asociacion en colecciones de datos binarios

Este tipo de reglas fue introducido en [8]. Formalmente se conceptualiza de la siguiente manera: sea
[={i;,...,in} un conjunto de items, T = {t4,...,t,} un conjunto de transacciones, cada una
contiene items del conjunto I, es decir, cada transaccion t; es un conjunto de items tal que t; S I.
Una regla de asociacion es una implicacion de la forma X = Y,donde XS, YS 1y XNY = @. El
problema de mineria de Reglas de Asociacion Binarias consiste en encontrar todas las reglas
interesantes a partir de un conjunto de transacciones.

Comunmente se considera que una regla es interesante si su soporte es mayor que un umbral de
minimo soporte (minSupp) y su confianza es mayor que un umbral de minima confianza (minConf).
Ambas medidas estan basadas en el soporte de un conjunto de items.

Definicion 1. (Soporte de un conjunto de items): El soporte de un conjunto de items X en un
conjunto de transacciones T, es la fraccion de transacciones de T que contienen los items de X.
HteT|Xctl
supp(X) = ] (1)
Si el soporte de X es mayor o igual que un umbral de minimo soporte minSupp, se dice que el
conjunto de items X es frecuente.

Definicion 2. (Soporte de una regla): El soporte de una regla X =Y en un conjunto de
transacciones T, es la fraccion de transacciones de T que contienen los items de X U Y.

supp(X = Y) = supp(X UY) (2)
Definicion 3. (Confianza de una regla): La confianza de una regla X = Y es la fraccion de
transacciones de T que conteniendo a X, también contienen a Y.

XUY
conf(X =>Y) = % (3)

El proceso de minado de reglas de asociacion consta de dos pasos fundamentales. Primero se buscan
en el conjunto de transacciones, los conjuntos frecuentes de items [4, 8, 9, 40-44] . Noétese que para
que unaregla X = Y seainteresante X U Y debe ser un conjunto frecuente de items. Luego a partir de
los conjuntos frecuentes de items son generadas las reglas de asociacion interesantes [9-11, 45].

Generacion de conjuntos frecuentes de items

La generacion de los conjuntos frecuentes de items es el paso mas costoso del proceso de minado de
reglas de asociacion y en el cual se enfocan la mayoria de los trabajos. Esto se debe a que el tamaiio
del espacio de los posibles conjuntos frecuentes de items depende exponencialmente del tamafo del
conjunto de items I (|{X|X € I,X # @}| = 2!l — 1). Sin embargo, no es necesario recorrer todo el
espacio de busqueda para encontrar los conjuntos frecuentes de items, debido a la siguiente
propiedad.



Propiedad 1 (Clausura Descendente del soporte): Todo subconjunto de un conjunto frecuente de
items es frecuente, mientras todo superconjunto de un conjunto no frecuente de items tampoco es
frecuente.

Como consecuencia de esta propiedad, el espacio de estados asociado con el reticulo' que forman los
posibles conjuntos de items, es dividido por una frontera en dos subespacios: el subespacio que s6lo
contiene conjuntos frecuentes de items y el subespacio que s6lo contiene conjuntos no frecuentes de
items.

La Figura 1 muestra el reticulo formado por un conjunto de items I = {iy, i, 3,14}, asi como la
frontera entre el subespacio que sélo contiene conjuntos frecuentes de items y el subespacio que sélo
contiene conjuntos no frecuentes de items, para un conjunto de transacciones

T = {{il, iz, iz}, {iz, is}, {is, i}, {iv, ia) i3,i4}} y un umbral de minimo soporte minSupp = 0.5.

{

{i} {ix} {is} {ia}

Conjuntos
frecuentes
de items

{ir iz} {ii, s} {ir ia} {iz, I3} {igyis} {is, e}

Frontera

{0, .05} {is, i5,12} A {inia i} Conjuntos no
frecuentes de
items

{is, £z, s, s}
Figura 1. Reticulo formado por el conjunto de items I = {iy, iy, 13,14}

Existen varias estrategias para recorrer el reticulo que forman los posibles conjuntos de items. Las
mismas pueden clasificarse atendiendo a la direccién de los recorridos en:

e Descendentes: El recorrido se realiza desde el conjunto vacio hasta la frontera.

o Ascendentes: El recorrido se realiza en el sentido opuesto, desde I hasta la frontera.

Estas estrategias a su vez pueden generar los conjuntos de items en dos formas:

e Enamplitud: Se generan todos los conjuntos frecuentes de items de tamafio k antes de generar
los conjuntos de items de tamafio k + 1 [9-11, 13, 14, 45].

e En profundidad: Recursivamente se generan los conjuntos items por cada rama de la estructura
arbdrea que se deriva del reticulo [12, 41, 44, 46-49].

! En matematica, un reticulo, red o lattice es un conjunto parcialmente ordenado en el cual todo subconjunto finito no vacio
tiene un supremo y un infimo.



El primer algoritmo que hace uso de la propiedad Clausura Descendente del Soporte para podar el
espacio de busqueda de los conjuntos de items fue propuesto en [9] y se conoce como Apriori
(Algoritmo 1). A partir de éste se han derivado toda una clase de algoritmos denominados tipo
Apriori.

Algoritmo 1: Apriori

Input  D: Set of transactions
minSupp: minimum support threshold
Output F: Frequent itemsets
L, < {i||{t € D|i € t}| = minSupp}
for (k=2;Ly_1 #®;k++)do
C, < {cl|Join(c,Ly_1) A Prune(c,Ly_1)}
forall transaction t €D do
C; <« {c € Cylc et}
forall candidates c € C; do
c.Support < c.Support + 1
Ly < {c € cx|c.Support = minSupp}
F <V, Ly

En este algoritmo, Lj contiene los conjuntos frecuentes de items de tamafio k y C, los conjuntos de
items candidatos a frecuentes de tamafio k. Primeramente son obtenidos y almacenados en L; los
conjuntos frecuentes de items de tamafio 1. Posteriormente en cada iteracion del algoritmo se
generan los conjuntos de items de tamafio k, candidatos a frecuentes, combinando los conjuntos
frecuentes de items de tamafio k — 1; y son seleccionados los conjuntos frecuentes de items de
tamafio k a partir de los conjuntos de items de tamafio k candidatos a frecuentes. Este proceso se
realiza hasta que, como consecuencia de la propiedad de Clausura Descendente del Soporte
(Propiedad 1), al comienzo de una iteracion el conjunto de conjuntos frecuentes de items de tamafio
k — 1 sea vacio. Para generar los conjuntos de items candidatos a frecuentes se utilizan las
operaciones Join y Prune:
Join({iy, ..., ik} Lxk—1) = ({ir, ) lg—2 l-1} € Lg—1 A{in, -+, Tk—2, ik} € L—1) (4)
Prune(c,Ly_1) =(Vs[sCcA|s|=k—1->5s€L,_1]) (5)
La operacion Join (ecuacion 4) consiste en tomar todos los pares de conjuntos de items de tamafio
k —1 que coincidan en sus k — 2 primeros items y generar conjuntos de items de tamafio k
manteniendo los k — 2 items comunes y adicionando, en orden lexicografico, los (k — 1)-ésimos
items de los dos conjuntos que se unen. La operacion Prune (ecuacion 5) consiste en aplicar la
propiedad Clausura Descendente del soporte para podar los conjuntos de items de tamafio k que
tengan al menos un subconjunto no frecuente de items de tamano k — 1.

Otros algoritmos que hacen uso de la propiedad de clausura descendente son los basados en arboles
[41, 44, 47, 50, 51] y los derivados del algoritmo ECLAT [4, 12, 49, 52].

Los algoritmos basados en arboles utilizan estructuras de datos arboreas para almacenar de forma
compacta la coleccion de datos y contar eficientemente las repeticiones de los conjuntos de items.
Entre los algoritmos mas significativos pertenecientes a esta clase se encuentran FP-Growth [44],
Patricia Trie-Mine [41]y CT-ITL [47], CT-PRO [50], Apriori-TFP [51].

El algoritmo FP-Growth [44], se basa en el crecimiento o extension de los conjuntos frecuentes de
items. En un primer recorrido de la coleccion de datos, se obtienen los conjuntos frecuentes de items
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de tamafio 1. En un segundo recorrido de la coleccion de datos, se inserta cada transaccion, con los
items ordenados descendentemente de acuerdo a su soporte, en una estructura de datos compacta
denominada FP-tree, también conocida como arbol de prefijos. De esta forma, prefijos iguales, de
transacciones diferentes, comparten la misma rama del arbol. Luego, a partir de esta estructura se
generan los conjuntos de items frecuentes recorriendo recursivamente las ramas del arbol.

El algoritmo Patricia Trie-Mine [41], utiliza una estructura de datos denominada PatriciaTrie mas
compacta que la estructura FP-tree. PatriciaTlrie, a diferencia de la estructura FP-tree, agrupa en
cada nodo del arbol todos los nodos consecutivos que tienen igual valor de soporte. Los conjuntos de
items frecuentes son generados analogamente al algoritmo FP-Growth.

Los algoritmos CT-ITL y CT-PRO se basan en las mismas ideas que los anteriores algoritmos. El
algoritmo CT-ITL [47] utiliza una estructura de datos denominada CT-tree, la cual modifica la
estructura FP-tree para almacenar grupos de transacciones, mientras, el algoritmo C7-PRO [50], del
mismo autor, utiliza una estructura denominada CFP-tree, que puede reducir a la mitad el numero de
nodos de la estructura FP-tree.

Otro algoritmo que utiliza estructuras de datos arboreas es Apriori-TFP [51]. En un primer recorrido
de la coleccion de datos se construye una estructura de datos denominada P-tree, que almacena los
soportes parciales de todos los conjuntos de items. A partir de la estructura anterior se construye una
segunda estructura de datos denominada 7-tree. Al finalizar la construccion de la segunda estructura,
los conjuntos frecuentes de items y sus soportes quedan almacenados en la misma.

Los algoritmos derivados del algoritmo ECLAT [12] definen subarboles de busqueda, mediante las
clases de equivalencia de los conjuntos de items.

Una clase de equivalencia 1" de un conjunto I © I es el conjunto resultante de la uniéon de I conun
item X € I lexicograficamente mayor que todo item en I'. En la Figura 2 se muestran para el
conjunto de items I = {iy, i,, i3, 4}, las clases de equivalencia de los conjuntos de items {i;}, {i,},
{is}, {i4} con linea continua y el siguiente nivel de clases de equivalencia con linea punteada.

{i1} {i2} {is} {ia}

[ {in 2} {in, 15} {il.i4}] [{iz»i3} {iz.i4}] {i3)la}

{i1, I, 13, 14}

Figura 2. Clases de equivalencia.



El algoritmo ECLAT [12] se basa en el recorrido de reticulo transformando recusivamente cada clase
de equivalencia de tamafio k en clases de equivalencia de tamafio k + 1. El soporte de cada nueva
clase de equivalencia I'U X se calcula a la vez que se obtiene la misma, mediante la interseccion de
las listas de los identificadores de las transacciones que contienen a I’ y a X respectivamente. Una
debilidad del este algoritmo es que procesa un gran nimero de conjuntos de items. Una
implementacion eficiente del mismo es propuesta en [49], mientras en [52] un nuevo algoritmo
basado en el concepto union virtual evita las operaciones de union relativamente costosas usadas en el
algoritmo original.

Siguiendo una estrategia similar de recorrido del reticulo haciendo uso de las clases de equivalencia
en [53] se propone el algoritmo CA en el cual las listas de identificadores de las transacciones que
contienen a las clases de equivalencias son almacenadas de forma compacta en bloques de bits. La
interseccion de las mismas se realiza usando operadores 16gicos sobre los bloques y sobre los indices
de los bloques.

Otros algoritmos que poseen estrategias similares a ECLAT son HybridMiner I e HybridMiner 11 [4].

Generacidn de reglas de asociacion

El método mas comun de generacion de reglas de asociacidon interesantes fue propuesto en [9]. El
mismo consiste en, por cada conjunto frecuente de items generar todas las reglas posibles separando
el conjunto de items en dos subconjuntos disjuntos (Algoritmo 2).

Algoritmo 2: GenRules
Input  F:Set of frequent itemsets
Output RA: Set of association rules
L, < {i||{t € D|i € t}| = minSupp}
forall itemset Z € F do
forall itemset XcZ and X+ @ do
if (Z.support/X.support) = minConf
RA=RAV{X > (Z/X)}

El niimero de reglas generadas para un conjunto de transacciones y umbrales de minimo soporte y
minima confianza dados, puede ser extremadamente grande. Para reducir este problema, en [54, 55]
se propone generar s6lo un subconjunto de las reglas interesantes (conjunto de Reglas
Representativas), a partir del cual, mediante un mecanismo de inferencia, pueden ser generadas el
resto de las reglas interesantes. Como mecanismo de inferencia es usado el cubrimiento de una regla.
El cubrimiento de una regla de asociacion X = Y contiene todas las reglas obtenidas a partir de
X = Y mediante la eliminacién de un subconjunto de los items de Y o el movimiento de un
subconjunto de items de Y a X.

A continuacion se definen formalmente el cubrimiento de una regla y el conjunto de Reglas
Representativas. Ademas tres propiedades asociadas al cubrimiento de una regla son enunciadas [54,
55].

Definicion 4: El cubrimiento € de una regla de asociacion X = Y se define como:

CX=>Y)={XUZ=VI|ZVSYANZNV =0AV + @}
Por ejemplo:



C{a} = {b,c}) = {{a} = {b,c},{a} = (b}, {a} > {c}, {a, b} = {c},{a,c} = {b}}

Definicion 5: El conjunto de Reglas Representativas RR se define como el conjunto de reglas de
asociacion interesantes® (AR) que no estan cubiertas por otras reglas de asociacion interesantes:

RR ={r € AR|-3r' € AR,v" #r AT € C(1r")}

Propiedad 2: Sea r una regla de asociacion'y AR el conjunto de reglas interesantes generadas para
un conjunto de transacciones y umbrales de minimo soporte y minima confianza:

a) Sir € C(r) entonces supp(r') = supp (r) y conf(r) = conf (r),
b) Sir€AR y r € C(r) entonces ' € AR,
¢c) Sir€eAR vy C(r) € AR.

En la Tabla 3 se muestran el conjunto de reglas de asociacion interesantes (AR) y el conjunto de
Reglas Representativas (RR) obtenidas a partir de la coleccion de transacciones mostrada en la Tabla
2, para minSupp = 0.6 y minConf = 0.70.

Tabla 2. Ejemplo de coleccion de transacciones.

No. | Transacciones
1 {a,b,c, e}
2 {a,b,c,d, e}
3 {a,b,c, e}
4 {b,c}
5 {d, e}

Tabla 3. Reglas de asociacion interesantes y Reglas Representativas obtenidas a partir de la Tabla
2, para minSupp = 0.6 y minConf = 0.70.

AR RR
{a} = {bc} {a} = {b} {c} = {b} {a} = {bc}
{b} = {ac} {b} = {a} 0= {a} {b} = {ac}
{c} = {ab} {a} = {c} 9 = {b} {c} = {ab}
{ab} = {c} {c} = {a} g = {c} 9 = {bc}
{ac} = {b} @ = {bc} Q= {d} Q= {d}
{bc} = {a} {b} = {c} 0= {e} 8= {e}

Las Reglas Representativas también fueron estudiadas en [56] bajo el nombre Base Representativa
del conjunto de reglas interesantes. Otros pares subconjuntos de reglas interesantes con sus propios
mecanismos de inferencia han sido definidos [57-59].

% En esta definicion se consideran también reglas de asociacion interesantes a las reglas con soporte y confianza mayores
que los umbrales de minimo soporte y minima confianza, cuyo antecedente es vacio. Ejemplo: @ = Y, tal que, Y # @,
sup(@ = Y) = minSupp y conf (@ = Y) = minConf.
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3.2 Reglas de Asociacion en colecciones de datos mezclados

Se dice que 2 = {04, ..., 0} es una coleccion de datos mezclados, si cada objeto de 2 esta descrito
por un conjunto R = {ry, ..., 1, } de atributos numéricos y no numéricos. Cada objeto de 2 se
representa por una tupla (v, ..., v, ) donde Uy, €Dy es el valor asociado al atributo 7; (1 < j <

m)y Drj es el dominio del atributo 7;. O[r] denota el valor del atributo r del objeto O.

Un ejemplo de este tipo de colecciones se muestra en la Tabla 4.

Tabla 4. Ejemplo de coleccion de datos mezclados.

0 | Edad | Casado Auto

0, | 23 No Chevrolet Chevy
0, 25 Si Chevrolet Chevy
03 29 No Volkswagen Bora
0, 34 Si Ford Fiesta

Oy 38 Si Ford Fiesta

Tres han sido los enfoques desarrollados para la mineria de reglas de asociacion en colecciones de
datos mezclados, inicialmente el enfoque basado en discretizacion y el enfoque basado en conjuntos
difusos; y mas recientemente el enfoque basado en semejanza entre subdescripciones. A continuacion
se presentan particularidades de cada uno de ellos.

Enfoque basado en discretizaciéon

Srikant y Agrawal reportan en [15] el primer algoritmo para el minado de reglas de asociacion en
colecciones de datos cuyos objetos son descritos por atributos numéricos y no numéricos y las
denominaron reglas de asociacion cuantitativas.

La solucién de estos autores consiste en realizar un particionamiento del dominio de los atributos
numéricos y combinar intervalos adyacentes para disminuir la pérdida de informacion inherente al
particionamiento. Luego el problema de minado de reglas de asociacion en datos mezclados es
transformado al problema de minado de reglas de asociacion en datos binarios, haciendo
corresponder en el problema binario un atributo por cada valor de cada atributo no numérico, asi
como por cada intervalo de cada atributo numérico del problema cuantitativo. Finalmente, una
variacion del algoritmo Apriori (Algoritmo 1) es usado para el minado de los conjuntos frecuentes de
items, a partir de los cuales son generadas las reglas de asociacion interesantes mediante el algoritmo
GenRules (Algoritmo 2).

En este contexto un ejemplo de regla de asociacion obtenida a partir de la coleccion de datos
mezclados que se muestra en la Tabla 4 seria:

(Edad € [30,39] A Casado = Si) = (Auto = Ford Fiesta),
con soporte 0.4 y confianza 1.0.

Formalmente este tipo de reglas se conceptualizan de la siguiente manera: Sea (2 una coleccion de
datos mezclados, una regla de asociacion es una implicacion de la forma X = Y, donde X es un
conjunto de pares (r,c,) con r € R y ¢, € D,, tal que, cada atributo solo aparece a lo mas una vez
yaseaen X oen Y.

Analogamente a las reglas de asociacion en datos binarios, en este enfoque se dice que una regla de
asociacion es interesante si su soporte y su confianza son mayores o iguales que los umbrales de
soporte y confianza minimos.
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Sea X un conjunto de pares (r,¢,;) con r € R y ¢, € D, tal que, ¥(r,c,) € X y ¥(r,c,’) € X, si
r = r' entonces ¢, = ¢, Se dice que un objeto 0 € 2 soportaa X si V(r,c,.) € X, O[r] € c,.

El soporte de X para una coleccion de datos mezclados (2 es la fraccion de objetos de 2 que
soportan a X.
{0 € 2|V(r,c,) € X,0[r] € ¢}
supp (X) = 0] - (6)

El soporte de unaregla X = Y para una coleccion de datos mezclados (2 es la fraccion de objetos de
{) que soportana X UY.
supp(X = Y) = supp(X UY) (7)

La confianza de una regla X = Y es la fraccion de objetos en T que soportando a X, también
soportan a Y.

supp(X UY)

conf(X=>Y) = supp(X)

®)

A partir de Srikant y Agrawal varios autores [16, 17, 19-23, 60-62] se han centrado en como
discretizar los atributos cuantitativos y en como reducir el nimero de reglas interesantes generadas,
siempre teniendo en cuenta la relacion entre el grado de discretizacion, el nimero de reglas, el tiempo
de ejecucion, y la pérdida de informacion inherente a la discretizacion.

En [22], usando técnicas provenientes de la geometria computacional, dos tipos de discretizaciones
optimas del dominio de los atributos numéricos son obtenidos: uno que maximiza el soporte de las
reglas manteniendo la confianza de las mismas mayor que un umbral y otro que maximiza la
confianza de las reglas manteniendo el soporte de las mismas mayor que un umbral. Otros autores
[21], se centraron en obtener una discretizacion dptima de los atributos numéricos basada en la teoria
de la informacion para minimizar la pérdida de informacion.

En [16] un enfoque basado en la teoria de la informacion es usado en el proceso de minado de
patrones frecuentes y para esto se construye un grafo que indica las relaciones informativas fuertes, a
partir de la informacion mutua entre los atributos. Los cliques en el grafo son utilizados para podar los
conjuntos de atributos no promisorios.

Las técnicas de agrupamiento también han sido usadas para discretizar el dominio de los atributos
numéricos. En [20] el algoritmo adaptativo de agrupamiento BIRCH [63], es aplicado para identificar
intervalos. En [23] se propone un algoritmo de agrupamiento para mejorar el particionamiento. Otro
algoritmo, basado en densidad y tipo Apriori, es propuesto en [60], para agrupar valores del dominio
de los atributos y minar patrones frecuentes.

En [17], otra solucion es reportada, en la cual los atributos numéricos no son inmediatamente
transformados en atributos binarios y el concepto Area de Interés juega un importante papel en la

obtencion de los patrones frecuentes y las reglas de asociacion.

Los algoritmos evolutivos también han sido usados para discretizar implicitamente o explicitamente
el dominio de los atributos numéricos [1, 19, 61, 62].

11



Enfoque basado en conjuntos difusos

Los conjuntos difusos son una alternativa para discretizar el dominio de los atributos numéricos y
también el dominio de los atributos no numéricos.

Los conjuntos difusos [64] pueden ser vistos como una generalizacion de los conjuntos duros
(clasicos). A diferencia de los conjuntos duros, a los cuales los elementos pertenecen o no pertenecen,
los conjuntos difusos permiten una gradacion de la pertenencia de los elementos.

La pertenencia de un elemento del conjunto universo a un conjunto duro se define mediante una
funcién binaria. Si el valor de la funcion evaluada en el elemento es 1 (verdadero), entonces el
elemento pertenece al conjunto; si el valor de la funciéon evaluada en el elemento es 0 (falso),
entonces el elemento no pertenece al conjunto.

La teoria de conjuntos difusos generaliza las funciones de pertenencia, ampliando la imagen de las
mismas a un intervalo especificado, tipicamente [0,1]. En la medida en que el valor de la funcion
evaluada en el elemento esté mas cercano a 1, el elemento pertenecera mas al conjunto, mientras que,
en la medida en que el valor de la funcién evaluada en el elemento esté mas cercano a 0, el elemento
pertenecera menos al conjunto.

Formalmente, sea U el conjunto universo, un conjunto difuso A se caracteriza por una funcion de
pertenencia u,: U — [0,1], tal que, Va € U, py(a) representa el grado de pertenencia del elemento
a al conjunto difuso A.

Lee y Kwang reportan en [65] el primer algoritmo para el minado de reglas de asociacion usando
conjuntos difusos. Se asume que por cada atributo se tienen conjuntos difusos asociados. A partir
ellos son obtenidas reglas de asociacién como la siguiente: (Hamburguesa,precio medio) =
(coka, precio bajo) donde precio medio es uno de los tres conjuntos difusos asociados al precio
de la Hamburguesa (precio bajo, precio medio, precio alto) y precio bajo es uno de los tres
conjuntos difusos asociados al precio de la Coka. Sin embargo los autores usan un umbral de
pertenencia para transformar los conjuntos difusos en conjuntos duros y luego resuelven el problema
de minado de reglas de asociacién usando un algoritmo de minado de reglas de asociacion binarias.

En [30, 66, 67] por cada atributo se tienen conjuntos difusos asociados. Sin embargo los conjuntos
difusos no son transformados en conjuntos duros. Las reglas de asociacion son obtenidas a partir de
las combinaciones de conjuntos difusos asociados a atributos diferentes. El interés de las reglas es el
calculado por medio de una medida llamada diferencia ajustada.

En [68] los autores se centran en descubrir reglas mas comprensibles por los especialistas del area de
aplicacion y definen el factor de significacion y el factor de certeza (definidos como una extension
del soporte y la confianza), los cuales son calculados considerando el grado de pertenencia de cada
atributo a su correspondiente conjunto difuso.

Sea 2 una coleccion de datos mezclados. En este contexto una regla de asociacion es una
implicacion de la forma X = Y, donde X = {44, ..., A;} es un conjunto de conjuntos difusos, tal
que, todo A; estd asociado con un atributo 1; € R, y VA;, Aj € X, si A; # Aj entonces 1y # 155 y
Y = {By, ..., B;} es un conjunto de conjuntos difusos, tal que, todo B; esta asociado con un atributo
1 €R, y VB, B; € X, si B; # B; entonces r; # 1;.

El factor de significacion de X en (1 se define como:
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significance(X) = W, 9)

T*({Aq, ..., A}, 0)
=T <MA1(0 T (14, D, o T (1, Oies D,y OFD) )) (19

donde T*(X, 0) es el grado de pertenenciade O alainterseccion de los conjuntos difusos Ay, ..., Ay
y T esuna t-norma’.

El factor de significacion de X = Y en {2 se define como:
significance(X = Y) = significance(X UY) (11)

El factor de certeza de X = Y en {2 se define como:
] significance(X UY)
certain(X =Y) = ———— (12)
significance(X)

Se dice que una regla de asociacion X = Y es interesante si su factor de significacion y su factor de
certeza son mayores que umbrales especificados apriori.

Esta misma definicion de regla de asociacion fue utilizada en [27], pero se denominé soporte difuso al
factor de significacion y confianza difusa al factor de certeza.

En [24] se extiende el enfoque de minado de conjuntos frecuentes items, basado en arboles, al
contexto de los conjuntos difusos y se presenta una estructura denominada arbol de patrones
frecuentes difusos que mantiene la eficiencia de las estructuras para el caso de conjuntos frecuentes
de items.

Un algoritmo de aprendizaje de reglas de asociacion basado en programacion logica inductiva fue
presentado en [32]. El algoritmo maximiza la confianza de las reglas tratando de que éstas sean tan
informativas como sea posible.

Otros trabajos proponen algoritmos para el minado de reglas de asociacion usando taxonomias de
conjuntos difusos [28, 31, 69-71].

El enfoque basado en conjuntos difusos, a diferencia de las fronteras duras utilizadas en el esquema
de discretizacion para definir los intervalos, permite definir fronteras difusas, lo cual aumenta la
posibilidad de modelar las relaciones entre los valores de los atributos, respecto al enfoque basado en
discretizacion. Sin embargo al igual que en el enfoque en discretizacion, dos valores cercanos o
semejantes pueden pertenecer a conjuntos difusos diferentes.

Enfoque basado en semejanza entre subdescripciones

El concepto de semejanza es cominmente usado en disciplinas como Medicina, Geologia,
Sociologia, etc., como herramienta para la toma de decisiones. En estos contextos las descripciones
de los objetos no tienen que ser las mismas para ser consideradas como iguales. Por ejemplo:

Una T — norma es una funcion con dominio [0,1]2 e imagen [0,1], la cual es simétrica, asociativa, no decreciente

en cada argumento y cumple que T(x,1) = x paratodo x € [0,1]. Ejemplos t-normas son la funcién minimoyy la
funcién producto.
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a) Considerar que dos personas son semejantes en términos de sus edades, si ellas son de la misma
generacion, lo cual podria ser equivalente a considerar que dos edades son semejantes si el
modulo de sus diferencias es a lo sumo 5 afios.

b) Considerar que dos personas son semejantes en términos su auto. Los autos compactos podrian
ser considerados semejantes a los autos medianos; los autos medianos semejantes a los autos
compactos y a los autos grandes; los autos grandes semejantes a los autos medianos y a los
autos lujosos; y los autos lujosos semejantes a los medianos.

c) Considerar que dos objetos (partes de objetos) son semejantes, si ellos (sus partes) son
semejantes en todos los atributos.

d) Considerar que dos objetos (partes de objetos) son semejantes, si ellos (sus partes) son
semejantes en al menos 90% de los atributos.

En un problema real si un especialista de estas areas emplea en su trabajo diario, una funcion de
semejanza diferente de la igualdad coordenada a coordenada para comparar los objetos de estudio,
entonces los algoritmos de minado de reglas de asociacion que asumen la igualdad coordenada a
coordenada, en el conteo de las ocurrencias de los objetos o partes de ellos, pierden informacion
valiosa, y como consecuencia patrones frecuentes y reglas interesantes.

Por ejemplo para la coleccion de datos mezclados mostrada en la Tabla 5, si se considera la igualdad
coordenada a coordenada, el umbral de minimo soporte minSupp = 0.66 y el umbral de minima
confianza minConf = 0.9, entonces se tiene un solo patron frecuente (Casado = No) y no se tiene
ninguna regla interesante. Sin embargo si se considera como funcion de semejanza para el atributo
Edad 1a mostrada en el ejemplo anterior inciso a), como funcion de semejanza para el atributo Auto la
mostrada en el ejemplo anterior inciso b), como funcién de semejanza para el atributo Casado la
igualdad y como funcién de semejanza entre objetos o partes de ellos la mostrada en el ejemplo
anterior inciso ¢); se tienen los patrones frecuentes y reglas de asociacion interesantes mostrados en la
Tabla 6. Como puede apreciarse, al usar las funciones de semejanza anteriores, se producen patrones
frecuentes y reglas de asociacion ocultas para los algoritmos basados en la igualdad coordenada a
coordenada.

Tabla 5. Ejemplo de coleccion de datos mezclados.

N | Edad Auto Casado
04 23 Compacto No
0, 25 Grande No
0, 25 Mediano No
0, 29 Mediano No
O 34 Grande Si
O¢ 38 Lujoso Si
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Tabla 6. Patrones frecuentes y reglas de asociacion interesantes obtenidas a partir de la coleccion mostrada
en la Tabla 5, usando funcion de semejanza diferente de la igualdad coordenada a coordenada.

Patrones frecuentes Reglas de asociacién interesantes
(Edad = 25) (Edad = 25) = (Auto = Mediano)
(Edad = 29) (Edad = 29) = (Auto = Mediano)
(Auto = Mediano) (Edad = 25) = (Casado = No)
(Auto = Grande) (Casado = No) = (Edad = 25)
(Casado = No) (Auto = Mediano) = (Casado = No)
(Edad = 25, Auto = Mediano) (Edad = 25) = (Auto = Mediano, Casado = No)
(Edad = 29, Auto = Mediano) (Edad = 25, Auto = Mediano) = (Casado = No)
(Edad = 25,Casado = No) (Edad = 25,Casado = No) = (Auto = Mediano)
(Auto = Mediano, Casado = No) (Auto = Mediano, Casado = No) = (Edad = 25)
(Edad = 25, Auto = Mediano, Casado = No) (Casado = No) = (Edad = 25, Auto = Mediano)

En [39], se reportaron los primeros avances en el uso de funciones de semejanza entre objetos
completos o partes de ellos en la Mineria de Reglas de Asociacion. Los autores proponen un
algoritmo (ObjectMiner), que utiliza las funciones de semejanza en el conteo de las ocurrencias de
partes de objetos, extendiendo para ello, el concepto de soporte y confianza. El algoritmo propuesto
se centra en la primera fase de la mineria de reglas de asociacion (obtener los patrones frecuentes) y es
efectivo para funciones de semejanza que cumplen que si dos objetos no son semejantes respecto a un
conjunto de atributos S; entonces tampoco lo son respecto a cualquier conjunto S,, tal que S; € S,.
Ademas solo se consideran funciones de semejanza binaria; la misma para todos los subconjuntos de
atributos.

Sea 2 una coleccion de datos mezclados. Una subdescripcion de un objeto O € 2 para un
subconjunto de atributos S € R denotada I5(0), es la proyeccion de los valores de O en términos
de los atributos en S. Notese que I;4(0) = O[r], r € R. En este contexto una regla de asociacion es
una implicacién de la forma X =Y, donde X = I (0) y Y = I,,(0), tal que, 0 € 2, S; SR,
S, CR, 5,#0,5, 0y $1nS, =0.

Se dice que una regla de asociacion es interesante si su soporte y su confianza son mayores o iguales
que los umbrales de soporte y confianza minimos.

El soporte de I;(0) en 2 se define como:
sup(1;(0)) = [FAm GO I (13)
donde sim es una funcidon de semejanza binaria entre subdescripciones de objetos, la cual esta
basada en el criterio de comparacion binario C,: D, X D, = [0,1] de cada atributo. Un ejemplo de
este tipo funciones es la funcion de semejanza coordenada a coordenada:
. , 1 sivreS,c.(o[r],0[rD =1
sim(1.(0),1.(0")) = reT ’ B 14
(1:(0), 15(07) {O en otro caso (14)
donde C, es criterio de comparacion del atributo r. Dos ejemplo de criterios de comparacion son:

1 silx—y| <5

Craaa(%,7) = { 0 enotro caso (3]
1 si(x=y)V
(x = Compacto Ay = Mediano) V
Cruto (6, ) = (x = Mediano A (y = Compacto V y = Grande)) V
' (x = Grande A (y = Mediano V y = Lujoso)) V (16)

l (x = Lujoso Ay = Grande)
0 enotrocaso
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Se dice que una subdescripcion es frecuente si su soporte es mayor que el umbral de minimo soporte
minSupp.

El soporte de X = Y en (2 se define como:

supp(X = Y) = supp(X UY) (17)
La confianza de X = Y en ) se define como:
F(X > y) = SUPPEVY) (18)
con =—
supp(X)

El algoritmo ObjectMiner (inspirado en el algoritmo A priori) trabaja como sigue: Primero son
determinadas todas las subdescripciones frecuentes para cada atributo (subdescripciones de tamafio
1). Después, en cada iteracion k (inicialmente k =2 ) son combinadas dos a dos las
subdescripciones frecuentes de tamafio k — 1, para obtener subdescripciones de tamafio k
candidatas a frecuentes, mientras hayan sido obtenidas al menos dos subdescripciones frecuentes de
tamafio k — 1. En este paso por cada par de subdescripciones, los conjuntos de indices de los objetos
de la coleccion que contienen subdescripciones semejantes a una u otra subdescripcion del par, son
intersecados para crear un conjunto con los indices de los objetos candidatos a ser semejantes a la
subdescripcion resultante de la combinacion de ambas subdescripciones (subdescripcion candidata a
frecuente). A partir de este conjunto y usando la funcion de semejanza son determinadas cuéles
subdescripciones son realmente semejantes a la candidata a frecuente, asi como si la subdescripcion
es o no frecuente. Una vez obtenidas todas las subdescripciones frecuentes, a partir de ellas son
generadas las reglas de asociacion interesantes.

La repeticion de las subdescripciones es un hecho comun en las colecciones. Sin embargo este
algoritmo no utiliza el conocimiento que encuentra en cada paso para disminuir el nimero de
operaciones a realizar pasos posteriores. Por esta razon la semejanza entre repeticiones de una misma
subdescripcion es calculada sin necesidad. Adicionalmente, por cada subdescripcion, se almacena el
conjunto de indices de los objetos que contienen subdescripciones semejantes. Esto es un problema
cuando se tienen colecciones muy grandes de datos.

Otra debilidad de este algoritmo es que no permite funciones de semejanza no binaria, o que no
cumplan que si dos objetos no son semejantes respecto a un conjunto de atributos S; entonces
tampoco lo son respecto a cualquier conjunto S,, tal que S; € S,, lo cual restringe su ambito de
aplicacion. Un ejemplo simple de funcion de semejanza que no cumple las condiciones planteadas es
considerar que dos objetos (partes de objetos) son semejantes, si ellos (sus partes) son semejantes en
al menos 90% de los atributos.

A pesar de las debilidades mencionadas, en [39] se muestra como, mediante la incorporacion del
concepto de semejanza entre subdescripciones de objetos en el conteo de ocurrencias, pueden ser
descubiertas reglas de asociacion ocultas para los anteriores dos enfoques; abriéndose asi un nuevo
enfoque de minado de Reglas de Asociacion en colecciones de datos mezclados. Sin embargo, a la
vez, estas debilidades muestran que queda mucho por hacer en el desarrollo de este enfoque, lo cual
motiva la propuesta de investigacion que se da a continuacion.

4 Propuesta

4.1 Pregunta de Investigacion

(Como extraer eficientemente reglas de asociacion, en colecciones de datos mezclados, incorporando
el concepto de semejanza entre descripciones y subdescripciones de objetos?
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4.2 Objetivo general

Disefiar un método para extraer reglas de asociacion, en colecciones de datos mezclados,
incorporando el concepto de semejanza entre descripciones y subdescripciones de objetos, que
permita el uso de funciones de semejanza menos restrictivas que las permitidas por el algoritmo
existente.

4.3 Objetivos particulares

e Extender los conceptos de frecuencia y confianza, patrén frecuente y regla de asociacion,
incorporando el concepto de semejanza entre descripciones y subdescripciones de objetos con
datos mezclados.

e Desarrollar algoritmos de busqueda de patrones similares frecuentes® en colecciones de datos
mezclados para funciones de semejanza binaria y no binaria, a partir de las extensiones de los
conceptos frecuencia y patron frecuente.

e Definir propiedades de poda del espacio de los posibles patrones similares frecuentes.

o Disenar algoritmos eficientes de busqueda de patrones similares frecuentes en colecciones de
datos mezclados para funciones de semejanza binaria y no binaria, que incorporen en su
estrategia de busqueda las propiedades de poda encontradas.

e Proponer un algoritmo eficiente de busqueda de reglas de asociacion, a partir de los patrones
similares frecuentes encontrados por los algoritmos anteriores.

4.4 Metodologia propuesta

Para cumplir con los objetivos particulares propuestos en la seccion anterior, se propone la siguiente
metodologia:

1. Extender los conceptos de frecuencia, confianza, patron frecuente y regla de asociacion,
considerando la semejanza entre subdescripciones de objetos con datos mezclados.

a. Extender el concepto de frecuencia considerando la semejanza entre subdescripciones de
objetos al contar las ocurrencias de las subdescripciones.

b. Extender el concepto de patron frecuente a partir de la extension del concepto de frecuencia.
c. Extender el concepto de confianza a partir de la extension del concepto de frecuencia.

d. Extender el concepto de regla de asociacion a partir de la extension de los tres conceptos
anteriores.

2. Proponer un algoritmo de bisqueda de patrones similares frecuentes en colecciones de datos
mezclados, a partir de las extensiones de los conceptos frecuencia y patron frecuente, para
funciones de semejanza binaria:

a. Disefio de nuevas estructuras de datos para el almacenamiento y recuperacion eficiente de
las subdescripciones y sus relaciones de semejanza, que aprovechen las repeticiones de las
subdescripciones.

* La definicién de patrén similar frecuente se muestra a continuacion en la seccién Resultados Preliminares.
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4.5

b. Proponer un algoritmo de recorrido exhaustivo sobre el espacio de combinaciones de
atributos que haga uso efectivo de la estructura propuesta en la busqueda de
subdescripciones frecuentes.

c. Implementacion de la estructura de datos y el algoritmo de recorrido exhaustivo sobre el
espacio de combinaciones de atributos.

d. Realizacion de pruebas y comparacion de resultados con algoritmo ObjectMiner.

e. Anadlisis de los resultados obtenidos y retroalimentacion.

. Proponer un algoritmo de busqueda de patrones similares frecuentes en colecciones de datos

mezclados, para funciones de semejanza no binaria.
Para esto se seguiran pasos analogos al los mostrados en el punto 2.

Definir propiedades de poda del espacio de posibles patrones similares frecuentes. Estas
propiedades de poda seran definidas de mayor a menor restriccion.

a. Disefio de una propiedad de Clausura Descendente analoga a la propiedad Clausura
Descendente del soporte usada en el minado de conjuntos frecuentes de items.

b. Disefio de al menos 2 relajaciones de la propiedad Clausura Descendente.

. Proponer para cada propiedad de poda, comenzando por las mas restrictiva, algoritmos de

busqueda de patrones similares frecuentes en colecciones de datos mezclados, para funciones
de semejanza binaria y no binaria que la satisfagan. Para cada algoritmo se seguiran pasos
analogos al los mostrados en el punto 2.

. Proponer un algoritmo de busqueda de reglas de asociacion a partir de los patrones similares

frecuentes descubiertos por los algoritmos anteriores.

a. Extender el algoritmo de busqueda de reglas de asociacion propuesto en [3] o disefiar un
nuevo algoritmo, considerando las extensiones de los conceptos de frecuencia, confianza,
patron frecuente y regla de asociacion.

b. Implementacion del algoritmo propuesto.

c. Realizacion de pruebas y comparacion de resultados.

d. Analisis de los resultados obtenidos y retroalimentacion.

Contribuciones
Las contribuciones esperadas en este trabajo de investigacion son:

Extensiones de los conceptos de frecuencia y confianza, patron frecuente y regla de asociacion,

incorporando el concepto de semejanza entre descripciones y subdescripciones de objetos con
datos mezclados.
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e Definiciones de al menos 3 propiedades de poda del espacio de posibles patrones similares
frecuentes.

e Algoritmos de minado patrones similares frecuentes para funciones de semejanza binaria y no
binaria, cuando:

0 No cumplen la propiedad de clausura descendente.
0 Cumplen la propiedad de clausura descendente.
0 Cumplen con una relajacion de la propiedad Clausura Descendente.

e Un algoritmo para la construccion de reglas de asociacion que incorpora el concepto de
semejanza entre descripciones y subdescripciones de objetos.
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4.6 Cronograma

El calendario de actividades se muestra en la Figura 3.

Actividad

Trimestres
2008

Trimestres
2009

2|3

112|134

Estudio del estado del arte

Extension de los conceptos de frecuencia, confianza, patron frecuente y regla de
asociacion usados en el minado de patrones frecuentes, incorporando el concepto de
semejanza entre descripciones y subdescripciones de objetos.

Definicién de propiedades de poda del espacio de posibles patrones similares
frecuentes.

a  Clausura Descendente

b Relajacion 1 de la propiedad Clausura Descendente

¢ Relajacion 2 de la propiedad Clausura Descendente

d Busqueda de otras relajaciones de la propiedad Clausura Descendente

Desarrollo de algoritmo de minado de patrones similares frecuentes con funciones de
semejanza binaria:

a  Que cumplen la clausura descendente

b Que no cumplen la clausura descendente

Desarrollo algoritmo de minado de patrones similares frecuentes con funciones de
semejanza no binaria:

a  Que cumplen la clausura descendente

b Que no cumplen la clausura descendente

Desarrollo de algoritmos de minado de patrones similares frecuentes con funciones de
semejanza binaria que incorporen en su estrategia de busqueda las propiedades de poda
encontradas (relajaciones de la propiedad Clausura Descendente).

Desarrollo de algoritmo de minado de patrones similares frecuentes con funciones de
semejanza no binaria que incorporen en su estrategia de busqueda las propiedades de
poda encontradas (relajaciones de la propiedad Clausura Descendente).

Desarrollo de algoritmo de busqueda de reglas de asociacion a partir de los patrones
similares frecuentes.

10

Evaluacion experimental de los algoritmos desarrollados

11

Escritura de articulos.

12

Redaccion de la propuesta de Tesis Doctoral.

13

Defensa de la propuesta de Tesis Doctoral.

14

Redaccion del documento de Tesis Doctoral.

15

Defensa de la Tesis Doctoral.

J T

Figura 3. Calendario de actividades.



5 Resultados Preliminares

El proceso de minado de reglas de asociacion consta de dos pasos fundamentales: buscar los patrones
frecuentes y a partir de éstos encontrar las reglas de asociacion interesantes. Nuestros resultados
preliminares se concentran en el primero de estos pasos.

En esta seccion extendemos los conceptos de frecuencia, patron frecuente, confianza, regla de
asociacion y la propiedad Clausura Descendente del soporte, considerando la semejanza no
necesariamente simétrica, ni binaria, entre subdescripciones de objetos. Ademas se proponen dos
algoritmos de minado de patrones similares frecuentes, considerando funciones de semejanza binaria.

5.1 Frecuencia, patrén similar frecuente, regla de asociacién y confianza

Sea 2 = {04, 0,,...,0,} una coleccion de datos mezclados, en la cual cada objeto estd descrito por
un conjunto de atributos R = {ry,1,...,1,}. Cada objeto de {2 se representa por una tupla
(vq,v5,...,0y) donde v; €D; (1 <i<m)y D; es el dominio del r;. Una subdescripcion de un
objeto O para un conjunto de atributos S € R denotada I5(0), es la proyeccion de los valores de O
en términos de los atributos en S. O[r] denota el valor de atributo r del objeto O (r € R).

Cada subconjunto de atributos S € R, S # @ tiene asociado una funcién de semejanza [72] fs entre
las subdescripciones de los objetos de 2 con imagen en [0,1], no necesariamente binaria, ni
simétrica. Dadas dos subdescripciones I5(0), Is(0"), talque 0,0' € 2; fs(0,0") = 1 significa que
0’ es lo mas semejante posible a O respecto al conjunto de atributos S; y fs(0,0") = 0 significa
que O’ es lo menos semejante posible a O respecto al conjunto de atributos S. Algunos ejemplos de
funciones de semejanza son:

1 si Vres,ofr] =0'[r]

0,0" =
fs( ) {0 en otro caso

1 if 1_[ C.(0[r],0'[r]) = k

fs(0,0") = €S (20)
0 enotro caso

(19)

donde C,:D, X D, = [0,1] es un criterio de comparacion entre dos valores del atributo 7.
: k=1 O[K]O'[K]
5000 = S O T 5o, O — Xy OKIOTA]
k=1 k=1 k=1

(21)

Aunque fs pudiera ser diferente para distintos conjuntos de atributos S, por simplicidad en esta
propuesta tomaremos la misma fs paratodo S € R.

Definicion 6 (frecuencia de una subdescripcion para una funcion de semejanza): Sea S € R,
S # @, O € 2,y una funcion de semejanza fg; definimos la frecuencia de una subdescripcion I5(0)
en () para fg como:

Yoren £5(0,0)

freqs.q(0) = — (22)

Notese que si fs fuera la funcion de semejanza de igualdad coordenada a coordenada, entonces la
frecuencia de Ig(0) en ) para fg seria la fraccion de objetos en Q que contienen a la
subdescripcion I5(0).

Definicion 7 (patron similar frecuente): Decimos que una subdescripcion I¢(0O) es una
subdescripcion fs-fiecuente o un patron similar frecuente en 2 si freqs,o(0) = minFreq, donde
fs es una funcion de semejanza y minFreq es el umbral de minima frecuencia.
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Definicion 8 (regla de asociacion): Una regla de asociacion es una expresion de la forma X = Y,
donde X = [5, (0) y Y = I5,(0),talque, O €12, S1,S, SR, S; #0, S, #Dy S NS, = 0.

Definicion 9 (confianza de una regla de asociacion para una funcion de semejanza): Sea fs una
funcion de semejanza; definimos la confianza de una regla de asociacion X = Y, donde X =
Is,(0) y Y = I5,(0),en 2 para fg como:

freqf(slusz),ﬂ(o)

fredys,.a(0)

confrgq(ls, (0) = I,(0)) = (23)

Se dice que una regla de asociacion X =Y, donde X = I (0), Y = I[,(0) y S=5,US,, es
interesante si su confianza es mayor o igual que el umbral confianza minimo y si I5(0) es una
subdescripcion fs-firecuente.

5.2 Clausura descendente

La propiedad Clausura Descendente del soporte (Propiedad 1) es usada en la generacion de conjuntos
frecuentes de items para poda del espacio de busqueda. Esta propiedad asegura que todos los
subconjuntos de un conjunto frecuente de items también sean conjuntos frecuentes de items, y que
todos los superconjuntos de un conjunto no frecuente de items sean también conjuntos no frecuentes
de items. El analogo de esta propiedad en nuestro caso es que toda subdescripcion de una
subdescripcion fs-frecuente es una subdescripcion fs-frecuente, y que toda supra subdescripcion de
una subdescripcion no — fs-frecuente es una subdescripcion no — fs-frecuente. Sin embargo esta
propiedad a diferencia de la anterior, no siempre se cumple y su cumplimento depende de la funcion
de semejanza fs. A continuacion, se presenta formalmente esta propiedad.

Propiedad 3: (Clausura Descendente de la semejanza entre subdescripciones): Decimos que una
funcién de semejanza f; cumple la propiedad Clausura Descendente de la semejanza entre
subdescripciones si y solo si paratodo S; €S, € R; §; # 9, 0,0’ €

f5,(0,0) = f5,(0,0.

Propiedad 4: (Clausura Descendente de la frecuencia de las subdescripciones): Decimos que una
funcién de semejanza fg cumple la propiedad Clausura Descendente de la frecuencia de las
subdescripciones si y solo si para todo S; €S, S R, S; # 0, 0 € 2:

fredy, a(0) = freqs, o(0).

Proposicion 1: Si fs cumple la Propiedad 3 entonces fs cumple también la Propiedad 4.

Demostracion: Si fg cumple la Propiedad 3 entonces paratodo $q1 €S, S R; S; # @; 0 € 2:

Yoen f5,(0,0) = Ypeq f5,(0,0)
Yo'enfs1(0,0) - Yo'enfs,(0,0)
2] - 12|
freqrg 0(0) 2 freqgg, 0(0)

Por tanto, fg cumple también la Propiedad 4 m

Propiedad 5: (Clausura Descendente): Decimos que una funcion de semejanza f; cumple la
propiedad Clausura Descendente si 'y solo si fs cumple la Propiedad 3, consecuentemente se cumple
la Propiedad 4 y por tanto paratodo S; €S, S R; S; # @, 0 € 0:
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(freqfsl'Q(O) < minFreq) = (frequZ‘Q(O) < minFreq).

Un ejemplo de fs que cumple la propiedad de clausura descendente es la igualdad coordenada a
coordenada (ecuacion 19). Este caso particular de funcion de semejanza es el usado en el minado de
conjuntos frecuentes de items, el cual asegura que todos los subconjuntos de un conjunto frecuente de
items también sean conjuntos frecuentes de items, y que todos los superconjuntos de un conjunto no
frecuente de items sean también conjuntos no frecuentes de items.

Un ejemplo de funcion de semejanza que no necesariamente cumple la propiedad Clausura
Descendente es la funcion fg mostrada en la figura 4. Si fijamos minFreq en 0.5 podemos ver en
la misma figura que 30 = (0,1,1) € 2, S; = {r, 1} € S, = {ry, 1, 13}, tal que, freqrg o(0) =
0.25 < minFreq = 0.5, y que frequZVQ(O) = 0.75 > minFreq = 0.5.

5 T [ o 1 o Hres|ofr=0"r]} -
£2 {r1|ra|rs f,«;(0.0’): 1 s1 19| > 0.6
olofofol’ 0 en otro caso

O 1OV freqr  0((0,1.1)) = 0.25

Os|10(1]1 -

od1]1|1] fregp, ., ..,.0((0,1,1)) =0.75

Figura 4. Ejemplo de funcion de semejanza fg que no cumple la propiedad Clausura Descendente.

5.3  Nuevos algoritmos de minado de patrones similares frecuentes

En las definiciones y propiedades presentadas en las secciones 5.1 y 5.2 las funciones de semejanza
tienen como imagen el intervalo [0,1]. Como resultado preliminar en esta seccion presentaremos dos
algoritmos de minado de patrones similares frecuentes para funciones de semejanza binaria (con
imagen en {0,1}).

El primer algoritmo que se propone esta disefiado para funciones de semejanza que cumplan la
propiedad Clausura Descendente y emplea esta propiedad para podar el espacio de posibles patrones
similares frecuentes mediante una estrategia de recorrido descendente. También se propone una
estructura de datos especial para almacenar las subdescripciones, sus valores de semejanza y otros
datos para hacer eficiente el proceso de minado.

El segundo algoritmo que se propone estd disefiado para funciones de semejanza que no cumplan la
propiedad Clausura Descendente y emplea una variacion del algoritmo de construccion de la
estructura de datos anterior y una estrategia de recorrido ascendente para aprovechar las repeticiones
de las subdescripciones y asi reducir el esfuerzo computacional dedicado a contar las ocurrencias de
las subdescripciones.

Algoritmo STree-DC Miner

La propiedad Clausura Descendente asegura que no existe subdescripcion no — fs-frecuente que
pueda ser expandida (mediante la adicién de un nuevo atributo) a una subdescripcion fs-frecuente.
Asi, dado un orden < sobre los atributos en R, cada subconjunto de atributos S € R, puede ser
expandido como S =SU{r}, tal que r ER y Vr'€ S, r' <1, si el nimero de subdescripciones
fs-frecuentes respecto a S es mayor que cero o S = @. Como resultado de todas las posibles
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expansiones sucesivas a partir del conjunto vacio obtenemos todas las subdescripciones
fs-frecuentes. El algoritmo propuesto llamado STreeDC-Miner sigue esta idea.

Para facilitar la bisqueda de todas las subdescripciones fs-firecuentes respecto a cada expansion S
de un conjunto de atributos S, el algoritmo STreeDC-Miner construye una estructura de datos
llamada STreeg. Cada estructura STreeg es un arbol donde cada camino desde la raiz hasta una
hoja representa una subdescripcion P. En cada hoja es almacenado:

e P.c_: Numero de ocurrencias de la subdescripcion P en la coleccion.

e P.c.: Numero de ocurrencias de subdescripciones semejantes a P, pero no iguales a P.

e P.objs: Lista de objetos que contienen a la subdescripcion P.

e P.similars: Lista de subdescripciones de las cuales P es semejante pero no igual.

En la Figura 5(c) se muestra un ejemplo de estructura STree para coleccion mostrada en la Figura

5(a).

31']“_12 Isi (X=Y)V(X=1AY =2)V
Os|2 . C(X.Y) = (X=2AY =1V X=2AY =3)
0413|b () en otro caso
O 2 a i = i
O: Lla Cry(X,Y) = {(l) Zil(jgrc) (‘}ELE?O
8(_ i z nw_ J1siVreS C.(O[r],0r]) =1
O.; 1|b fs(0,0') = {0 en otro caso

(a) (b)

L Subdescripciones fs- frecuentes
-=2 objs={1,5} c-=1 objs={8}

(ri =1,r2 = a)
C.=2 similars={(2,a)} || c~=0 similars=¢| (3, = 2.y = q)

c-=2 objs={2,4}

Subdescripciones ttiles

c~=4 similars={(1,a)} (ri=1,72 = a)
H,| c-=2 obis=(6,7} _=1 objs={3} | (n=2r2=a)
c~=0 similars={(2,a)} || cx=0 similars=¢ (r =372 =a)

+

(c) (d)

Figura5. Ejemplo de STreey,, ,,;. (a) Coleccion £2. (b) Funcion de semejanza f. () Estructura de
datos STreeg,, ,;. (d) Patrones similares frecuentes y patrones Wtiles respecto al conjunto de
atributos {rq, 13} para minfreq = 0.5.

Nosotros consideramos que una subdescripcion Ig(0) es una subdescripcion util si es una
subdescripcion fs-frecuente o es semejante a una subdescripcion Ig(0") fs-frecuente. Si una
subdescripcion I5(0) es no — fs -frecuente pero es semejante a una subdescripcion Ig(0")
fs-frecuente entonces el numero de ocurrencias de Ig(0) (P.c-) afecta a la frecuencia de I5(0")
(freqy,n(0)). Si una subdescripcion Ig(0) no es una subdescripcion util entonces ninguna
expansion de la misma es fs-frecuente, ni afecta la frecuencia de una subdescripcion fs-frecuente y
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por tanto no es necesario tenerla en cuenta en la construccion de ninguna estructura de datos STreeg,
donde S es una expansion del conjunto de atributos S.

Para construir cada STree¢ proponemos el Algoritmo 3, el cual consiste en tres pasos:

I) Adicionar a la estructura STreeg toda subdescripcion I¢(0) contenida en STreeg tal que
I5(0) es una subdescripcion ttil.

II) Calcular la semejanza entre todas las subdescripciones contenidas en STreeg. Como
consecuencia de la propiedad Clausura Descendente y de que las funciones de semejanza
permitidas son binarias, la semejanza entre dos subdescripciones I¢(0) y I¢(0") tales que
fs(0,0") = 0 no es calculada pues (f5(0,0") = 0) = (f¢(0,0") = 0).

IIT) Calcular el nimero de ocurrencias de subdescripciones semejantes a cada subdescripcion
contenida STreeg.

Después de construir la estructura STreeg, las subdescripciones f-frecuentes son obtenidas
verificando la frecuencia de cada subdescripcion contenida en la misma.

Algoritmo 3: Build STree.

Input  STrees, S, I',minFreq,
Output STreeg
STreeg «<empty STree structure
foreach Subdescription P € STrees | P is an useful patterns do
foreach Object O* € P.objs do
if —STrees.contain(l¢(0*)) then
STree¢.add(0™)
STreeg.1¢(0).c= « STrees. I¢(0%).c= + 1
foreach P,P' € STrees | Is(P) € Ig(P").similars do
if f¢(P,P') =1 then
P'.similars « P'.similars U {P}
foreach P € STreeg do
foreach P’ € P.similars | P' #+ P do
Pl.co«P.co+P.c
return STrees

Algoritmo STree-NDC Miner

Si la funcion de semejanza fg no cumple la propiedad Clausura Descendente entonces la poda del
espacio de posibles patrones similares frecuentes no es posible. Por tanto es necesario buscar las
subdescripciones fs-frecuentes para todo S € R, S # @. Sin embargo, el esfuerzo computacional
dedicado a la bisqueda de las subdescripciones frecuentes puede ser reducido usando una estrategia
de recorrido ascendente y una variacion del algoritmo de construccion de la estructura de datos
presentada previamente.

Si una estructura de datos STrees con S # @ es construida adicionando toda subdescripcion I5(0),
tal que O € 2, calculando la semejanza entre todas las subdescripciones contenidas en STreeg, asi
como el nimero de ocurrencias de subdescripciones semejantes a cada subdescripcion contenida en
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STreeg, entonces esta estructura contiene toda la informacion necesaria para construir cualquier
estructura STrees, tal que ,Sc S, S# @. Por ejemplo a partir de la estructura STree, v,
mostrada en la Figura 5, la estructura STree,; puede ser construida sin necesidad de adicionar las
8 subdescripciones correspondientes a los objetos de la coleccion, sino solo las 5 subdescripciones
contenidas en STree, ). Asi, el namero de subdescripciones adicionadas se reduce en la medida
en que el numero de repeticiones de subdescripciones aumenta. Notese que las listas con los objetos
que contienen a cada subdescripcion en STreeg,, 3 No son necesarias para construir STreeg.} y
por tanto son eliminadas de las estructuras.

En este caso el algoritmo propuesto es denominado S7reeNDC-Miner. El mismo, consiste en
construir la estructura STreep adicionando todos los objetos de la coleccion, y a partir de ésta
construir todas sus posibles reducciones. Por cada reduccion de STreer se obtienen sus
subdescripciones fs-frecuentes.

Decimos que S =S —{r} es una reducciéon de S, SCR, r€R,si S0y Vr e (R-S5),
r'<r. STrees es una reduccion directa de STrees, si S es una reduccién de S, y STrees es

construido a partir de STrees. Finalmente decimos que STreeg es una reduccion de STrees, si

STreeg es un reduccion directa de STreeg, o existe STreeg, tal que, STreeg es una reduccion

directa de STrees y STreeg es una reduccion de STrees.

El algoritmo STreeNDC-Miner es una solucion factible para minar patrones similares frecuentes para
colecciones de objetos descritos por un niumero pequeiio de atributos.

En la Tabla 7 se muestran los patrones similares frecuentes encontrados, a partir de la coleccion
mostrada en la Tabla 5, por los algoritmos STreeNDC-Miner, STreeDC-Miner y ObjectMiner para el
umbral de frecuencia minFreq = 0.66 ; considerando como funciéon de semejanza que dos
subdescripciones son semejantes, si éstas son semejantes en al menos 60% de los atributos y como
criterios de comparacion los mismos utilizados en el ejemplo de la Seccion 3.2.3.

Dado que la funcion de semejanza no cumple la propiedad Clausura descendente los algoritmos
STreeDC-Miner y ObjectMiner, los cuales utilizan esta propiedad para podar el espacio de busqueda,
no encuentran algunos patrones similares frecuentes, a diferencia del algoritmo STreeNDC-Miner
que si los encuentra todos. Sin embargo el algoritmo STreeDC-Miner encuentra un superconjunto del
conjunto de patrones similares frecuentes encontrados por el algoritmo ObjectMiner. Esto se debe a
que en el algoritmo STreeDC-Miner los patrones no — fs-frecuentes que son considerados patrones
utiles no son podados y sus expansiones pueden resultar en patrones fe-frecuentes.

Tabla 7. Patrones similares frecuentes obtenidos a partir de la coleccion mostrada en la Tabla 5, usando
funcion de semejanza que no cumple la propiedad Clausura Descendente

STreeNDC-Miner STreeDC-Miner ObjectMiner
(Edad = 25) (Edad = 25) (Edad = 25)
(Edad = 29) (Edad = 29) (Edad = 29)

(Auto = Mediano)

(Auto = Mediano)

(Auto = Mediano)

(Auto = Grande)

(Auto = Grande)

(Auto = Grande)

(Casado = No)

(Casado = No)

(Casado = No)

(Edad = 25, Auto = Mediano)

(Edad = 25, Auto = Mediano)

(Edad = 25, Auto = Mediano)

(Edad = 29, Auto = Mediano)

(Edad = 29, Auto = Mediano)

(Edad = 29, Auto = Mediano)

(Edad = 25,Casado = No)

(Edad = 25,Casado = No)

(Edad = 25,Casado = No)

(Auto = Mediano, Casado = No)

(Auto = Mediano, Casado = No)

(Auto = Mediano, Casado = No)

(Edad = 25, Auto = Mediano, Casado = No)

(Edad = 25, Auto = Mediano, Casado = No)

(Edad = 25, Auto = Mediano, Casado = No)

(Edad = 29, Auto = Mediano, Casado = No)

(Edad = 29, Auto = Mediano, Casado = No)

(Edad = 23, Auto = Compacto, Casado = No)

(Edad = 25, Auto = Grande, Casado = No)
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5.4 Resultados experimentales

En esta seccion reportamos nuestros resultados experimentales y comparamos los algoritmos
STreeDC-Miner 'y STreeNDC-Miner contra el algoritmo ObjectMiner, ¢l cual es el Gnico algoritmo
anterior a los nuestros que permite el uso de funciones diferentes de la igualdad para comparar objetos
o partes de objetos. La comparacion es hecha en término del tiempo de ejecucion y el nimero de
patrones similares frecuentes obtenidos para varios valores de umbrales de minima frecuencia. La
Tabla 8 muestra una descripcion de las colecciones de datos® usadas en los experimentos.

Tabla 8. Descripcion de las colecciones de datos.

Coleccioén Objetos | Atributos Numéricos | Atributos No Numéricos
Car Evaluation 1728 2 5
Contraceptive Method Choice 1473 2 8
Census 32561 6 9
Poker Hand 1000000 5 6

Como criterios de comparacion para los atributos Edad, Numero de Puertas, Numero de Personas,
Ganancias y Pérdidas es usada la ecuacion 24, con € = 5,2,2,1000, 1000 respectivamente, y para
el resto de los atributos es usado el criterio de comparacion por igualdad.

1 silx—y|<e
Clx,y) = 24
(x,y) { 0 enotro caso (24)

El primer experimento (Figura 6) fue realizado usando la funcion de semejanza fs; mostrada en la
ecuacion 25, la cual cumple la propiedad Clausura Descendente. Como los 3 algoritmos encuentran
los mismos patrones similares frecuentes, solo se tienen en cuenta sus tiempos de ejecucion.
' 1si vres, c.(0[r],0'[r]) =1

0,0) = r 25

fs( ) {0 en otro caso (25)

Ndtese, que los resultados del algoritmo STreeNDC-Miner no fueron mostrados en las figuras 6(c) y
6(d). Esto es debido al alto tiempo de ejecucién del algoritmo STreeNDC-Miner dado el nimero de

atributos y objetos en las colecciones.

El algoritmo STreeDC-Miner logro un mejor desempefio que los otros dos algoritmos
(STreeNDC-Miner y ObjectMiner) para todas las colecciones. Este desempefio es aun mejor para los
umbrales mas pequeiios de minima frecuencia. El tiempo de ejecucion del algoritmo STreeDC-Miner
fue menor (7.1, 5.9, 3.9y 4.2 veces respectivamente) que el tiempo de ejecucion del algoritmo
ObjectMiner para las colecciones de datos usadas.

En el segundo experimento (Figura 7) como funcion de semejanza fs fue usada la ecuacion 26, con

k = 0.7. Esta de funcion no cumple la propiedad Clausura Descendente.
. {r eRIG.(0[r],0'[rD = 1}
1 si >k
£5(0,0" = 151 (26)
0 enotro caso

> http://archive.ics.uci.edu/ml/datasets.html
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Figura 6. Resultados experimentales usando fs que cumple la propiedad Clausura Descendente. (a)
Car Evaluation. (b) Contraceptive Method Choice. (¢) Census. (d) Poker Hand.

Como en el primer experimento los resultados del algoritmo STreeNDC-Miner no fueron mostrados
en las figuras 7(c), 7(d), 7(g), 7(k) y 7(1). Sin embargo los tiempos de ejecucion de este algoritmo para
las colecciones Car Evaluation'y Contraceptive Method Choice, ambas con pocos atributos y objetos,
son aceptables.

Es importante destacar que los algoritmos que asumen que f; cumple la clausura descendente
(ObjectMiner y STreeDC-Miner) pueden no encontrar todos los patrones similares frecuentes, debido
a la poda, a diferencia del algoritmo STreeNDC-Miner que encuentra todos los patrones. En nuestros
experimentos el conjunto de patrones similares frecuentes encontrados por el algoritmo ObjectMiner
es un subconjunto de los patrones similares frecuentes encontrados por el algoritmo STreeDC-Miner.
Esto se debe a que nuestro algoritmo no poda las subdescripciones no — fs-frecuentes que son
consideradas subdescripciones utiles. Asi algunas expansiones de subdescripciones consideradas
subdescripciones utiles y no — fs-frecuentes, pueden ser subdescripciones fs-frecuentes.

Notese que el algoritmo ObjectMiner pierde hasta 414 708 (80%) patrones similares frecuentes
respecto a todos los patrones similares frecuentes existentes y 210 306 (67,1%) patrones similares
frecuentes respecto a los patrones similares frecuentes encontrados por STreeDC-Miner para la
coleccion de datos Contraceptive Method Choice (Figura 7(f)), y pierde hasta 4 023 600 (98,9%)
patrones similares frecuentes respecto a los patrones similares frecuentes encontrados por
STreeDC-Miner para la coleccion de datos Census (Figura 7(g)).

Otro punto relevante es que en la mayoria de los casos el algoritmo STreeDC-Miner tiene el mejor

rendimiento, en términos de la fraccion entre el nimero de patrones similares frecuentes encontrados
y el tiempo de ejecucion (fs — freq/msecs).
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Hand.
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5.5 Conclusiones

El concepto de semejanza es comunmente usado en disciplinas como Medicina, Geologia,
Sociologia, etc., como herramienta para la toma de decisiones. El enfoque de mineria de reglas de
asociacion en colecciones de datos mezclados basado en semejanzas, incorpora este conocimiento al
proceso de minado de reglas de asociacion y permite modelar las relaciones de semejanza entre los
objetos y partes de ellos. Con este enfoque pueden ser obtenidos patrones frecuentes y por
consiguiente reglas de asociacion que no son obtenidas ni por el enfoque basado en discretizacion, ni
por el enfoque basado en conjuntos difusos.

Antes de esta propuesta en el enfoque basado en semejanzas so6lo se permitian funciones de
semejanza binaria basadas en los criterios de comparacion de los atributos (también binarios) para
modelar relaciones entre los objetos y partes de ellos. Ademas la misma funcidon de semejanza debia
ser usada para comparar tanto los objetos como sus partes y debia cumplir que si dos objetos no son
semejantes respecto a un conjunto de atributos S; entonces tampoco lo son respecto a cualquier
conjunto S,, tal que S; < S,. Estos elementos restringen la posibilidad de modelar otras relaciones
de semejanzas y como consecuencia algunos patrones frecuentes y reglas de asociacion pueden
perderse; por lo cual se hace necesario desarrollar métodos para extraer reglas de asociacion, que
permitan el uso de funciones de semejanza menos restrictivas que las permitidas actualmente.

Como resultados preliminares de la investigacion se extendieron los conceptos frecuencia, patron
frecuente, confianza, regla de asociacion y la propiedad Clausura Descendente del soporte,
considerando la semejanza no necesariamente simétrica, ni binaria, entre subdescripciones de
objetos.

Adicionalmente se propusieron dos algoritmos (STreeDC-Miner, STreeNDC-Miner) que se centran
en el minado de patrones frecuentes. Ambos algoritmos permiten el uso de funciones de semejanza
binaria. El primer algoritmo s6lo permite conjuntos de funciones de semejanza que cumplan la
propiedad Clausura Descendente, mientras el segundo permite funciones de semejanza que no
cumplan dicha propiedad.

Los resultados experimentales muestran que el comportamiento del primer algoritmo en cuanto al
tiempo de ejecucion es superior al del algoritmo existente (ObjectMiner), al emplear funciones que
cumplan la propiedad Clausura Descendente; y que aunque este algoritmo no esta disefiado
explicitamente para funciones de semejanza que no cumplen esta propiedad, al emplear este tipo de
funciones, obtiene patrones similares frecuentes imposibles de encontrar por el algoritmo
ObjectMiner.

En el caso del segundo algoritmo, el cual encuentra todos los patrones similares frecuentes, al
emplear funciones de semejanza que no cumplen la propiedad Clausura Descendente los resultados
experimentales muestran que es factible para minar patrones similares frecuentes en colecciones de
objetos descritos por un numero pequefio de atributos.

Ambos algoritmos fueron presentados en el XIII Congreso Iberoamericano de Reconocimiento de
Patrones, celebrado en la Habana, Cuba y publicados en las memorias de este evento [73].

Con base en los resultados preliminares podemos concluir que los objetivos planteados son
alcanzables siguiendo la metodologia propuesta.
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