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Abstract

Los algoritmos existentes para la miieede subgrafos conexos frecuentes (SGH) kgran tiempos de
ejecucon aceptables cuando se ejecutan sobre colecciones de grafos d&otéijoay limitado. La iden-
tificacion de los duplicados y las pruebas de sub-isomorfismo, durante el proceso deafinastituyen
las tareas que @ recursos computacionales demandan. Esta propuesta de tesis doctoral aborda el prob-
lema de la minéa de SCF sobre colecciones de grafos etiquetados. En particular, se presentan nuevas
propiedades en las formas de representar los grafos candidatos que permiten reducir el tiempo dedicado a
la detecobn de duplicados. Como resultado preliminar se ilustra que es posible reducir el tiempo dedicado
a detectar duplicados mediante el uso de nuevas propiedades. Finalmente, se presenta un nuevo algoritmo
llamado gRed que logra buenos resultados en companagbn otros algoritmos existentes.

1 Introduccion

Hoy en da, debido a losapidos avances cidfitos y tecnobgicos, se han incrementado notablemente las
capacidades de creaaqi, almacenamiento y distribici de grandes vamenes de datos. Esta situatha
generado la necesidad de nuevas herramientas para transformar estos datos endnforomamcimiento
Gtil para la toma de decisiones. Cuando estos datos son complejos y estructurados, el proceso de transfor-
macbn requiere descnicas que usualmente tienen una alta complejidad computacional en tiempo y espacio.
Ejemplos de tale€tnicas son las relacionadas con la nisde subgrafos frecuentes (SF); es decir, encon-
trar todos los subgrafos que ocurren frecuentemente en una éoleteigrafos. La min@ de subgrafos
frecuentes es una rama dentro de la mande patrones frecuentes.

En losltimos dlos se ha observado un significativo avance en la fairter patrones frecuentes [15].
Métodos cada vez as eficientes se han ido desarrollando para la fartkr conjuntos frecuentes [1, 2, 10,

52, 50, 16], patrones secuenciales [3, 34] yabbles frecuentes [4, 51, 5] en colecciones de datos. Sin
embargo, en muchas aplicaciones dfirdas y comerciales, han estado presentes patrones con una comple-
jidad estructural mayor que la de los conjuntos, las secuenciasaydokes, por ejemplo los grafos. Es por
eso que se ha requerido el disede netodos especializados en mirzede SF sobre colecciones de grafos



[15, 30]. Estas colecciones targhison nombradas en la literatura como bases de grafos o conjuntos de
grafos (en Ingtsgraph databases graph datasefs

La mineiia de subgrafos conexos frecuentes (SCF) sobre colecciones de grafos etiquetados ha sido objeto
de estudios recientes dada su amplia variedad de aplicaciones [30]. En problemas de derificici
cologica predictiva [36], los SCF st relacionados con sustanciagitas. Borgelt y Berthold [7] des-
cubrieron estructuras guicas activas en conjuntos de datos sobre el Virus de Inmunodeficiencia Humana
(VIH), contrastando la frecuencia de apajitide los SCF entre diferentes clases. En el estudio de redes
biolégicas tamkin se han buscado subgrafos frecuentes [24]. Los subgrafos conexos repetidos dentro de
una colecd@n de grafos proporcionan un mejor entendimiento de las relaciones existentes entre los datos
y han sido utilizados como base para crear algoritmos de clasificftl, 53], agrupamiento [37, 18] e
indexacon [49]. Inclusive, existen aplicaciones donde es necesario encodlmaacuellos SCF que son
suficientemente densos en cuanto@hero de aristas [54]. Adeas de los grafos etiquetados, otros tipos
de grafos tami&in han sido utilizados para hacer miaate SCF, por ejemplo: los grafos geainicos [25],
los multi-estructurados [46] y otros.

Esta tesis se enfoca al estudio de la nimee SCF sobre colecciones de grafos etiquetados. La mayor
parte de los algoritmos encontrados en el estado del arte se hAadtiggara procesar conjuntos de datos
guimicos (conjuntos de métulas) y por tanto trabajan sobre colecciones de grafos simples y no-dirigidos.
Este tipo de grafos s@el objeto de estudio en este trabajo.

Un grafo etiguetado es una forma de represeatagerérica que es usada en muchos dominios de apli-
cacbn. Por ejemplo, la estructuraiguica de una sustancia puede ser modelada mediante un grafo etique-
tado, en el cual cadéevtice representa uatomo y cada arista corresponde a un enlace [32].

El primer algoritmo de minéa de subgrafos frecuentes fue AGMpori based Gaph Mning) [22], el
cual se disho para buscar los subgrafos frecuentes sin tener en cuenta la conexidad. Esto fue una limitante
para las aplicaciones donde los SCF son deésteEn respuesta a esta probdica surge el algoritmo
FSG (Fequent 8bgaph discovery) [26] que encuentra todos los SCF dentro de una d@sledeigrafos
etiquetados. Este algoritmo pudo acelerar el conteo de frecuencia de los subgrafos candidatos utilizando
recursos de memoria para mantener listas de identificadores de transacciones.

Desde entonces se han ido creando nuevos algoritmos cadaagefinientes para encontrar todos los
SCF [15]. En revisiones que reflejan el estado del arte [42, 15], los algoritmos se han clasificado, de acuerdo
a la estrategia de generaside candidatos, en dos grupos: los basados en Apriori y los basados en crec-
imiento de patrones.

Los algoritmos basados en Apriori, comparten cargtieas similares con el algoritmo Apriori para
minar conjuntos frecuentes [2]. En el contexto de la minee SCF, los algoritmos basados en Apriori
tienen dos grandes dificultades relacionadas con la getardeicandidatos: (1) poseen alta complejidad
computacional y (2) generan muchos candidatos (para cada candidato es necesario calcular su frecuencia de
aparicbn).

Para evitar las dificultades mencionadas en los modelos basados en Apriori, se han desarrollado otros
algoritmos basados en la metoddgde crecimiento de patrones [16]. Estos algoritmos obtienen los sub-
grafos candidatos creciendo directamente desde un solo subgrafo [48, 7, 31].

En algunas aplicaciones no esgtico considerar todos los SCF debido a que pueden ser demasiados.
Existen soluciones para abordar este problegstas permiten obtener directameriiaina parte de los
SCF. Unade ellas éstelacionada con los patrones frecuentes cerrados [50]. Se dice quebmrfreeinente
es cerrado si no existe un patrque lo contiene con su misma frecuencia. En [47, 9] se proponen algoritmos
para la mindia de subgrafos conexos frecuentes cerrados (SCFC). Otro tipo de patrones frecuentes son los
patrones frecuentes maximales, los cuales ramestntenidos en nirigp otro paton frecuente. La minga



de subgrafos conexos frecuentes maximales (SCFM) fue estudiada en [20, 38]. Por otra parte, los conceptos
de minefa de patrones frecuentes con restricciones (eres@bnstraint-based frequent pattern min)ng
tambin han sido adaptados a la miede grafos [55].

Independientemente de cuanto se ha avanzado en esticgentos algoritmos existenteéls pueden
ejecutarse en conjuntos de datosaisbs y de tami@o limitado. Es por eso que sigue siendo necesario
desarrollar algoritmos capaces de procesar mayorésmavies de datos, es decir mayor cantidad de grafos
y de mayor tamido.

En esta tesis se desarrolaral menos dos algoritmos para la miaete SCF en colecciones de grafos
etiquetados. Estos algoritmos @ediséiados para trabajar sobre colecciones de grafos etiquetados simples
y no-dirigidos. El primero de estos algoritmos encorétados los SCF y deb@mostrar un desempe mas
eficiente que los algoritmos existentes. El segundo algoritmo se eafecancontrar los SCF que cumplan
con alguna propiedad prefijada (cerrados, maximales o alguna otra) con la cual se obtenga un subconjunto
de SCF que permita describir al conjunto de todos los SCF.

2 Conceptos preliminares

En esta tesis nos enfocaremos en los grafos etiquetados simples y no-dirigidos. En lo adelante cuando
se hable de grafo se asumen todas estas cdsdict&s y en otro caso se especifecaxplicitamente. La
definicion formal de este tipo de grafos es la siguiente.

DEFINICION 2.1 (GRAFO ETIQUETADO) Un grafo etiquetado simple y no-dirigido es uetrada(V, E, L, 1),
donde

e V es un conjunto cuyos elementos son llamadosoes,

e £ C{eleCV,|e| =2} esun conjunto cuyos elementos son llamados afistas

e [ es el conjunto de etiquetas y

e | : VUF — L esunafundn que asigna etiquetas a loéntices y aristas del grafo.

Esta definidbn puede generalizarse a grafos parcialmente etiguetados si se incluye la etidiaeta vac

DEFINICION 2.2 (SUBGRAFO) Sean(; y G» dos grafos que comparten el mismo conjunto de etiquitas
y la misma fundn etiquetadord. Se dice qué; es subgrafo dé/; siV(G1) C V(Ge), E(G1) C E(G2).
En este caso se utiliza la notaciG; C Gs.

En los algoritmos para el minado de SCF, el conteo de la frecuencia de @apaeain subgrafo candidato
se realiza mediante pruebas de sub-isomorfismo.

DEFINICION 2.3 (ISOMORFISMO Y SUB-ISOMORFISMO) Se dice qug es un isomorfismo entre dos grafos
etiquetadog~; y G, si f : V(G1) — V(G2) es una fundn biyectiva y

o Vv e V(G1),la, (v) =l (f(v)),
o V(u,v) € E(G1), (f(u), f(v)) € E(G2) Yla, (u,v) =l (f(u), f(v)).

!Note que cada arista es un conjunto éetice con cardinalidad dos.




Un sub-isomorfismo d&; a G2 es un isomorfismo d&; a un subgrafo de7s.

El problema de determinar el isomorfismo entre dos grafos (etiquetados o no) es NP-duro&gen Ingl
NP-harg [35]. Una manera de abordar las pruebas de isomorfismo es utilizando las forrbagcasn
para representar los grafos. Las formasocéeas nds usadas en miriarde grafos sén presentadas en
la seccbn 3.1. Los algoritmos Nauty [27] y Ullmann [39], han sido algoritmos muy usados para realizar
pruebas de isomorfismo y sub-isomorfismo respectivamente. Tanto estos algoritmos como otros que han sido
disehados posteriormente, han logrado reducir los tiempos de respuesta para algunas familias de grafos; no
obstante, siempre quedan casos donde la complejidad temporal es exponencial [12].

DEFINICION 2.4 (CAMINO Y CicLO) Se dice queP = (vg,vs,...,v;) €S un camino en el grafé’ si
todo \ertice deP est enV () y para cada par de érticesv; y v;11 (consecutivos ei?) se cumple que
{vi,vi+1} € E(G). En tal caso se dice qug Yy v, estin conectados paP. Siv; = vy, se dice que® es un
ciclo.

DEFINICION 2.5 (GRAFO CONEXO) Un grafoG es conexo si todo par déstices enV/ (G) estin conecta-
dos por algin camino.

DEFINICION 2.6 (ARBOL LIBRE) Un arbol libre es un grafa? conexo y sin ciclos.

Cuando en urarbol libre se selecciona uréstice como re& entonces se tiene wrbol enraizado En
adelante se utilizarel €rminoarbol para referirse a Idgboles enraizados.

DEFINICION 2.7 (RELACION PADRE-HIJO ENARBOLES ENRAIZADOS) Sedl  unarbol enraizado com, €
V(T') seleccionado como fayv,u € V(1) dos \ertices cualesquiera d€. Se dice que es padre de Si
{v,u} € E(T)y el camino que une aconuv, esh completamente contenido en el camino que unean
vg. En ese caso se dice quess un hijo dev.

DEFINICION 2.8 (FRECUENCIA 0SOPORTE SeaD = {Gy,G1,...,Gmnm_1} uUn conjunto de grafos, un
umbral de frecuencia y un grafog. La frecuencia de aparién (algunos autores utilizan eétmino
soporte) dgy en D que denotaremaos(g, D), se define como la cantidad de grafé@s< D tales que existe
un sub-isomorfismo dea G;. Se dice que un grafges frecuente ew, sio(g, D) > 9.

La mineiia de SCF sobre una coleoniD puede ser definida como el problema de encontrar todos los
subgrafos conexagen D tales quer(g, D) > 0.

DEFINICION 2.9 (GRAFO FRECUENTE CERRAD() Seag un grafo frecuente e. Se dice qug es fre-
cuente cerrado e, si no existg)’ tal queg C ¢’ yo(g, D) = o(¢’, D).

El conjunto de los SCF cerrados (SCFC) en una cabecEl, es por lo general s pequio que el
conjunto de todos los SCF. Es por eso que en algunas aplicaciones resulta importante enfrscpreidab
hacia los SCFC en lugar de encontrar todos los SCF.

DEFINICION 2.10 (GRAFO FRECUENTE MAXIMAL) Seag un grafo frecuente ef. Se dice que es fre-
cuente maximal e, si no existey’ tal queg C ¢’y ¢’ es frecuente.

Como los SCF maximales (SFCM) no @stincluidos en ningn otro SCF entonces los SCFM tai@ii
son cerrados. Enfocar la mifi@a encontrar los SFCM reduigiraun nds el rumero de patrones encontrados
respecto a los tipos de mineranteriormente mencionados.
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3 Trabajo relacionado

En [15], los algoritmos para la miriarde SCF se clasificaron, de acuerdo a la estrategia de gémeraci
de candidatos, en dos grupos: los basados en Apriori y los basados en crecimiento de patrones. No obstante,
existen otros aspectos que pueden incidir en la calidad de un algoritmo para lam@a8CF; por ejemplo,
las formas cabnicas utilizadas para representar los candidatos y las estructuras utilizadas para el conteo de
soporte. En la seodn 3.1 se detallan algunas de las formageoaras nas utilizadas en este tipo de mifzer
Aspectos esenciales sobre las estructuras usadas para el conteo de soporte son presentada@ed B secci

3.1 Formas carmnicas para grafos etiquetados

La idea central es construir una secuenciaid#slos que identifique de manehaica a cada grafo.
Estos émbolos describen la topol@gdel grafo y el valor de etiquetas.

Para construir estas secuencias se requiere un ordenamiento ddites\wdel grafo. Este ordenamiento
puede hacerse ya sea mediantelladueda darboles de cobertura (en lgglspanning tre€so realizando
alguna permutadin aleatoria de dichosevtices. Existian entonces, muchas formas de realizar este orde-
namiento y esto haceas complejo el hecho de definir tales secuencias. Mediante formasicas es
posible construir una descrifei Gnica de cada grafo. Esto se realiza seleccionando entre todas las posibles
secuencias que representan un grafo, aquella que se distinga por cumplir éiestossco caractsticas es-
peciales, sdn criterios de orden lexicogfico entre losisnbolos. En las siguientes secciones se presentan
ejemplos concretos dé@mo lograr estas secuencias.

La propiedad del prefijo plantea queada prefijo \alido de una forma cabnica es la forma cabnica
del subgrafo que represent&sta propiedad garantiza la completitud de los resultados ya que cada grafo
podia ser generado al menos una vez. Si una forméariaa cumple la propiedad del prefijo entonésta
podr’ ser utilizada en mingx de subgrafos frecuentes por crecimiento de patrones (vebset@il). En
las siguiente secciones se muestran dos formamazas que cumplen esta propiedad: la codifivaddFS
y la codificacon BFS. Tamk#n se incluye un ejemplo de forma éaiica que no cumple con esta propiedad
en la manera estricta en que&ptanteada; sin embargo, pudo ser utilizada en r@rds grafos utilizando
otros mecanismos para garantizar la completitud.

Las formas cadbnicas son utilizadas fundamentalmente por los algoritmos de imiderSCF que e
basados en el crecimiento de patrones. En la ri@rder conjuntos frecuentes, por ejemplo, es trivial ase-
gurar que el mismo conjunto es verificaddcsuna vez. Sin embargo, en la mifeede grafoeste es un
problema medular. La rén es que el mismo subgrafo puede ser obtenido por crecimiento en divietsas v
adicionando los mismosvtices y aristas en diferentésdenes.

La detecaobn de duplicados puede hacerse manteniendo una estructura de datos con los grafos ya anal-
izados y mediante fitiples comprobaciones sobre dicha estructura. Esta variante garantiza validez en los
resultados pero puede ser devastador para los tiempos de efeguwtinsumo de memoria. Es por eso que
se ha hecho tradicional el uso de las forma$oaras en el recorrido del espacio deshueda.

Las formas cabnicas vistas como secuencias pueden ser ordenadas |&ficagrente de acuerdo con
el valor nungrico o etiqueta de cadansbolo. El espacio delsqueda en los algoritmos de mitzede SCF
es recorrido de acuerdo con este orden lexiafigp. Cuando aparece una secuencia en forma nor@Em
durante el recorrido del espacio dasljueda, es porque la forma daita del mismo grafo candidato ya fue
analizada en un paso anterior. @@deal que el algoritmo que se utilice para recorrer el espaciastpieda
eliminara toda posibilidad de generar formas noécaras, pero no se ha encontrado ninguna variante con
estas bondades y por tanto ha sido necesario comprobar para cada candidatnsiarsta cabnica o no



[15].
Comprobar que un grafo éstepresentado por su forma éaica puede ser una oper@gimuy costosa en
tiempo, ya que se requiere enumerar exhaustivamente todas las posibles secuencias con el fin de seleccionat
de entre ellas aquella que es la secuenci@mian. En algunos casos es posible d&eheutsticas que
permiten reducir el iimero de comprobaciones [6].

3.1.1 Caodificacon CAM

La estructura de un grafo etiquetado puede ser expresada usando matrices de adyacencia. A partir de esta
representadin es posible definir una secuenaigca para representar dicho grafo.

DEFINICION 3.1 (MATRIZ DE ADYACENCIA) Dado un grafo etiquetad6' = (V, E, L, 1) tal que|V| = n
y una permutadin de los ertices enV = {wvg,v1,...,v,-1}, la matriz de adyacencia dé respecto a
dicha permutadn esX = (xi,j)zj;lo donde:

l(vz) Si 1=
zi; =% lle) si e={v,v;}eE . 1)
€ i {vi,v;} ¢ E

El codigo deGG usandaX ha sido definido de varias maneras. En esta éa@iplicaremos dos maneras
de construir esteddigo. La primera variante ubica primero las etiquetas de éosces y luego adiciona
las filas de la submatriz estrictamente triangular inferior (la matriz triangular inferior excluyendo la diago-
nal) (2). Esta forma de codificdmi fue usada por Inokuclet al. [22, 23] y por Honget al. [17] para la
minefia de subgrafos frecuentes.

code A(X) = 20,0%1,1 - - - Tn—1,n—121,0£2,0£2,13,0L3,1L3,2 - - - Tn—1,n—2- (2)

Otra variante fue utilizada por Huaat al. en el algoritmo FFSM el cual es uno de los algoritmdsm
prominentes dentro de la minarde SCF [19]. En FFSM elodigo se construye concatenando las filas de
la submatriz triangular inferior (3).

codeB(X) = T0,021,021,122,022,122,2 - - - Tpn—1,n—1- (3)

Un mismo grafo puede tener varias matrices de adyacencia ya que existe una dependencia con el orden de
los vertices que se utilizdurante la construa@n de la matriz. Caracterizar un grafo etiquetado requiere de
una representamn que sedénica en dicho grafo y en todos aquellos que son isomorfogsien Es por eso
gue se define la matriz de adyacenciadraca (CAM por sus siglas en IrggCanonical Adjacency Mitriz)

a partir del édigo de la matriz.

Dos @digos que representen al mismo grafo siempre fandl mismo tam@ en cuanto a la cantidad
de $Smbolos que componen la secuencia. Estmigos podan ser comparados lexic@jicamente teniendo
en cuenta el orden de las etiquetas.

Algunos autores han definido la CAM de un gré&f@omo la matriz de adyacencia que da lugaicaligo
lexicograficamente mayor entre todos los posiblédigos de las matrices de adyacencia asociadagcon
[23, 17, 19]. Aunque, en otro trabajo se ufilia matriz que logra eladigo lexicogaficamente menor entre
tales @digos [22]. Por la forma en que fueron definidas estas secuencias, sidigascque representan un
mismo grafo son iguales entonces fueron construidos a partir de la misma matriz de adyacencia. Por tanto,
cuando ocurre un empate al encontrar@ligo lexicogaficamente mayor (0 menor) es porque sé est
presencia de la misma matriz CAM.



Table 1. Ejemplos de ¢ 6digos DFS para los arboles DFS de la Fig. 1.

Arbol DFS Codigo DFS
TO (0,1,A-,A)(1,2,A,-,C)2,0,C-,AX2,3,C,-,D)3,1,D,-,AX3,4,D,-,C)
T1 (0,1,A,-,C)(1,2,C,-,D)(2,3,D,-,C)(2,4,D,-,44,0,A,-,A)(4,1,A,-,C)
T2 (0,1,C,-D)(1,2,D,-,C)(1,3,D,-,AB,0,A,-,C)B,4,A,-,A)4,0,A,-,C)

3.1.2 Caodificacon DFS

Para representar un grafo etiquetado mediantéinita secuencia de aristas, se fitsena forma cabnica
llamada codificaéin DFS (por sus siglas en IriggDepth Frst Search [48]. Esta secuencia es conocida
como @digo DFS ninimo.

Arboles DFS. Un arbol DFST puede ser construido cuando se realiza un recorrido en profundidad en
un grafoG = (V, E, L,[). El grafoG puede tener variodrboles DFS porque casi siempre existesme
un recorrido en profundidad (ver Fig. 1). Caatdol define un orden entre todos latices del grafo; por
tanto, podemos enumerar cadatice de acuerdo a este orden DFS. lia d&T seia enumerada cdmdice
0 ya que es el primerartice en el orden DFS. Eltimo vértice en dicho orden correspondé/attice néas a
la derechadeT'. Por ejemplo en la Fig. 1, logvtices enumerados cOry 4 constituyen la rez y el vértice
mas a la derecha en cada uno deddsolesT’0, T'1, T2, ...respectivamente. El camino directo desde la
raiz hasta el @rtice mas a la derecha es llamaddRama nas a la derecha

El conjunto de aristas hacia adelaftgl’) de unarbol DFST en un grafa= contiene todas las aristas de
G que esan enT’, y el conjunto de aristas hacia@B(T') contiene las aristas dg que no estn enT". Por
ejemplo en la Fig. 1, las aristas hacia adelantarestpresentadas medianiteelas élidas y en las aristas
hacia atas conineas punteadas.

TO T1 T2

Figure 1. Ejemplos de arboles DFS para el grafo G.

Cobdigos DFS Un abdigo DFS es una secuencia de aristas construida a partir debahDFS. Esta
secuencia es obtenida ordenando las aristds(&H de acuerdo con el orden DFS. Luego, las aristas hacia
atras desde unarticev son insertadas justo delante de las aristas hacia adelantewesdetiene varias
aristas hacia afis,éstas son incluidas de acuerdo con el orden DFS deéstises terminales. La Tabla 1
muestra ejemplos dédigos DFS para loarboles DFS de la Fig. 1. Estas consideraciones para construir la
secuencia definen un orden lexicafico (<.) entre dos aristas cualesquiera.

Cada arista es representada por una 5-tUpla, l;, ((; ;),/;) dondei y j son losindices de los &rtices
(origeny destino respectivamentg)y /; son las etiquetas de talearices, yi; ;) es la etiqueta de la arista.

Sii < j entonces estamos en presencia de una arista hacia adelante; de otro modo es una ariséshacia atr



Orden lexicografico DFS Sie; = (i1,j1,...) Y e2 = (i2, jo,...), la relacon de ordere; <. es se
cumple siy 6lo si se cumple una de las siguientes condiciones:

o iy < j1ANdg2 <jaA(j1 <jaV (j1=j2Ai1>i2));
® i1 > 1 Nig > ja A (i1 <ig V (i1 =2 A j1 < j2));
® i1 > j1 Nig < ja AN < Jo;
o i1 < J1 Atz > jo A j1 <o,
e i1 =iaANj1=jaNep < ea.

El orden lexicogafico considerando las etiquetas ) compara las aristas y e; respecto a lagltimas
tres componentes de cada 5-tupla. Para determinar el orden entre dos aristas, lalgtigonetprioridad,
luegol(; ), y finalmentel;.

El orden<. puede ser extendido a un orden lexié@f@m (<) entre ©digos DFS. Sea#y, = (a1, az,...,an)
y so = (b1, b, ...,b,) dos ddigos DFS. Decimos que < ss Si se cumple una de las siguientes condi-
ciones:
dt,Vk < t,ap = bg, Y ar <e by; 4)
m < nyVk <m,a = bg. (5)

Codigo DFS ninimo. El codigo DFS ninimo deG es definido como el menobdigo DFS, respecto al
orden=<;, entre todos los posible$digos dei7; a este 6digo lo denotaremos por minDRS).

Por ejemplo entre lostdigos DFS de la Tabla 1 se tiene que: Code(®Q)Code(T1)<, Code(T2).
Ahora, para encontrar minDFRS) es necesario generar todos los posibeigos DFS paré' y seleccionar
entre ellos el menor posible. Es por eso que comprobar quédigacDFS es rmimo tiene un gran costo
computacional. Por ejemplo, para un grafo denso esta compoobtene complejidad computacional
O(n!).

Este tipo de forma camica fue introducida por Yan y Han [48] y ha sido utilizada en varios trabajos de
minefia de SCF [41, 43, 14].

3.1.3 Cadificacon BFS

Otra codificaddn basada en recorridos en amplitud, usada para caracterizar un grafo etiquetado mediante
una secuencia démsbolos, es llamadadcligo BFS ninimo (por sus siglas en InggBreadth Hrst Search.
Arboles BFS Un arbol BFST es construido cuando se realiza un recorrido en amplitud en un grafo
G = (V,E, L,l). El grafoG puede tener variagboles BFS porque casi siempre existsrde un recorrido
en amplitud. Estérbol T' define un orden para lositices deG, dado por el momento en que fueron
visitados durante el recorrido. Este orden es llamado orden BFS. A éatilcevse le puede asignar un
indice entré y |V | — 1 de acuerdo con dicho orden. LazaeT tendé& asignado @hdice0.
De igual manera que se hizo en la codifiéacDFS, el conjunto de aristas hacia adeldnté’) contiene
todas las aristas d& que esin enT’, y el conjunto de aristas hacia@$B(7') contiene las aristas d& que
no esan ent.
Cadigos BFS El codigo BFS asociado con atbolT es una secuencia derbolos {ndices o etiquetas).
El primer elemento de esta secuencia es la etiqueta del nadend’. Este ©digo se va construyendo
durante el recorrido en amplitud que origiaT. Las aristas hacia @s desde cad&vticev son visitadas
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Figure 2. Ejemplos de arboles BFS para el grafo  G.

Table 2. Ejemplos de ¢ 6digos BFS para los arboles BFS de la Fig. 2.

Arbol BFS Codigo BFS
TO A(0,-,A1)(0,-,C,2)(1,-,C,2)(1,-,D,3)(2,-,.D,3)(3,-,.D,4)
T1 A(0,-,C,1)(0,-,A,2)(1,-,A,2)(1,-,D,3)(2,-,.D,3)(3,-,D,4
T2 C(0,-,D,1)(1,-,C,2)(1,-,A,3)(2,-,A,3)(2,-A,4)(3,- A4

antes que las aristas hacia adelante que parten @eda vez que una arista es visitada, un fragmento de
longitud cuatro esfeadido a la secuencia, este fragmento tiene la fogae; dondee es la etiqueta de

la arista,v la etiqueta del &rtice destinoj, es elindice del nodo origen &; es elindice del nodo destino

(10 < iq). La Tabla 2 muestra ejemplos dédigos BFS para loarboles BFS de la Fig. 2. De manera
resumida, un@digo BFS puede ser descrito por la siguiente exprestgular:

vligevig)™, (6)

dondem = |E(G)|.

Coédigo BFS ninimo. Todos los posiblesarligos BFS del grafds pueden ser comparados entie s
lexicograficamente. El menor entre estadigos es llamado eladigo BFS ninimo y lo denotaremos
minBFS@G).

Este tipo de forma cd@mica fue utilizada por el algoritmo MoFa [7] y fue presentada formalmente por
Borgelt [6].

3.2 Mineria de subgrafos conexos frecuentes

En esta secoin se presentan diferentes algoritmos para la rrarde SCF.

3.2.1 Algoritmos basados en Apriori

Los algoritmos basados en Apriori, comparten carastieas similares con el Algoritmo Apriori para minar
conjuntos frecuentes [2]. Todos estos algoritmos requieren de una @petakS$! ONen IngesJOIN) para
mezclar dos subgrafos y obtener subgrafos candidatos dédamayor. Estos algoritmos se diferencian
entre §casi siempre por los elementos que son usados para medir @tgcaamtidad de elementos) de cada
subgrafo: ertices [22, 23], aristas [26], y caminos con aristas disjuntas [40]. En el contexto de laaminer
de SCF, los algoritmos basados en Apriori tienen dos grandes dificultades relacionadas con lanoperaci
FUSION (1) es computacionalmente compleja en tiempo y (2) genera muchos candidatos.



Algoritmo 1: SCF-Apriori (D, §, Sk, S)
Entrada: D - conjunto de grafos) - umbral de frecuencia mima,
Si - Conjunto de subgrafos conexos frecuentes deftarha
Salida: S - Conjunto de todos los subgrafos conexos frecuentes

S — SU Sk,
Sk+1 — @,
foreach subgrafo frecuentg; € Sj, do
foreach subgrafo frecuentg; € Sj, do
foreach subgrafo de tam@o k + 1: g € FUSIONg;, gj) do
| if o(g,D) > dthen Sy — Si1 U{g};
end
end
end
if Si1 # 0 then
| SCF-Apriori (D, 8, S41, 5);
end

© 00 N O 0o~ W N P

Bk e
N B O

Figure 3. Esquema general del paradigma Apriori.

El algoritmo 1 muestra una descripoigeneral de los algoritmos basados en Apriori. En cada llamado
recursivo del algoritmo, el tarfia de los nuevos SCF descubiertos es incrementado en uno respecto al
llamado anterior. El proceso de genetecide candidatos es mostrado enited 5 y se realiza mediante
la operacbn FUSION Para invocar este algoritmo por primera vez es necesario cakjufef conjunto de
SCF de tami@do 1) en un procedimiento aparte (dependiendo de las especificaciones de cada algoritmo).

Como ya se mencidn el primer algoritmo disiado para la minéa de SCF fue FSG [26], aunque hubo
un trabajo previo a este que noi@en cuenta la conexidad [22]. Ambos modelos son basados en Apriori.
En FSG el tam@o de los grafos egtdeterminado por elimero de aristas. Dos grafos de téima se
pueden fusionar cuando comparten un mismo subgrafo déitatna 1 llamado rucleo (en Ingkscore) y
se diferencian en una sola arista. Estadfusis muy compleja para los candidatos de mayorftareunque
genera menos candidatos que la variante del algoritmo AGM.

Tanto AGM como sus posteriores adaptaciones para la raideiSCF (AcGM [23], Topology [17], Gen-
eralized AcGM [21]) miden el tanfieo de los grafos contando dlimero de @rtices. Los grafos candidatos
son representados mediante su CAM y esta represéntasiusada para la genefacide candidatos. Para
gue dos grafos de tarak se puedan fusionar es necesario que ambas CAM tengan igual submatriz prin-
cipal de tam@io k — 1, en otro caso el resultado de la fusies el conjunto vao. Esto significa que ambos
grafos deben compartir un subgrafo de taova— 1 y diferenciarse en un sol@ntice. Los grafos de tarfia
k + 1 resultantes de la fusn contienen el subgrafo cém y los dos @rtices que diferencian los grafos. La
arista que pudiera unir a estos d@stices es la que diferencia a los nuevos grafos generados y es el motivo
del alto rumero de candidatos que hay que procesar.

Otra variante muy interesante para la gené@macle candidatos basdose en caminos disjuntos, es el
algoritmo PATH-BASED [40]. En este algoritmo el tafitade un grafo eatdado por la cantidad de caminos
disjuntos que tiene. Un grafo candidato de tAova+ 1 es generado a partir de dos grafos de féoiaque
solo se diferencian en uno de los caminos disjuntos.
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Algoritmo 2: SCF-Crecimiento (g, D, §, S)
Entrada: g - un grafo frecuentel) - conjunto de grafosj - umbral de frecuencia mima.
Salida: S - Conjunto de todos los subgrafos conexos frecuentes

1 if g € Sthen return;

2 S—SuU{gh

3 E4 «— Conjunto de aristastales que exista eb la extensdn g o e;
4 foreache € E,; do

5 | ifo(goe, D) > éthen SCF-Crecimiento (goe, D, 6, S);
6 end

Figure 4. Esquema general del paradigma crecimiento de patrones.

3.2.2 Algoritmos basados en crecimiento de patrones

Un grafog puede ser extendido adici@ndole una nueva arista Hay dos formas de realizar esta exténsi
en dependencia de que la arist&éezimpuesta por: (1) do€stices dgy, 0 (2) un \ertice eng y un \ertice
nuevo. El grafo resultante de esta exténse denota comgo e.

El esquema de los algoritmos basados en crecimiento de patrones se describe de forma general en el
Algoritmo 2.

La generadin de candidatos en este paradigma bsisada en la operaaide extengin. Se han disedo
varias estrategias utilizando diferentes formaoaras de grafos (ver seéci 3.1), pero en todas es nece-
sario tener en cuenta la existencia de duplicados. En muchos casos la eficiencia de un algarftedest
mente ligada a disminuir elumero de duplicados.

Algoritmo gSpan. El primer algoritmo de minéa de SCF basado en el crecimiento de patrones fue
gSpan (por sus siglas en laglgraph-based Bbstructure p&ern mining) [48]. Este trabajo introduce la
codificacbn DFS como una prometedora forma @aita para representar grafos etiquetados en la fainer
de grafos [33] y se propone un algoritmo no tan exhaustivo para la dateteduplicados. La definimn 3.2
nos permite entender el espacio dstueda en gSpan.

DEFINICION 3.2 (EXTENSION MAS A LA DERECHA) Seas un cddigo DFS nmimo ye una arista que no
pertenece &. Se dice que es una extenén mas a la derecha de si e conecta al @rtice nas a la derecha
con otro \ertice en la rama ras a derecha de (extensbn hacia atés); o e introduce un nuevoértice
conectado a unéartice de la rama ras a derecha de (extensbn hacia adelante). En tales casos, étigo
s’ = s o e denotad al codigo obtenido luego de extendes &@one; se dice ques’ es un hijo des 0 ques es
el padre des’.

El espacio de bbisqueda en gSpan es definido comcaadool que en sus nodos contiertligos DFS y
el concepto de padre-hijo viene dado por la defanic3.2. Como la codificach DFS cumple la propiedad
del prefijo (ver secé@in 3.1) entonces cadéadigo DFS ninimo (de longitudn, m > 1) es un hijo de algn
otro addigo DFS ninimo (de longitudn — 1); es decir, recorriendo el espacio deshueda para cada arista
frecuente (6digo de longitud) en D se logra completitud en laisqueda. Ehrbol del espacio ddisqueda
tiene que ser podado a partir de cualquier nodo que contendgadigodFS no-rmimo. Cada 6digo no-
-minimo representa un candidato duplicado ya quédigno DFS ninimo del grafo asociado debe haberse
generado anteriormente, pues lésligos DFS se generan ascendentemente en el orden l&ficogr
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Todos los algoritmos basados en crecimiento de patrones generan duplicados durante el recorrido del

espacio de bisqueda. En gSpan, los candidatos duplicados son aquéetimos DFS que son noimimos.

Como se ha dicho anteriormente, para comprobar la minimalidad o no-minimalidad @elign ®FS

se requieren pruebas exhaustivas con un alto costo computacional. Para comprobadgjauBESs es

minimo o no, gSpan propone su propio algoritmo el cual es computacionalmas&ficiente que la prueba
exhaustiva. Se generan aquellos prefijos@igos DFS que son menores o iguales que el correspondiente
prefijo ens. Sialgin prefijo de estos es menor estricto guentonces es un ©digo no-ninimo y la prueba
concluye. Como se puede ver esta prueba de minimalidad sigue siendo exhaustiva y computacionalmente
costosa; por ejemplo, en los casos cuando este prefijo es encontradméarg o cuando ebdigo s es
realmente rmimo.

El esquema del algoritmo gSpan ha sido utilizado como punto de partida pdiardidgoritmos ras
eficientes o mejor adaptados a condiciones éfpas de aplicaéin. El algoritmo CloseGraph fue presen-
tado como una adaptéci de gSpan para la minarde SCFC [47]. En otro trabajo, una estructura llamada
ADI (por sus siglas en IngsAdiacency hdey es utilizada para incrementar la capacidad de procesamiento
de gSpan [41]. Con el uso de esta estructura fue posible procesar conjuntos de datos de fmatosama
cuales no poi@dn ser cargados en memoria por los algoritmos conocidos hasta entonces. El algoritmo Edgar
(Embeding-basedraph mine) introduce mejoras en gSpan media@enicas de optimizagh de édigos y
una estrategia de poda en el espacioiggbeda basada en estructuras de correspondencias [43]. Estos dos
Gltimos trabajos no modificaron el esquema general de gSpan para la geméeel@spacio dellsqueda.

Recientemente, se han descubierto nuevas propiedades de la c@ifl@kS y esto ha permitido mod-
ificar en mayor medida el esquema general del algoritmo gSpan para obtener mejores resultados. En el
algoritmo FSP (por sus siglas en lagFrequent 8bstructure Rttern mining se introdujo el concepto de
codigo DFS balanceado y se esfuth estructura del espacio dédgueda basdose en propiedades de las
extensiones @s a la derecha [14].

Otros ejemplos de algoritmos desarrollados bajo el paradigma de crecimiento de patrones son MoFa [7],
FFSM [19] y Gaston [31]. Estos junto a gSpan pueden ser considerados como la base de todos los trabajos
desarrollados en la miriarde SCF bajo este paradigma.

Estos tres algoritmos (MoFa, FFSM y Gaston), mantienen en memoria estructuras de correspondencias
(EC) que permiten realizar un conteo eficiente de la frecuencia de los candidatos. La implémentaci
original de gSpan utiliza listas de identificadores (LI) y por eso necesita de algoritmos para las pruebas
de sub-isomorfismo que permiten localizar a un candidato dentro de los grafosndtuidos en LI. Los
algoritmos que usan EC no necesitan realizar las pruebas de sub-isomorfismo, pero @pspatio en
memoria que las LI (sobre todo en los candidatos de flanmaenor). En la sea@n 3.3 abordaremos un
poco nas sobre las estructuras de datos y estrategias que se han utilizado para realizar el conteo de soporte.

Algoritmo MoFa. El algoritmo MoFa (por sus siglas en ldgmining Mdecular Fragment$ fue inspi-
rado en el algoritmo Eclat [52] para minar conjuntos frecuentes. Este algoritmo utiliza la codifiE&s
para representar los candidatos. MoFa brinda muchas funcionalidades para subapdinamnjuntos de
datos moleculares, sin embargo ha mostrado demoras en los tiempos de respuesta en estudios comparativos
realizados previamente [44]. Es por eso que se propuso un maitheidohentre MoFa y FSG que per-
mite reducir el costo de mantener las EC para los candidatos de mendotf28h El esquema de MoFa
tambin fue utilizado para la minierde SCFC introduciendo novedosas estrategias para podar el espacio de
blsqueda [9].

Recientemente, se realizaron experimentos con MoFa para comparar dos formas de evitar los duplicados
[8]. Como se ha visto anteriormente, comprobar que un candid@oegsesentado en su forma daita
es una forma de garantizar geste no es un duplicado. Otra forma de hacer esta compéobesimantener
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una estructura de datos (tabla Hash) con todos los subgrafos que ya han sido procesados y consultarla toda
vez que un nuevo candidato es enumerado. En dicho trabajo, Borgelt y Fiedler mostraron que el hecho de
ajustar la fundn Hash en la segunda variante puede implicar ligeras mejoras en el tiempo para minar SCF
con respecto al uso de formas 6aitas.

Algoritmo FFSM. El algoritmo FFSM (por sus siglas en leglFast Frequent 8bgraph_Mning) es un
método que mezcla ideas de ambos paradigmas (Apriori y crecimiento de patrones). La codifzsdi
es utilizada por este algoritmo para representar los grafos etiquetados. Este algoritmo restringe notablemente
el nimero de posibles extensiongs e, de tal modo que no se garantiza la completitud de los resultados.
Esto no es un problema porque el resto de los candidatos son generados mediante uris GhESHGN
araloga a la del paradigma Apriori. A partir de FFSM se @igsel algoritmo SPIN (por sus siglas en lagl
Spanning tree based graph mirgh[20] el cual se enfoca a la miriarde los SCFM.
~ Un algoritmo llamado FSMA, muy parecido a FFSM, fue publicado recientemente por Wu y Chen [45].
Este algoritmo propuso utilizar Matrices de Incidencias en lugar de las Matrices de Adyacencias usadas por
FFSM. Con este nuevo tipo de matrices se redujo el costo en la detetrduplicados.

Algoritmo Gaston. El algoritmo Gaston (por sus siglas en legGraph/sequenceree extractioh es
considerado por muchos autores éseficiente entre los cuatro algoritmos de niméde SCF ras renom-
brados (gSpan, MoFa, FFSM y Gaston). No obstante estudios comparativos posteriores han mostrado que
esta supremaa no es absoluta [44, 33]. En Gaston se utilizan ideas anteriormente desarrolladas para la
blusqueda de subestructuragdssimples (caminosarboles) antes de buscar los subgrafos frecuentes con ci-
clos. Primero se detectan los subcaminos frecue@séss se usan para formar adtoles (grafos aclicos)
y finalmente se generan los subgrafadicos.

3.3 Estructuras de datos para indexar la colecén de grafos

En los algoritmos de mingx de patrones frecuentes, el conteo de frecuencia es uno de los procesos
fundamentales. Las pruebas de sub-isomorfismo en la miderSCF, hacen que este proceso skig@r
Para este tipo de minares pacticamente imprescindible el uso de estructuras de datos que indexen la
coleccbn de grafos; de este modo, es posible optimizar algunos procesos dentralidguada como el
conteo de soporte. Otra manera de clasificar los algoritmos existentes para minar SCF toma en cuenta las
estructuras de datos que utiliza para indexar la cdeacde grafos. Han existido cuatro tendencias: (1)
blsqueda exhaustiva, (2) usando lista de identificadores, (3) usando estructuras de correspondencias, e (4)
hibridos entre (2) y (3).

(1) Busqueda exhaustiva:consiste en que dado un candidai@s necesario recorrél para encontrar
cuantos grafo€r; contienen al menos un sub-isomorfismaogdeD. Por el costo computacional asociado a
las pruebas de sub-isomorfismo esta variante solo es funcional para candidatodidentampequio. La
ventaja que tiene esteatodo es que no necesita memoria adicional para realizar el conteo durante el proceso
de generadin de candidatos. Lallsqueda exhaustivale ha sido utilizada en variantes simplificadas de los
algoritmos existentes para bases de datos [fegueasi siempre utilizando el algoritmo de Ullmann [39]
para las pruebas de sub-isomorfismo. En esta variante no se utilizan estructuras de datos para indexar la
coleccbn.

(2) Listas de identificadores: (LI) consiste en mantener para cada grafo genegadma lista con los
identificadores de los grafog7; que contienen al menos un sub-isomorfismg @e(z;. Esta variante no
elimina las pruebas de sub-isomorfismo pero reducémleno deestas notablemente. El proceso de man-
tener las listas en estado consistente no requiere de gran podangato; la lista de un nuevo candidato
puede obtenersadilmente a partir de las listas de los grafos que le dieron origen durante el proceso de gen-
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eracbn. Para almacenar dichas listas se requiere de memoria adicional pero no tanta como en las estructuras
de correspondencias. Los algoritmos FSG, Topology y gSpan, usan este tipo de estructuras.

(3) Estructuras de correspondencias({EC) consiste en mantener para cada grafo geneyadstruc-
turas que indexen todas las ocurrenciag @& D. Nbotese quey puede ocurrir ras de una vez en algunos
G; € D. Las EC requieren muchoas espacio en memoria que las LI, pero eliminan por completo las
pruebas exhaustivas de sub-isomorfismo. Este tipo de estructuras se ha usaxitoaam los algoritmos
AcGM, FFSM, MoFa, Gaston y en algunas modificaciones de gSpan como Edgar y ADI.

(4) Hibridos: consiste en utilizar LI durante el procesamiento de los candidatos de mendiotgraa
partir de cierto tanfaéo empezar a usar las EC. Las EC requieren mudis mmemoria en los candidatos
pequéos, ya queestos pueden ocurrir en muchas partes dentro de los grafbs @& conocido que las
pruebas de sub-isomorfismo son menos costosas en los candidatos de mefior Estmjustifica el uso
de la variante (2) para empezar lashueda y luego continuar con la variante (3). Para un mejdiaide
estas variantes, surge la siguiente pregunta@ingiCseleccionar el tarfia de los candidatos entre las dos
variantes?; que es equivalente a la pregunta: ¢A partir @engmento las pruebas de sub-isomorfismo se
hacen lo suficientemente costosas para que sea preferible mantener las EC en memoria?. En [28] se propone
usar una variante de este tipo que permite reducir notablemente los tiempos dedejeeliclgoritmo
MoFa.

3.4 Colecciones de grafos usadas internacionalmente

Las bases de datos bidquicas, en especial los conjuntos de awllas, constituyen uno de los principales
campos de aplicagn de la minegia de SFC sobre grafos etiquetados. Estas colecciones de grafos han sido
usadas para evaluar el desefipée los algoritmos de mirierde SFC. En la Tabla 3, se describen algunas
de las colecciones @s citadas dentro de esta t&tina.

La coleccon PTE [36] es la base de datosasnpequBa que usaremos en este trabajo. Esta contiene
solamente 337 grafos que representanaauhs utilizadas en competencias internacionales de verificaci
toxicologica predictiva [36]. Esta cole@ri se caracteriza por tener una enorme cantidad de SCF a pesar
de su pequ& tamd#io; por ejemplo, posee 136981 patrones frecuentes (SCF) tomando como umbral de
frecuencia eR% del tamdio de la colecd@n.

Entre las bases de datos de mediano fanescontramos CAN2DASY HIV 3. La coleccon CAN2DA99
contiene la representaéci en forma de grafo d&557 moléculas presentes en Tumores Calymros mien-
tras que en HIV se incluye la informaxci referente 2689 estructuras moleculares del Virus de Inmunod-
eficiencia Humana.

Para el estudio del desenijwede los algoritmos de mirerde grafos se han utilizado partes de la
coleccbn HIV que contienen las métulas moderadamente activas (HIV-CM) y las@colas activas (HIV-

CA). Como puede apreciarse en la Tabla 3, estas dos colecciones sofigeene&uanto a la cantidad de
grafos pero, al igual que PTE, poseen una gran cantidad de SCF.

La coleccon NCF es la nés grande entre las bases de datos que tradicionalmente se utilizan en com-
paraciones de algoritmos de mifeede grafos. Los algoritmos de mirede SCF que usan estructuras de
correspondencias (ver segni3.3) necesitan demasiada memoria RAM para poder procesar dicha@ulecci

Ademas de estos conjuntos de grafos reales, se han estado usando colecciones artificiales producidas
por generadores aut@ticos. Uno de los generadores audicos de grafos siaticos nas usado es el

2http://dtp.nci.nih.gov/docs/cancer/canakata. html
3http://dtp.nci.nih.gov/docs/aids/aidkata. html
“http://cactus.nci.nih.gov/ncidb2/download.html
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Table 3. Colecciones de grafos.

Coleccbn | # de grafos promedio de aris{ tamdio  del | # de etiquetas ef
tas por grafo mayor grafo | los vertices

PTE 337 26 213 66
HIV-CA 423 42 186 21
HIV-CM 1083 34 234 27
CAN2DA99 || 32557 28 236 69
HIV 42 689 27 234 58
NCI 237771 22 276 78

propuesto por Kuramochi y Karypis [26]. Utilizar este tipo de colecciones artificiales permite estudiar el
comportamiento de los algoritmos manteniendo o variando algunas propiedades de larcdecgafos.

4 Motivacion

A partir de lo expuesto en la seb6ai 3, los algoritmos para la miiarde SCF han ido ganando en
eficiencia y aplicabilidad. Diversas estrategias han sido creadas para mejorar los procesos medulares en la
blusqueda de los SCF: la enumetaxcde los candidatos, la dete@eide duplicados y el conteo de frecuencia.

Sin embargo, los algoritmos existentéfospueden ejecutarse sobre colecciones de grafos dé@ddija
y limitado. En casi todos los casos se asume que la coleqiede ser cargada en memoria RAM. Los
trabajos orientados a procesar grandesimaines de grafos (almacenables solamente en disco duro) son
muy pocos [41].

Incluso si se asume que la memoria RAM es suficientemente grande para almacenar las colecciones
de grafos, el costo computacional en tiempo de los algoritmos existentes sigue siendo alto. El desarrollo
de nuevas y mejores hésticas para podar el espacio desueda y hacer as eficiente la detedm de
duplicados sigue siendo uria¢a de investigagn abierta.

La formas cafnicas utilizadas por los algoritmos basados en crecimiento de patrones para representar
los candidatos han sido poco estudiadas para su uso erianiteegrafos. Trabajos recientes muestran que
si es posible lograr mejores tiempos de ejeonaitilizando propiedades de las formas@ainas [14].

El algoritmo Gaston [31] propuso estrategiagqgticamente insuperables durante la enumenade las
estructuras @s simples (caminos §rboles). Para lograr esto expadl maximo las propiedades de las
formas cabnicas que utilip para representar dichas estructuras. No obstante, este algoritmo muestra un
desempio todava mejorable en el paso de generar los grafos con ciclos.

La mineiia de SCFC, SCFM vy otras variantes, sobre colecciones de grafos etiquetados, ha sido poco
estudiada. Es importante hacer notar el gran avance que se ha logrado enikaeieste tipo de patrones,
sobre estructuras menos complejas como los conjuntos y las secuencias [15]. La deiggafos con estas
restricciones tambn resulta de gran utilidad ya que no siempre es posible para un usuario analizar el gran
volumen de SFC.

Es por eso que consideramos importante investigar sobre este tipo deardindatos.

5 Problema aresolver

Los algoritmos existentes para la mireede SCF &lo logran tiempos de ejecuxi aceptables cuando
se ejecutan sobre colecciones de grafos defiarfip y limitado. La identificadn de los duplicados y
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las pruebas de sub-isomorfismo, durante el proceso de imiroemstituyen las tareas queésnrecursos
computacionales demandan.

6 Propuesta
6.1 Pregunta de investigad@n
¢ @mo obtener mejores tiempos de respuesta en la riderSCF?
6.2 Obijetivo general
Disenar dos algoritmos para la minamde SCF, ras eficientes que los existentes en el estado del arte.
6.3 Objetivos particulares

1. Encontrar propiedades en las formas de represéntdeilos grafos etiquetados que permitan:

(a) Reducir el costo computacional de determinar si una forma ésican aunque sea en algunos
casos.

(b) Optimizar el proceso de generagide candidatos en minarde SCF.

2. Utilizar las propiedades encontradas en el objetivo 1 par@atiaen algoritmo para la minier de
todos los SCF, que cumpla las siguientes condiciones:

(a) Reducir la posibilidad de duplicados respecto a los algoritmos existentes, durante el proceso de
enumera®n de candidatos.

(b) Deteccbn de duplicados & eficiente que en los algoritmos existentes.

3. Determinar una propiedad de iréer(cerrados, maximales o alguna otra) en la rmange SCF, que
cumpla las siguientes condiciones:

(a) El conjunto de los grafos que cumpla con esta propiedad debeéasgraguio en cardinalidad
gue el conjunto de todos los SCF.

(b) A partir de los grafos que cumplan con esta propiedad es posible describir el conjunto de todos
los SCF.

4. Disdiar un algoritmo para la minierde los SCF que cumplan la propiedad de égeatel objetivo 3.
6.4 Metodolodga propuesta

1. Encontrar propiedades en las formas de representar los grafos etiqugtbeosn la minga de
grafos.

(a) Estudio citico de las formas existentes de representar grafos etiquetados.
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(b) Encontracondiciones suficientepara afirmar que una forma no es énita. Estas condiciones
suficientes tienen que ser programables en tiempo de epegogiinomial. Condiciones de este
tipo han sido propuestas por Hanhal. [14] para la codificaéin DFS.

De manera general, el problema de determinar si una forma ésicaro no requiere de una
prueba exhaustiva que tiene complejidad temporal exponencial [6]. Ganaestdiciones sufi-

cientes sex posible determinar si una represeritadie un grafo no es céanica sin necesidad

de hacer la prueba exhaustiva.

(c) Encontrar propiedades del tipo:

Seanf; y f, dos codificaciones de sendos grafos. Siya se conocgeegcamnica

0 no, entonces pudieran estudiarse “posibles relaciones” effitrg fo que permi-
tan reducir, o incluso eliminar, el costo computacional del proceso de caractefizar
(conocer si es camica o no) a partir del resultado que ya se conocefde

Este tipo de propiedades permite reutilizatcolos anteriores para predecir resultados sin re-
alizar pruebas exhaustivas. No se conocen trabajos previos que utilicen propiedadéstesmo
A este tipo de propiedades las llamarermogdiciones de reutilizacbn.

2. Disdiar un nuevo algoritmo para la min@ide todos los SCF, utilizando las propiedades encontradas
en el paso 1.

(a) Proponer una forma para la represei@acie grafos etiquetados y una estrategia eficiente para
recorrer el espacio delbqueda. La seledm de la forma de representaciadecuada incide
sobre la eficiencia en la deteénide duplicados y tamdin sobre la eficacia del algoritmo que
recorre el espacio ddibqueda.

i) Estudio citico de los algoritmos de mirier de SCF haciendénfasis en el recorrido del
espacio de bisqueda.

ii) Proponer una forma para la represenbacile grafos etiquetados que nos permita recorrer
el espacio delisqueda reduciendo el costo de las pruebas de duplicados.

iii) Desarrollar un nuevo algoritmo para recorrer el espacioldgbeda, utilizando las propiedades
del paso 1.

iv) Evaluacbn de los resultados mediante pruebas sobre bases de datos artificiales y com-
paracon de los resultados.

(b) Proponer una estructura de datos para indexar la coteda grafos durante el recorrido del
espacio de tisqueda.

i) Estudio citico de las estructuras de datos existentes hacienf@sis en aquellas que pueden
ser utilizadas o adaptadas a la estrategia resultante del paso 2.a).
ii) Proponer una nueva estructura de datos para la estrategia resultante del paso 2.a).

iii) Evaluacion de los resultados mediante pruebas sobre bases de datos reales y comparaci
de los resultados.

3. Determinar una propiedad en la mitzede SCF que permita reducir el taioade la salida y describir
al conjunto de todos los SCF. Entre las propiedadas citadas en mingr de grafos eéan los SCFC
y SCFM.

(a) Estudio citico de las propiedades utilizadas en la miagle estructuras &s simples (conjuntos,
secuencias) y de aquellas que ya han sido utilizadas enimuhegrafos.
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(b) Seleccionar una propiedad que permita reducir el fimnde la salida de los algoritmos de
mineia.

(c) Proponer una nueva héstica que permita podar el espacio destpueda para encontrar los
subgrafos que satisfacen la propiedad del paso anterior.

(d) Evaluacbn de los resultados mediante pruebas sobre bases de datos artificiales y cémparaci
de los resultados.

4. Integrar los resultados obtenidos en el paso 1y 3 para proponer un algoritmo para ia dares
SCF que satisfaga la propiedad propuesta en el paso 3.

5. Evaluacbn experimental de los algoritmos obtenidos en colecciones de grafos de prueba.
6.5 Contribuciones
Los principales contribuciones esperadagahino de esta investigani doctoral son las siguientes:

1. Nuevas propiedades en las formas de representar gtédésspara la minéa de SCF.

(a) Condiciones suficientes para afirmar que una forma no ésican
(b) Condiciones de reutilizamn de resultados previos.

2. Un algoritmo eficiente para la minarde todos los SCF.

3. Unalgoritmo para la min@ de los SCF que satisfaga alguna propiedad que permita reduaneto
de SCF minados y adéxa describir al conjunto de todos los SCF.

6.6 Calendario de actividades

El calendario de actividades se muestra en la Fig. 5.
7 Resultados preliminares

En esta secbin se presentan los resultados que ya se han alcanzado durante el desarrollo de esta in-
vestigacbn. Primero se introducen nuevas propiedades de la codific&d+S incluyendo en cada caso
su correspondiente demosti@etimatenatica. Luego, se presenta un nuevo algoritmo llamado gRed que
permite minar todos los SCF. gRed utiliza las propiedades antes mencionadas para optimizar el proceso de
minefia. Al final de la secéin se incluyen resultados experimentales que muestran el buen désesepe
gRed en compara@n con algoritmos existentes.

7.1 Nuevas propiedades de lodigos DFS
Seas = eg,e€1,...,e, Un ddigo DFS ninimo que representa un grafo etiqueta@o= (V, E, L, 1)
donde|V| = n, y |E| = m. Denotemos mediantBE(s) al conjunto de todas las extensioneasma la

derecha desde que surgen cuando el algoritmo gSpan recorre la cdlacde grafosD (ver linea 3 del
Algoritmo 2). Este conjunto puede ser particionado en varios subconjuntos:

RE(s) = Bo(s)U...UBy(s) U Fo(s)U...UF,(s),
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Actividad

Trimestres Trimestres
2008 2009
12314123

Investigacion del drea de interés, definicion del tema.

Estudio del estado del arte

Encantrar propiedades en las formas de representar los grafos etiquetados Utiles en
la mineria de grafos.

a}  Estudio critico de las formas de representar grafos etiquetados existentes.
b}  Encentrar condicicnes suficientes
¢} Encontrar cendiciones de reutilizacion

4 Disefiar un nueve algoritmo para la mineria de todos los SCF

Proponer una forma para la representacién de grafos etiquetados y una

2 estrategia eficiente para generar el espacio de busqueda.
i) Estudic critico de los algoritmos existentes.
i) Progener una forma para la representacion de grafos etiquetados.
ii1) Propeoner una nueva estrategia para recorrer el espacio de blsqueda.
) Evaluacion de los resultades
b} Propener una estructura de datos para indexar |a coleccion de grafos durante
el recorride del espacic de basqueda.
] Estudic critico de las estructuras de datos existentes.
i) Preponer una nueva estructura de datos.

ii1) Evaluacion de los resultados.

§  Determinar una propiedad en la mineria de SCF.

Estudic criticc de las propiedades existentes en mineria de patrones

a}
frecuentes.
b} Seleccionar una propiedad que permita reducir el tamafio de la salida en
mineria de SCF.
¢} Proponer una nueva heurfstica que permitan podar el espacic de bdsqueda.
d}  Evaluacién de los resultados.
6 Desarrollo de algoritmo para la mineria de los SCF que satisfacen la propiedad
propuesta.
7 Evaluacién experimental de |os algoritmos desarrollados.
8  Escritura de articulos.
9 Redaccitn de la propuesta de Tesis Doctoral.
10 Redaccién del documento de Tesis Doctoral.
11 Defensa de |atesis.

donde B;(s) contiene las extensiones haciadatique tienen a@rtice destino conndicei, y F;(s) es el
conjunto de las extensiones hacia adelante desd=tgtes corindice:. Para cadaérticev; en la rama ras

a la derecha, supongamos que tehghcei, i # n — 1, la aristaf; representa la arista hacia adelante que
nace en; y que forma parte de la ramaasa la derecha. La notacie~! seé utilizada para referirnos a la

Figure 5. Calendario de actividades.

aristae pero en el sentido inverso al que se le impuso eleigo s.

Los dos teoremas que se enuncian a contimaconstituyencondiciones suficientes de no-mini-
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Fe(s)
RE(s) = Bo(s) U By(s) U Fy(s) U Fy(s) U Fg(s)

Figure 6. Ejemplo de un arbol DFS y las particiones en larama m as a la derecha.

malidad para los hijos de unéedigo DFS ninimo.

TEOREMA 7.1 Seas un dddigo DFS ninimo y seay; un \értice en la rama ras a la derecha de conindice
i y distinto del ertice nas a la derecha. S € F;(s) ye <; f;, entoncess’ = s ¢ e es un édigo DFS
no-rmnimo.

Proof Seah el numero entero tal que, = f;. Las aristag;, y e parten del @rticev; y ambas son aris-
tas hacia adelante ef\ Por tanto, es posible alterar el recorrido DFS que da origenisitandoe antes
queey,. Sie es visitada inmediatamente antes gyeel cddigo DFS resultante tiene el siguiente formato
Sho= €0, . eh—1,€,€h, ... €, dondeeg es la misma arista; pero con los nuevomdices para cada
j > h. Los ddigoss’ y s; tienen el mismo prefijey, . ..,e,_1 Yy estamos considerando que<; ep;
entonces, la condién (4) del orden lexicogfico (ver secd@n 3.1) asegura qug < s’. Asi, concluimos
ques’ es un ©digo no-nmnimo. |

El teorema 7.1 permite asegurar la no-minimalidad de algunos de los hijos deligo ®FS ninimo
gue fueron obtenidos por extensiones hacia adelante. Esta no-minimalidad es garantizada sin necesidad de
realizar una prueba exhaustiva de minimalidad. Resultados similares para las extensionesaszsia atr
mostrados en el teorema 7.2.

TEOREMA 7.2 Seas un dddigo DFS nnimo y sea; un \értice en la rama ras a la derecha de conindice
i. Sie € Bi(s)ye™! <; fi, entonces’ = s ¢ e es un édigo DFS no-riimo.

Proof De manera similar a como se hizo en la demostraciel teorema 7.1, sdael nimero entero
tal quee;, = f;. Es posible alterar el recorrido DFS que da origen dsitandoe antes quesy,. Si
e~! es visitada inmediatamente antes gue el codigo DFS resultante tiene el siguiente formajo=
€0y---ren_1,€ L€}, ... e,,. Los ddigoss’y s tienen el mismo prefije,...,e,_1 y estamos con-

siderando que~! <; ey,; entoncess) < s'. Asi, concluimos que’ es un édigo no-ninimo. [ |

SeaRFE(s) el conjunto de todas las extensione@sna la derecha deque se obtiene directamente desde
RE(s) eliminando aquellas que, daglos teoremas 7.1y 7.2, dan lugar@ligos no-nmimos (RE(s) C
RE(s)).

A continuacon se presentan algunos resultados que permiten asegurar la minimalidad o no-minimalidad
para algunosadigos DFS resultantes de aplicar las extensiones que quedakn(ehsobres. En dichos
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casos se puede asegurar el resultado sin necesidad de realizar pruebas exhaustivas de minimalidad. A los
siguientes dos teoremas los llamareroosdiciones de rupturapara los hijos de.

TEOREMA 7.3 Seas un cddigo DFS rinimo y sea; un \értice en la rama ras a la derecha de conindice
i. Sie, e’ € F;(s); entonces, se cumple que:

1. sis ¢ e esun 6@digo DFS nmimo ye <; ¢/, entonces ¢ ¢’ tambien es édigo DFS rnimo;

2. sisoe esun 6digo DFS no-rfimimo ye’ <; e, entonces o ¢’ también es un édigo DFS no-rinimo.

Proof Se demostr@ cada caso por separado.

En el primer caso, tenemos gsle ¢ es un ©digo DFS ninimo ye <, ¢/. Supongamos ques ¢’ es un
codigo DFS no-rimimo, entonces existe al menos Wdgo s; = ag, ay, - . ., an1 tal ques; < soe'.
Usando la definién de<; (ver secabn 3.1.2), se asegura que existe un entgbo< ¢ < m tal queay = ey
paratoddk < ¢,y a; <. e;. ES importante hacer notar qtiec m + 1 porques es un ©digo DFS ninimo.
Luego, de la ecuaon (4) se deduce qug < s.

Comoe y ¢’ parten desde el mismextice, se puede reemplazar la arista que represehnena, por la
aristae. Seas) el codigo DFS obtenido a partir dg luego del reemplazo; estédigo DFS es &lido para
el grafo codificado pos ¢ e y se tiene que) < s1 <s s. Por la condidn de la equadin (5), tenemos
ques| <5 s <5 s©e. Entoncess ¢ e es un ©digo DFS no-rmimo, lo cual es una contradiéei. Por lo
tanto lo supuestos(c ¢ es un ©digo DFS no-rimimo) tiene que ser falso. De este modo se concluye la
demostradn del primer caso.

En el segundo caso, se tiene guee es un ©digo DFS no-rmimo ye’ < e. Entonces, existe al menos
un addigos; = ag, ay, ..., an,.1 tal ques; <5 so¢e’. Seat el entero tal qué < ¢t < m, ap = e, para todo
k <t,yas < e Luego, de la ecuadn (4), se obtiene qug < s. Comoe y ¢’ parten del mismoértice,
se puede reemplazar la arista que represeatarss; pore’. El codigo DFS resultante (asumamos que es
s}) es\alido para el grafo codificado pere ¢’ y se tiene que) <; s1 <s s <s so €. Portantos ¢ ¢’ es
un cddigo no-ninimo lo que demuestra el segundo caso. |

Un resultado similar puede ser planteado para las extensiones hasiara#l siguiente teorema.

TEOREMA 7.4 Seas un cddigo DFS ninimo y sea; un \értice en la rama ras a la derecha de conindice
i. Sie, e’ € B;(s); entonces, se cumple que:

1. sis ¢ eesun 6digo DFS nmimo ye <; ¢/, entonces ¢ ¢’ tambien es édigo DFS rnimo;

2. sisoe esun 6digo DFS no-rfmimo ye’ <; e, entonces o ¢’ también es un édigo DFS no-rinimo.

Proof La demostradin es similar a la que fue dada para el teorema 7.3. |

Los teoremas 7.3 y 7.4, plantean que se puede reutilizar el resultado de una prueba de minimalidad que
ya se hizo en un hijo de para predecir la minimalidad o no-minimalidad en algunos de los restantes hijos
des. Los elementos d&F(s) pueden ser ordenados utilizandg, de este modo los subconjuntos que
definen la partid@n antes descrita quedian dispuestos en el siguiente orden:



donde cada3;(s) (o F;(s)) se obtuvo a partir de su correspondieBtgs) (0 F;(s)) luego de realizar el
filtrado utilizando las condiciones de no-minimalidad (teoremas 7.1y 7.2). Dentro de cada cdnjinto
(0 F;(s)) los elementos quedan ordenados ség el orden de las etiquetas ya que todos comparten el
mismo origen y el mismo destino. En lo adelante se asumuie estos conjuntos astordenados de esta
manera.

Un resultado que se sigue del teorema 7.3 se muestra a conbimuacieste corolario lo llamaremos
principio de corte para las extensiones hacia adelante, ya&agptie establece la manera en que fodigos
DFS ninimos y no-ninimos esén distribuidos dentro de cada.

COROLARIO 7.1 Seas un dddigo DFS ninimo y seav; un \értice en la rama ras a la derecha de con
indicei. Si existen extensiones &}(s) que producen@digos DFS no-fimimos entonces tales extensiones
se encuentran al principio d&;(s). Adenas, si existen extensiones que producedigos DFS rmimos
entonces tales extensiones se encuentran al final deg.

Proof Sitodas las extensiones &}(s) producen 6digos DFS no-fimimos o todas producerddigos DFS
minimos entonces estclara la veracidad del corolario. Solo queda el caso en existan ambaos tipos de ex-
tensiones erf;(s). Searé, é € F;(s) dos extensiones tales qagroduce un édigo DFS no-rimimo y é
produce un édigo DFS ninimo. Del teorema 7.3 se deduce directamentecgde ¢, porque en caso con-
trario s ¢ ¢ debeta ser no-rmimo, y esto contradice las Hipesis. Por tanto, las extensiones que producen
codigos DFS no-fmimos van primero que aquellas que producgdigos DFS rmimos. |

De este corolario se deduce que cada conjéhte), puede ser particionado en dos subconjuitds) =
F;(s)UE;(s) tal que todas las extensionesigfis) producen 6digos DFS no-fimimos, todas las extensiones
en F;(s) producen 6digos DFS rinimos y las extensiones dé(s) son anteriores a las d&(s) sedin la
relacibn de ordenx;.

Para las extensiones hacigagatse obtiene un corolario del teorema 7.4 similar al anterior. A este resultado
lo llamaremogrincipio de corte para las extensiones haciagatr

COROLARIO 7.2 Seas un dddigo DFS rninimo y seav; un \értice en la rama ras a la derecha de con
indicei. Si existen extensiones &;(s) que producenadigos DFS no-fimimos entonces tales extensiones
se encuentran al principio d8;(s). Adends, si existen extensiones que producedigos DFS rimimos
entonces tales extensiones se encuentran al fin&; ¢e.

Proof La demostraéin es similar a la que fue dada para el corolario 7.1. |

De este modo cada conjuni(s), tambin puede ser particionado &3(s) = B;(s) U B;(s) donde las
extensiones eif?i(s) producen oddigos DFS no-fimimos, las deB;(s) producen odigos DFS rinimos y
los elementos d&;(s) son anteriores a los d&;(s) sedin el orden lexicodifico.

Asi el subconjuntd/ E(s) € RE(s) que contiene solo aquellas extensiones que produidigas DFS
minimos viene dado por la ecuéai(7).

ME(s) = Bo(s)U...UB,(s) UEp(s)U...UE,(s). @)

En la minefa de SCF las extensiones que produdatigos DFS no-fimimos no son de intés, en todos
los casos son podadas del espacio isgbeda. Con los resultado expuestos en estabseesiposible lo-
calizar las extensiones que producédigos DFS no-fmimos de manera eficiente. Erogimas secciones
se ilustrad el modo en que pueden ser utilizados dichos resultados en ldardec8CF.
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7.2 Algoritmo gRed

Los resultados presentados en la satdi.1 pueden ser usados para mejorar el deseongel algoritmo
gSpan. Por ejemplo supongamos ¢ié (s)| = N, entonces para obtener el conjutbE (s) siguiendo
el procedimiento de gSpan se requiere reali¥apruebas exhaustivas de minimalidad. En lo que sigue
mostraremos @mo el algoritmo gRed (por sus siglas en bggraph Candidate Radttion Miner) [13]
reduce estelrmero de pruebas. a
Teniendo en cuenta que las condiciones suficientes de minimalidad pueden comprobarse con costo com-
putacionalO(1), éstas pueden ser ejecutadas mientras se reto(ver linea 3 del Algoritmo 2). Aisel
conjunto de posibles extensiones en el algoritmo gRed luego de retoesereducido #F(s) (|RE(s)| =
N < N).
Supongamos queBy(s)| = bo, - .., |Bn(s)| = bn, |Fo(s)| = fo,--.,|Fn(s)| = fn, €ntonces

ZBiJrZﬁ:N, (8)

donde las sumatorigs; se realizan sobre logttices de la rama &s a la derecha détbol DFS que origio
as.

Tanto el algoritmo gSpan como gRed, ordenan el conjunto de posibles extensidneslseglen lexi-
cografico <. mientras se recorr®. En el caso del algoritmo gSpan las bondades de dicho ordenamiento
no son explotadas aladmimo. Los siguientes teoremas ilustran los recursos quetujiRed para explotar
dichas bondades.

Primero, demostraremos el siguiente lema gas adelante sarde utilidad.

LEMA 7.1 SIN(1) =1y N(f) < N(|f/2])+ 1 para cualquierf > 1, entoncesV(f) < loga2(f) + 1.

Proof Demostremos este lema por ind@timatenatica. Elcaso basale la inducabn esé garantizado
conN(1) =1.

Hipbtesis de inducéin: Supongamos que pata< f — 1, N(h) < loga(h) + 1.

Como| f/2] < f —1paraf > 2, se utilizag la higtesis de inducéin para asegurar que

N(f) < N(Lf/2]) + 1 < (log2(Lf/2]) +1) + 1 = loga(Lf/2]) + 2.

Utilizando que| f/2]| < f/2 obtenemos que

N(f) <loga(f/2) +2.

Luego, se emplean las propiedades de los logaritmps f/2) = log2(f) — log2(2) Y log2(2) = 1, para
concluir que

N(f) <loga(f) + 1.
Asi gueda probado gdaso de inducéiny se concluye la demostréxci del lema. |

TEOREMA 7.5 Seas un cddigo DFS rinimo y seay; un \ertice en la rama ras a la derecha de conindice
i. Supongamos qué;(s)| = f; > 0. Entonces, el imero de pruebas exhaustivas de minimalidad que se
requiere para separar cada conjunfq(s) enF;(s) U Fi(s) es a lo sum@oga(f;) + 1.
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Proof Si f; = 1 se requiere una sola prueba exhaustiva de minimalidad, lo que demuestra que el teorema
es \alido para este caso.

Para simplificar las notaciones hagamos fue F;(s)y f = f;. Denotemos mediant¥ (f) el nimero
de pruebas exhaustivas de minimalidad que se requiere para procesar un conjyhédernantos (exten-
siones).

Seae la mediana del conjuntd’ sedin el orden<, y denotemost’. = {¢’ € Fle/ <, e}y F» =
{e’ € Fle’ = e}. Del teorema 7.3 se puede predecir la minimalidad o no-minimalidad dédigas DFS
gue se obtienen a partir de las extensiones de uno de los confuntos.. respectivamente. En efecto
si se comprueba que< e es ninimo, entonces las extensiones Be generan édigos ninimos. En el
otro caso, las extensiones de generan adigos no-nnimos. En cualquiera de los dos casos, de uno de
los dos conjuntod”. 6 F~. no se puede decir nada y por tanto se reqaenras pruebas exhaustivas de
minimalidad. El tamé&o de dichos conjuntos no superg/2|.

Como se puede apreciar, hemos reducido el problema déitafna un subproblema de taiin@ a lo
sumo| f/2] y sblo se ha realizado una prueba exhaustiva de minimalidad para la mediana del céhjunto
Por tanto se puede plantear la siguiente desigualigt) < N(|f/2]) + 1. ComoN(1) = 1 se puede
aplicar el lema 7.1; concluyendoida demostraéin del teorema. |

Un resultado aflogo se puede enunciar para las extensiones haam atr

TEOREMA 7.6 Seas un aodigo DFS rinimo y seay; un \ertice en larama ras a la derecha de conindice
i. Supongamos que;(s)| = b; > 0. Entonces, el amero de pruebas exhaustivas de minimalidad que se
requiere para separar cada conjunf®; (s) en B;(s) U B;(s) es a lo sumdoga(b;) + 1.

Proof La demostradin es similar a la del teorema 7.5. [ |

Usando los teoremas 7.5y 7.6, éimero de pruebas exhaustivas de minimalid&dl, que se requiere
para obtener el conjuntt! £ (s) a partir deRFE(s), cumple la siguiente desigualdad

K < Z(logz(fi) +1) + Z(lng(Ei) +1), %)

donde las sumatorids; se realizan sobre losttices de la rama &s a la derecha. Denotemos) el
numero de @rtices en la rama &s a la derecha de Por otra parte, como la fur@mlogs(x) : [1,+00) —
[0, +00) es convexa, la desigualdad (9) se transforma en

S fi+ i bi
2r(s)

El argumento delogs (-) puede ser simplificado mediante (8) y quédar

K < 2r(s)logs < ) + 2r(s).

N N

K < 2r(s)loga (27’(5)) + 2r(s) < 2r(s)loga (27"(3)) + 2r(s). (10)
La grafica de la Fig. 8 muestra una compadacéntre la cantidad de pruebas exhaustivas de minimalidad

gue requieren los algoritmos gSpan y gRed luego de extenderdigos. En esta dafica, se presenta el

caso peor de gRed asumiendo igualdad en la desigualdad (10), y por tanto es de esperar que en los resultados

reales de gRed elimero de estas costosas pruebas sea menor que lo que se muestra.
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Algoritmo 3: gRed 6, D, 6, S)
Entrada: s - un dddigo DFS ninimo (representa a un grafo frecuent®); conjunto de grafos) -
umbral de frecuencia mima.
Salida: S - Conjunto de todos los subgrafos conexos frecuentes

S — SuU{s};
RE(s) « Conjunto de aristastales que exista ef la extensdn s ¢ e y e no es filtrada luego de
comprobar las condiciones suficientes de no-minimalidad;
Eliminar deRE(s) las extensiones infrecuentes;
Obtener el conjuntd/ E(s) (ver ecuadn (7)) sed@n el principio de corte y mediantéibquedas
binarias;
foreachextensbne € M E(s) do
| gRedgoe, D, 46, 5);
7 end

N

~ W

o u

Figure 7. Esquema general del algoritmo gRed.

NUmero de pruebas exhaustivas de minimalidad
1000
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Figure 8. Comparaci 6n entre los algoritmos gRed y gSpan respecto al n  Umero de pruebas
exhaustivas de minimalidad variando el tama  fio de la rama m as a la derecha r(s) y el nimero
de extensiones posibles N.

En la demostraéin del teorema 7.5, se puede apreciar el procedimiento para reducir las pruebas exhausti-
vas de minimalidad. Para cada conjufit¢s) (0 B;(s)) se realiza unadsqueda binaria que permite separar
las extensiones que produceddgo no-mMnimos de las que produceddigos mnimos. Esta bsqueda
binaria se justifica fericamente por las condiciones de ruptura y los principios de corte. El algoritmo gRed
propone utilizar este procedimiento para optimizar el proceso de imiderSCF. La Fig. 7 muestra el
esquema general de gRed.
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Table 4. Porcentaje en tiempo de ejecuci  6n que represent 6 cada una de las etapas de la miner ia
de SCF en los algoritmos utilizando las colecciones HIV-CM y PTE.

HIV-CM PTE
gRed gSpan | Gaston | FFSM MoFa gRed [ gSpan | Gaston [ FFSM MoFa
Deteccon y poda de duplicados| 0.9% 1.4% 1.0% 1.2% 12.3% 4.9% | 10.5% 6.0% 5.7% 15.5%
Construcadn de estructuras 2.7% 2.9% 62% 11.4% 45.3% 3.3% 2.7% 59% 10.4% 40.2%
Enumeradn de candidatos 85.2% 84% 33% 62.3% | 19.2% 79% 75% 25% 61.2% | 22.3%

[[_Tiempo total de la ejecuan [ 337s [ 343s [ 17.2s [ 381s | 526s [[ 5.6s | 7.5s [ 35s | 9.4s [ 436s ||

Etapa

7.3 Resultados experimentales con gRed

El algoritmo gRed es comparado con los cuatro algoritmos de raider SCF que &s se han citado
recientemente: gSpan, MoFa, FFSM y Gaston. Hdtimos, aderas de ser los algoritmosas referencia-
dos, describen las ideas quaséxito han tenido en los estudios comparativéasmecientes [44, 33]. Los
algoritmos cuya estrategia dasgueda es en amplitud, entre ellos los basados en Apriori, han mostrado ser
menos eficientes que aquellos diados con bsqueda en profundidad [33, 15]. Los algoritmos especializa-
dos en minda de SCFC, SCFM o alguna otra variante tampoco son incluidos en la condpazanigRed,
ya que estdiltimo busca todos los SCF. Otros algoritmos concebidos como optimizaciones de gSpan (por
ejemplo Edgar, ADI y FSP), no son incluidos en la compamagiorque las mismas ideas introducidas por
gRed pueden insertarsacilmente en dichos algoritmos y mejdear ain mas sus desemjes.

Los algoritmos gSpan, MoFa, FFSM y Gaston fueron implementados en el paquete ParMol [29] con
el fin de realizar un estudio comparativo [44]. Uno de los aspectssariticados de esta compafkati
fue el hecho de que el paguete ParMol fue implementado en el lenguaje de progradaaei y por tanto
numerosas optimizaciones, alcanzables en los lenguajesagiédajo nivel como ANCI C, no pudieron
ser utilizadas. No obstante, fue la primera vez que estos algoritmos fueron comparados en igualdad de
condiciones; por ejemplo, todos los algoritmos usan las mismas bibliotecas para el manejo de los grafos. El
paguete ParMol es distribuido gratuitamente bajo licencia GNU.

gRed fue implementado tan@w en Java, utilizando las mismas bibliotecas para el manejo de grafos del
paquete ParMol. Con el fin de complementar el estudio comparativo realizadogplainvét al. [44] se
repitieron los experimentos sobre bases de datos reales incluyendo los resultados de gRed. Para realizar las
corridas de los algoritmos se utiiza Maquina Virtual de Java 1.5.0 de la SUN. Todos los experimentos
fueron realizados en una PC Intel Core 2 Duo a 2.2 GHz con 2 GB de memoria RAM.

El principal aporte de gRed es la optimizaique introduce en la detebai y poda de los elementos
duplicados durante el recorrido del espacio isqueda. Para tener una ideastlara sobre la mejora que
introduce gRed, se estinéel porcentaje del tiempo de ejedutique representa cada una de las etapas en
la mineiia de SCF. Para calcular los tiempos de ejénudie cada etapa se contaldilia duracbn de cada
llamado a las funciones correspondientes. De este modo séeadtporcentaje del tiempo de ejechigi
gue represebtcada etapa en las corridas. Los resultados utilizando las colecciones HIV-CM y PTE con el
umbral de frecuencia’% se muestran en la Tabla 4. Los resultados con las colecciones HIV-CA y HIV-CM
fueron muy similares en cuanto a los porcentajes en tiempo de daquai eso no se inclayHIV-CA.

En la Tabla 4 puede observarse que la etapa de la detecpoda de los duplicados no representa un gran
porcentaje del tiempo de ejecanide los algoritmos. En dependencia de la topalaig los grafos en la
coleccbn, puede ser mayor 0 menor el tiempo que se requiera para esta etapa. El algoritmo MoFa es el que
mas tiempo dedica ya q@ste incluye pruebas de isomorfismo y podas por el cumplimiento de ciertas reglas
estructurales. gSpan es el segundo algoritmo cagetiempo relativo dedica a dicha etapa, en contraf@sici
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Table 5. Comparaci 6n de los tiempos de ejecuci 6n de gRed respecto a los algoritmos Gaston,
FFSM y MoFa en las colecciones HIV y CAN2DA99.

HIV CAN2DA99
gRed gSpan Gaston FFSM MoFa gRed gSpan Gaston FFSM MoFa
849.188s | 884.750s 899.172s | 2328.328s 651.437s | 683.500s 812.922s | 4188.3s
583.985s | 607.672s 629.438s | 1140.750s 370.922s | 383.219s 461.282s | 1789.8s
459.172s | 474.578s | 603.120s | 511.297s | 809.157s 258.563s | 263.828s | 279.27s | 318.938s | 1026.3s
375.500s | 386.407s | 461.360s | 442.500s 613.110s 193.812s | 198.563s | 198.516s | 246.359s | 710.25s
315.156s | 324.203s | 311.402s | 389.406s 488.484s 153.5s 157.297s | 130.344s | 195.047s | 504.56s

~| o 0| A w

~N|o| g M w| R

con gRed que es el algoritmo que menos tiempo relativo emplealiisto muestra el efecto positivo de
las optimizaciones introducidas por gRed utilizando las nuevas propiedades de la codilasi

En cuanto al tiempo total mostrado en la Tabla 4, el algoritmo gRed fue aventajado por Gaston. Esto
Gltimo tiene una explicadn clara, gRed emplea la mayor parte de su tiempo en la enuderdeilos
candidatos mientras Gaston emplea la mayor parte del tiempo en la coristrdedas estructuras de cor-
respondencias. La enumer@cide los candidatos consume mucho tiempo cuando hay que realizar las
costosas pruebas de sub-isomorfismo para localizar los posibles candidatos y este es el caso de gRed y
gSpan. Las estructuras de correspondencias utilizadas en Gaston eliminan totalmente las costosas pruebas
de sub-isomorfismo. El costo de mantener estas estructuras en Gaston fue bajo en parte porque las colec-
ciones de grafos usadas en este experimento sonfjEg|Uen lo que sigue se mosfarexperimentos para
colecciones de mayor tatie.

Con gRed se obtienen mejores tiempos de ejéougie con los algoritmos Gaston, FFSM y MoFa (ver
Tabla 5) en las colecciones de mediano y mayor fem@mo CAN2DA99, HIV y NCI. Los mejores re-
sultados con NCI fueron obtenidos por gRed y gSpan ya que los otros tres algoritmos no pudieron procesar
dicha colecdn; es por eso que Tabla 6ls contiene los experimentos con CAN2DA99 y HIV. Los algorit-
mos FFSM y MoFa mostraron los peores tiempos de ejéanuam todos los experimentos que se muestran.
gSpan no se incldyen este experimento porquésnadelante se preseritam estudio comparativo para
resaltar mejor las diferencias entre gSpan y gRed.

En este experimento, gRed muestra su suprearecvalores bajos del umbral de soporte. Los umbrales
bajos son los s usados en las aplicaciones de la ninee SCF, ya que en la medida que baja este
umbral, los candidatos a procesar poseen una complejidad estructural mayor (aumenta la cantidad de aristas
y es mayor la cantidad de ciclos) desde el punto de vista de su repreSerttacio grafos. Estaltimo
tambén es la causa de que los tiempos de ejécuen Gaston se incrementen para umbrales de soporte
pequdios; ya que este algoritmo muestra su peor deseangerante la enumeraxi de los grafosiclicos.

En la Tabla 5 se muestra el crecimiento en los tiempos de efatgae experimenta Gaston para umbrales

de soporte menores o iguales dif8. Inclusive, los registros de Gaston para los umbrales de soporte
menores o iguales qu&% no pudieron ser mostrados porgue las estructuras de correspondencias, usadas
por este algoritmo para el indexado de la colesde grafos, no cupieron en memoria. En cambio, Gaston
supera los registros de gRed para umbrales mayores o igualé&qstoultimo esh en concordancia con

el hecho de que los grafos frecuentes para umbrales altos casi siempre son céartiotesso precisamente
donde Gaston tiene sus mejores hgtigas.

El Gltimo experimento, que se muestra en la Tabla 6, tiene como objetivo mostrar el aporte de las ideas
de gRed en compardgi con gSpan. Se seleccionaron dos colecciones de mediantoté@aN2DA99 y
HIV), una colecabn pequéa (PTE) y la colecéin mas grande (NCI) entre las reportadas en la literatura.

Los umbrales de soporte se seleccionaron e¥re 5%, ya que para valoresas altos de dicho umbral
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Table 6. Comparaci 6n entre gRed y gSpan en las colecciones de datos reales respecto a sus
tiempos de ejecuci 6ny variando los umbrales de soporte.

PTE CAN2DA99
T.E. (seg.) N.C.D. N.P.E. T.E. (seg.) N.C.D. N.P.E.
%|| ISCA gSpan gRed gSpan gRed gSpan gRed % |SCH gSpan gRed gSpan | gRed gSpan | gRed
2 136981 224.891 131.266 189610 37842 326559 161202 2 17091 2090.796 | 1987.562 19726 14788 36808 29765
3 || 18146 34.328 22.828 28324 6303 46445 21947 3| 6277 683.500 651.437 6817 5043 13085 | 10442
4 || 5955 14.297 9.484 9774 2073 15709 7123 4 || 3507 383.219 370.922 3716 2699 7216 5699
5| 3627 7.547 5.625 5568 1172 9176 4227 5] 2336 263.828 258.563 2390 1726 4720 3704
HIV NCI
T.E. (seg.) N.C.D. N.P.E. T.E. (seg.) N.C.D. N.P.E.
%|| ISCH gSpan gRed gSpan | gRed gSpan | gRed %|| ISCH gSpan gRed gSpan | gRed gSpan | gRed
2| 25127 1660.046 | 1578.453 || 22116 | 12681 47235 | 33974 2| 6636 5981.063 | 4929.953 || 7395 5482 14023 | 11395
3| 11491 884.750 849.188 10012 | 5602 21495 | 15253 3 || 2593 1451.859 | 1385.484 || 2645 1825 5230 4034
4| 6643 607.672 583.985 5852 3233 12488 | 8770 4 || 1546 920.531 878.031 1438 965 2977 2288
5| 4422 474.578 459.172 3958 2209 8374 5919 5| 1054 677.484 640.343 892 576 1941 1478
Leyenda
% Umbral de soporte utilizado
|SCH Numero de patrones frecuentes encontrados
TE. Tiempo de ejecudhn en segundos

N.C.D. NUmero de candidatos duplicados
N.P.E. NUmero de pruebas exhautivas

se procesan menos candidatos y por tanto las diferencias entre los déseisme menores. Aders del
tiempo de ejecudin (T.E.), se incluyeron los registros de la cantidad de candidatos duplicados (N.C.D.), la
cantidad de pruebas exhaustivas realizadas para verificar si un candiélan &8ina cabnica (N.P.E.), y

la cantidad de SCF obtenidos en cada prueba.

La primera conclugin que se obtiene al analizar la Tabla 6 es que gRed obtiene siempre mejores resul-
tados que gSpan. EI N.C.D. en gRed estuvo casi siempre entié%del el 70% del N.C.D. obtenido por
gSpan. En el caso de la coleagiPTE para el umbral de soporte igual%, se obtuvo que el N.C.D. de
gRed es menor que la quinta parte del N.C.D. de gSpan. Algo similar ocurre con los valores obtenidos para
el N.P.E., en muchos casos gRed réalidrededor de la mitad de las pruebas exhaustivas de gSpan. Otro
aspecto importante es que mientragsmgrande es la cantidad de SC&sgrande es la mejora mostrada por
gRed en compara@n con gSpan para todos los aspectos considerados.

8 Conclusiones

Encontrar algoritmos eficientes para la minette SCF sigue siendo uriaéa de investigach abierta.
Es cierto que en losltimos dios esta tedtica ha tenido un notable avance; no obstante, quedan problemas
gue no han sido estudiados con suficiente profundidad. Los algoritmdsmdasebajo el paradigma lla-
madocrecimiento de patrongsan mostrado su supremagespecto a aquellas soluciones propuestas bajo
el paradigmaipriori, sobre todo cuando es necesario procesar colecciones de datos de gremytaua
bajos umbrales de frecuencia. Recorrer el espacioldgueda en profundidad, mediante el crecimiento
patrones, permite obtener buenos tiempos de respuestas y ahorrar notablemente los recursos de memoria.
Todos los algoritmos desarrollados bajo el paradigma crecimiento de patrones necesitan comprobar, me-
diante pruebas exhaustivas, si cada candidato es duplicado o no. Por lo tanto, los resultados preliminares
de esta tesis se han enfocado a optimizar este proceso dentro de dicho paradigma. Para ello se propuso un
nuevo algoritmo llamado gRed que reduce @inero de candidatos y el tiempo dedicado a detectar dupli-
cados. Nuevas propiedades de la codifimaddFS, que fueron demostradas como parte de los resultados
preliminares, justifican el funcionamiento correcto de gRed.
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Esta vergin de gRed fue implementada utilizangtas de identificadorékl) para indexar la colecon
de grafos, durante el recorrido del espacio dedueda y el conteo de soporte. En los resultados experimen-
tales se muestra que un gran porcentaje del tiempo de dyealeigRed se dedica a las costosas pruebas de
sub-isomorfismo. Por tanto, si se le adapta a gRed una estructura de datos, que indexe mejorda delecci
grafos que las LI, se lograun mejor desempe.

En muchas aplicaciones no esgtico minar todos los SCF presentes en una cdlacde grafos; por
ejemplo, la colecéin PTE contiene 136981 patrones frecuentes si se toma como umbral de frecuencia en
el 2%. Una parte de la investigasi en esta tesis eséarelacionada con este problema. Los resultados
preliminares de esta tesis tar@bipueden servir de base para feseun algoritmo eficiente para el minado
de ®lo un subconjunto de todos los SCF.

Basados en estos resultados preliminares podemos concluir que nuestros objetivos son alcanzables sigu-
iendo la metodoloig propuesta.
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