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Abstract

La clasificacdon basada en reglas de asocianide clase (CARS) es un tema vigente éred de mindia
de datos. Hasta el momento se han desarrollado varias estrategias que incluyen diferentes medidas de cali-
dad para calcular y ordenar el conjunto de CARSs, diferentes algoritmos de gede@eiCARs y diferentes
criterios de deci$in para asignar una clase en el momento de clasificar. Todas estas estrategias han estado
dirigidas a mejorar la eficacia de los clasificadores basados en CARS, no obstante, quedan limitaciones por
resolver. Esta propuesta de tesis doctoral aborda el problema de la congtrudeiclasificadores basados
en CARs. Como resultados preliminares, se presenta un nuevo algoritmo eficiente que utiliza la medida
Netconfpara calcular y ordenar las reglas. Adé® se propone un criterio de cubrimiento inexacto que
disminuye el imero de asignaciones de la clase mayoritaria, influyendo esto directamente en la eficacia
del nuevo clasificador.

1 Introduccion

Hoy en da, la mayora de la informadn generada se almacena para su posterior consulta y/o proce-
samiento. Por ejemplo, en las cajas de los supermercados se registra irdarswmie las compras de
los clientes; la evaluagh de esta informaén puede ayudar a idear estrategias de mercadoeficientes.
Igualmente, en las redes de computadoras se pueden analizar los datos proporcionados por el protocolo
TCP/IP para detectar intrusos o comportamientdsratos. La cantidad de inform@ci almacenada por
los sistemas actuales es muy grande para ser analizada manualmente. LaddéiDetos ofrece herramien-
tas para descubrir informaxi implicita en estos grandes conjuntos de datos. Una imporécnea de la
Mineria de Datos es el descubrimiento o minado de reglas de agot{@dRs por sus siglas en irgg), que
permite descubrir relaciones interesantes, llamadas asociaciones, en grandes conjuntos de datos.

Desde finales de los 90 se comerazinvestigar el poder discriminativo de las ARéstas se utilizaron
para construir clasificadores de alta eficacia [13, 4, 11, 5, 8, 6, 12, 10]. Estos clasificadores se construyen a



partir de un conjunto especial de reglas denominadas Reglas de A8onaladClase (CARs por sus siglas
en ingks). Una CAR es un caso particular de regla de asdriaciesh compuesta por un conjunto de
elementos dtems (antecedente) y una clase (consecuente). Un ejemplo de CAR es el siguiente:

pan leche carne=- efectivo

lo que se interpretadmo:

(compro pan) (compro lechep) (compro carne}- pago en efectivo

donde ‘A" es el operadordgico de conjundin. Esta regla nos dice que el antecedente formado piietos
“pan”, “leche” y “carne” implican el consecuente o clase formado péteeh “efectivo”.

La clasificacbn con CARs se ha aplicado en diferentes tareas como son: la redwciallas en las
telecomunicaciones, la detegnide redundancia en @xenes radicos [22], la clasificadn de imhgenes
médicas [27], la clasificadn de textos [23], la diferenciam de €lulas madres mesenquimales en
maniferos [24] y la predic@n de tipos de interacciones prite-proténa [25].

1.1 Organizacbn del documento

Esta propuesta de tesis @&strganizada como sigue: la siguiente s@egresenta los conceptoadicos
del minado de ARs y sus extensiones al minado de CARs, aslem presenta el planteamiento del pro-
blema. En la secon 3 se describe el trabajo relacionado y se expone la mdiivala esta investigaim.
En la secdin 4 se plantea la propuesta de investigacien la cual se describen los objetivos generales
y espeficos, la metodolo@ a seguir, las contribuciones esperadas y el calendario de actividades. Los
resultados preliminares se presentan en la 8acey finalmente, las conclusiones se dan en la 6adi

2 Conceptos preliminares

En esta secbn se presentan algunos conceptasitos del descubrimiento de ARs y sus extensiones al
descubrimiento de CARs. Estos conceptos y definiciones se iilizar el resto de esta propuesta de tesis
doctoral.

Seal = {iy,i2,...,i,} Un conjunto dex items y7" un conjunto de transacciones. Cada trangecen
T est formada por un conjunto deemsX tal queX C 1.

DEFINICION 2.1 El taméio de un conjunto déems est dado por su cardinalidad; un conjunto d@ms
de cardinalidadk se denomin&-itemset.

DEFINICION 2.2 El soportede un conjunto déemsX, en adelante Sop(X), se define como la fracaie
transacciones efi’ que contienen & . El soportetoma valores en el interval®, 1].

DEFINICION 2.3 Sea minSup un umbral previamente establecido, un conjunttecs X se denomina
frecuente (FI por sus siglas en irggl) siSop(X) > minSup.

DEFINICION 2.4 Una regla de asociadin (AR por sus siglas en irigg) sobre el conjunto de transacciones
T esunaimplicadn X = YtalqueX Cc LY CIyXNnY ={.



DEFINICION 2.5 Dadas dos reglag?; : X; = Yy Ry : Xy = Y, se dice queR; es nas espeifica que
Ry si Xy C X;.

Las medidas s usadas en la literatura para evaluar la calidad de una AR sopaetey la confianza
DEFINICION 2.6 El soportede una regla de asocia@n X = Y es igual aSop(X UY).

DEFINICION 2.7 La confianzade una regla de asocia@mn X = Y, en adelante Conf(%- Y), se define en

funcion delsoportecomow. La confianza toma valores en el intervalo1].
op(X)

Es importante aclarar que cuando se haga referencia a un conjutieadeX se estaa hablando de un
subconjunto d€ y se supondx, sin grdida de generalidad, que existe un orden lex@fgy entre los
items del conjuntd.

Para extender las definiciones anteriores al problema de clagifidaasada en CARs, adamdel con-
junto I, se tiene un conjunto de clas€sy un conjunto de transacciones etiquetadiagconjunto de en-
trenamiento). Las transacciones del conjuf¢oestin formadas por un conjunto éemsX y una clase
c € C. Esta extensin no afecta las definiciones deportey confianzaenunciadas previamente.

DEFINICION 2.8 Una Regla de Asociagh de Clase (CAR) es una implicaniX = ctalqueX C Iy

c € C. El soportede una regla de asocia@n de claseX = c es igual aSop(X U {c}) y la confianzaes
iqual a SerXUich)

igual a =g

DEFINICION 2.9 Una Regla de Asociagn de ClaseX = ¢ (X C I'yc € C) satisface o cubre a una
transaccont C I si X C t.

Los clasificadores desarrollados basados en CARs seleccionan, para cada iansperse desee clasi-
ficar, el subconjunto de CARs que la cubren y con este subconjunto determinan la clase que seasignar
t.

2.1 Planteamiento del problema
Seal un conjunto deitems,C' un conjunto de claseg;> un conjunto de transacciones de la forma
{i1,12, ..., 15, c} tal queV <<, [ix, € I A c € C] (ver tabla 1),R un conjunto ordenado de reglas=- c tal

queX C I'yce C, W unafuncbn que asigna un peso a cada regia R 'y D un criterio de decigin que
utiliza a R para asignar una clase a cada trangaicgue se desee clasificar.

Table 1. Representaci 6n general de un conjunto de transacciones

Tc | ltems Clase
_ t1 111 112 U1k, c1
Transacciones to 191 199 19k, C9
tn inl 112 Ink, Cn

DadosI, C'y T¢, construir un clasificador basado en CARs consiste en calcular R, ordenafiiRlaeg
funcion de asignadin de peso W y definir el criterio de dedgiD. El problema que se plantea en esta
propuesta de tesis doctoral es la constitcie clasificadores basados en CARs.
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3 Trabajo relacionado

Desde finales de los 90, aprovechando el poder de discriminativo de las ARs, se comienzan a integrar las
técnicas deClassification Rule MiningCRM) y Association Rule MininARM)[13, 4]. La integracdn de
ambas écnicas consiste en minar un subconjunto especial de reglas de asodewcbominadas CARs (ver
definicion 2.8) y utilizar este subconjunto para construir clasificadores.

Los clasificadores desarrollados desde entonces se dividen en dos grupos: Los clasificadores de dos etapas
y los clasificadores integrados.

e Clasificadores de dos etapas£stos clasificadores, en la primera etapa calculan todas las CARs que
cumplen con los umbrales deportey confianza establecidos. En la segunda etapa se determina un
subconjunto ras pequio de CARs que cubra al conjunto de entrenamiento yesbté se construye
el clasificador [13, 4, 8].

¢ Clasificadores integrados Los clasificadores integrados utilizan diferentes estrategias para generar
directamente el conjunto de CARs, construyendo el clasificador en una sola etapa y evitando el costoso
proceso de cubrimiento de los clasificadores de dos etapas [7, 9, 12].

Independientemente del taffadel conjunto de entrenamiento, élmero de CARs obtenido puede ser
muy grande debido al comportamiento exponencial propio del minado de ARs. Por tanto, ldsefeaci
pesado de las CARs es muy importante en la constinaé estos clasificadores. Para construir un clasifi-
cador basado en CARs y posteriormente clasificar nuevas transacciones se siguen tres etapas fundamentales

1. Calcular el conjunto de CARs dado un conjunto de entrenamiento y un conjunto de umbrales.
2. Evaluar y ordenar el conjunto de CARSs teniendo en cuenta alguna(s) medida(s) de calidad.

3. Dada una nueva transa@eit y un criterio de decigin, utilizar el conjunto de CARs para asignar una
clase a.

Cualquiera sea la estrategia seguida para calcular el conjunto de CARs (en una o en dos etapas), un
clasificador se compone por una lista ordenada de CARs. En la literatura se han reportado cinco criterios
principales de ordenamiento de CARs:

a) CSA (Confianza Soporte- longitud del Antecedente): El criterio de ordenamiento CSA ordena las
CARs primero descendentemente pocdmfianzaen caso de empate ordena descendentemente por
el soportey de persistir el empate, ordena ascendentemente por la longitud del antecedente [13, 4].

b) ACS (longitud del AntecedenteConfianza- Soportd: El criterio de ordenamiento ACS es una
variacbn del criterio de ordenamiento CSA, pero considera primero la longitud del antecedente,
seguido de lzonfianzay el soporte[11].

c) WRA (del ingesWeighted Relative AccuratyEl criterio de ordenamiento WRA asigna a cada CAR
un peso calculado en furizi delsoportey la confianzay despés ordena el conjunto de CARs en
orden descendente de los pesos asignados [20, 11, 9, 12]. Dada un¥ regld el valor de WRA
se calcula como sigue:

WRA(X =Y) = Sop(X)(Conf(X =Y)— Sop(Y))

Todos los clasificadores reportados, basados en CARs, usan las medidas desoplidst confianzapara calcular las CARs
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d) LAP (del ingésLaplace Expected Error EstimateEl criterio de ordenamiento LAP fue introducido
por Clark y Boswell [21] y posteriormente setusn otros clasificadores [7, 9]. Dada una regla
X =Y elvalor de LAP en fundin delsoportey la confianzase define como:

Sop(X =Y)+1
Sop(X)+ [ C'|

LAP(X =Y) =

dondeC es el conjunto de clases.

e) x? (Chi-Cuadrado ): El criterio de ordenamientd es unaécnica bien conocida en esistica que
se utiliza para determinar si dos variables, en nuestro itests, son independientes o no. Luego
de calcular el valor dg? para cada CAR, tamén en funddn delsoportey la confianza se ordena
descendentemente el conjuntos de CARs [4].

En todos los casos, si degmude aplicar el criterio de ordenamiento existe empate entre algunas CARs,
se mantiene el orden en géstas fueron generadas. Luego de construido el clasificador, para clasificar una
nueva transacen ¢, se determina el subconjunto de CARs que la cubren (ver définiB) y se utiliza un
criterio de decigin para asignar una clase a la trangat¢i En los trabajos desarrollados se han reportado
tres criterios de decish para asignar la clase:

1. La Mejor Regla: Se selecciona la primera regla en el orden establecido (mejor regla) quetoubra a
se asigna &la clase de la regla seleccionada [13].

2. Las MejoreK Reglas: Se seleccionan, por cada clase, las prinkeraglas en el orden establecido
gue cubran &, se promedian los valores de calidad de las reglas y se asidaakase para la que se
obtenga mayor promedio [9].

3. Todas las Reglas: Se seleccionan todas las reglas que cubs@momedian los valores de calidad
de las reglas en cada clase y se asighta&lase para la que se obtenga mayor promedio [4].

Para los casos de “Las MejorEsReglas” y “Todas las Reglas”, si el criterio de ordenamiento es CSA o
ACS se utiliza el valor de l@onfianzacomo valor de calidad de la regla. Los tres criterios de datisi
previamente mencionados tienen limitaciones que pueden afectar la eficacia del clasificador:

e Los algoritmos que siguen el criterio de “La Mejor Regla” apuestan a una sola regla para clasificar
y como se menciona en [11], no se puede esperar que una sola regla prediga exactamente la clase de
cada transacén queésta cubra.

e Los algoritmos que siguen el criterio de “Todas las Reglas” corren el riesgo de incluir en la clasifi-
cacbn reglas de bajo intés, es decir, reglas con valores poco significativos de la medida de calidad
utilizada para evaluarlos [7].

e Pordltimo, los algoritmos que siguen el criterio de “Las MejakeReglas” pueden verse afectados si
hay desbalance entre dimero de reglas por clase que cubran a la transacgie se desee clasificar,
por ejemplo, sk = 5y para una clase se tienedl@4 reglas que cubren a la transdmtj entonces se
promedian los valores de calidad dedazglas pudiendo alguna(s) ser de bajo iaser

A continuacon se describen los principales clasificadores basados en CARs reportados en la literatura,
primero los de dos etapas y degépuos integrados, adérm se mencionan las limitaciones de cada uno.
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3.1 Clasificadores de dos etapas

Los primeros clasificadores basados en CARs reportados [13, 4] se construyen en dos etapas, primero
calculan todas las reglas que cumplen con los umbralsgmatey confianzaestablecidos y en una segunda
etapa, determinan un subconjuntasmpequio de reglas que cubra al conjunto de entrenamiento; luego con
este subconjunto de reglas construyen el clasificador.

3.1.1 CBA (Classification Based on Associations

El algoritmo CBA, propuesto en el 98 por Bing Liu, fue el primero en integraélasitas de ARM y CRM
para construir clasificadores [13]. CBA propone un algoritmo llamado CBA-RG para generar el conjunto
de CARs y un algoritmo llamado CBA-CB para construir el clasificador.

El algoritmo CBA-RG se basa en el algoritmo de minado de reglas de agwciggriori [1] y calcula
todas las reglas que cumplan con los umbralesapmrtey confianzaestablecidos. Si se encuentrasn
de una regla con igual antecedente CBA-RG selecciona la regla de mayor confianza y en caso de empate
selecciona aleatoriamente una de las reglas involucradas.

El algoritmo CBA-CB, en un primer paso, ordena el conjunto de CARs obtenido por CBA-RG siguiendo
el criterio CSA, es decir, ordena las reglas descendentemente pamflanzaen caso de empate ordena
descendentemente porsportey de persistir el empate, ordena ascendentemente por la longitud del an-
tecedente. Seguidamente, el algoritmo CBA-CB poda el conjunto de CARSs, para ello calcula un subconjunto
mas pequio de CARs que cubra al conjunto de entrenamiento y elimina el resto de las CARs.

Para clasificar una nueva trans@cci, CBA utiliza el criterio de la “Mejor Regla”. Esto significa que
se selecciona, siguiendo el orden establecido, la mejor regla que ctulgrasigna & la clase asociada a
la regla seleccionada&sta es una de las limitaciones del algoritmo pues no se puede esperar que una sola
regla estime correctamente la clase de cada trarisaqaieésta cubra.

Los experimentos realizados en [13] muestran que, en general, CBA obtiene mejor eficacia que clasifi-
cadores basados é@rmboles de deciéh como C4.5 [15].

3.1.2 CMAR (Classification based on Multiple Association Rules

En [4] se propuso el clasificador CMAR, que mejora en varios aspectos al clasificador CBA. Para calcular el
conjunto de CARs, CMAR utiliza una extebsidel algoritmo de minado de reglas de aso6iaip-growth
[2], que es ras eficiente que el algoritmo Apriori utilizado en CBA.

Al igual que CBA, CMAR ordena el conjunto de CARs siguiendo el criterio CSA y despalcula un
subconjunto ras pequio de CARs que cubra al conjunto de entrenamiento. Adicionalmente, CMAR utiliza
otras dos estrategias de poda para reduigirreas el conjunto de CARs. La primera estrategia elimina las
reglas nas espedicas de menor confianza. Dadas dos redtas/ R,, dondeR, es nmas espéifica que
R; (ver definicbn 2.5), CMAR podaR; si R; tiene mayorconfianzaque R;. Esta estrategia de poda
elimina reglas ras espééicas pero que a la vez pueden tener valores de calidedsignificativos que el
valor de calidad de la regla seleccionada. La segunda estrategia selebtiolaa €ARs correlacionadas
positivamente, para ello aplica a cada refla= c el testx? y selecciona aquellas cuyos valores)de
sobrepasen cierto umbral.

A diferencia de CBA, que utiliza una sola regla para clasificar, CMAR utiliza todas las reglas que cubren
ala transacéint incluyendo reglas de bajo in&s, lo que puede afectar la eficacia del clasificador. Sitodas
las reglas que cubrentaienen asociada la misma clase, CMAR asigna esta clas&a caso contrario,
CMAR divide el conjunto de reglag; que cubren & en tantos grupos como clases diferentes haya en
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R;. Para decidir la clase CMAR estima la fortaleza de cada grupo de reglas utilizando la meigjdied
x? [26], que refleja can fuerte es una regla en dependencia de su soporte y la digiribieisu clase,
finalmente asigna &la clase del grupo as fuerte.

Los experimentos realizados muestran que CMAR obtiene mejor eficacia que CBA utilizando los mismos
conjuntos de datos y los mismos umbralesdportey confianza(1% y 50% respectivamente).

3.1.3 MMAC (Multi-class, Multi-label Associative Classificatigry MCAR ( Multi-class Classification
based on Association Rulgs

En [28], los autores estudiaron el problema de generar reglas de aSnajae estimen fitiples clases.
Tanto en CBA como en CMAR las reglas obtenida® gienen una clase en el consecuente. CBA as m
estricto ya que de las reglas con igual anteceddiitesglecciona la de mayor confianza, CMAR permite
obtener reglas con igual antecedente pero en la clas@itasigna una sola clase.

El clasificador propuesto en [28], llamado MMAC, permite generar reglas con igual antecedente que
estiman clases diferentes. MMAC calcula el conjunto de CARs que satisface los umbratgmdey
confianzautilizando el algoritmo ECLAT de minado de ARs propuesto en [3]. Para ordenar el conjunto de
CARs, MMAC utiliza una variadn del criterio CSA y considera el siguiente ordeonfianza soporte
soportedel antecedente y longitud del antecedente. Al incluir un nuevo criterio en el ordenamiento reduce
la cantidad de empates lo que implica una redrtdie las asignaciones aleatorias.

Despues de ordenar el conjunto de CARs, MMAC realiza un proceso que los autores llaman “Aprendizaje
Recursivo” y obtienen un primer conjunto de reglas, donde cada regla tiene en el consecuente la clase de
mayorsoporte Con las reglas restantes realizan el mismo proceso, ébdwse un segundo conjunto de
reglas y assucesivamente hasta que no queden reglas con antecedentes iguales.

Para clasificar una nueva trans@ect se selecciona la “Mejor Regla” que cubra & se asigna a
la lista de clases de todas las reglas que tienen el mismo antecedente que la regla seleccionada, ordenade
decrecientemente por ebportede las clases. Para compararse con CBA se tuvo en cuenta la eficacia
considerandodo la regla con mayasoporte La eficacia obtenida por MMAC supera en la magate los
conjuntos de datos la eficacia obtenida por CBA.

Otro clasificador, denominado MCAR, fue presentado en [8] por los mismos autores. La diferencia entre
ambos trabajos radica en que MCAR, al igual que CBA y CMAR, genera reglas que estiman una sola clase.
Debido a esto, CMAR no necesita realizar el proceso de “Aprendizaje Recursivo” realizado por MMAC.

Tanto MCAR, MMAC, CMAR como CBA realizan un proceso de cubrimiento del conjunto de entre-
namiento que es muy costoso en tiempo. Adsmodos utilizan la medida de calidednfianza(ver li-
mitaciones de l@onfianzaen la sec@n 3.3) para calcular el conjunto de CARs. En laxima secdn se
describian las caractésticas de otro grupo de clasificadores que evitan este costoso proceso de cubrimiento.

3.2 Clasificadores integrados
Los clasificadores integrados utilizan diferentes estrategias para generar directamente el conjunto de

CARs. De esta forma construyen el clasificador directamente del conjunto de entrenamiento (en un solo
paso) y evitan el costoso proceso de cubrimiento de los clasificadores de dos etapas.

3.2.1 PRM Predictive Rule Mining y CPAR (Classification based on Predictive Association Ryles

En [7] se presenta un clasificador llamado PRM y su exbendenominada CPAR, ambos combinan las
ventajas de la clasificatm basada en CARs y las ventajas de un clasificador tradicional basado en reglas.
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PRM, en vez de generar una gran cantidad de reglas candidatas como los clasificadores basados en CARs,
utiliza un algoritmo voraz (FOIL [29]) que obtiene las reglas directamente del conjunto de entrenamiento
(en un solo paso).

FOIL (First Order Inductive Learnércalcula un conjunto de reglas que permiten clasificar cuando existen
solo dos clases (permiten diferenciar ejemplos positivos de ejemplos negativos). En el proceso dégeneraci
de las reglas se utiliza una medida denomirgaiaque refleja la ganancia de adicionar un nui¢em a una
regla [29]. A medida que FOIL va calculando las reglas, va eliminando las transacciones cubiertas por cada
regla generada hasta que se cubre todo el conjunto de entrenamiento. En caso dadeleedos clases,
FOIL se aplica a cada claggomando las transacciones dondest presente como ejemplos positivos y
las transacciones restantes como ejemplos negativos.

El conjunto de reglas generado por FOIL es muy paquéComo una extensn de FOIL se desarrdll
el clasificador PRM, el cual despsi que una transaéei es cubierta por una regla, en vez de eliminarla,
disminuye su peso. Por tanto, PRM producasmeglas que FOIL y cada transaxtidel conjunto de
entrenamiento es usualmente cubierta pas iale una regla.

PRM calcula los valores acumulados de la medjdia de cada regla y ordena el conjunto de reglas en
orden descendente de estos valores. Para clasificar una nueva ttansae&lM utiliza el criterio de la
“Mejor Regla”.

A diferencia de PRM, CPAR utiliza el criterio de ordenamiento LABplace expected error estimate
[21] y adends, clasifica utilizando el criterio de las “Mejor&sReglas”. Los autores argumentan que
utilizan K reglas en la clasificadh porque no se puede esperar que una simple regla clasifique bien cada
transacdn que ella cubra, tampoco utilizan todas las reglas porque hay difeientzmde reglas por cada
clase y se pueden incluir reglas con bajos valores en la clasificagin los experimentos realizados se
muestra que CPAR obtiene en promedio mejores resultados que clasificadores como CBAy CMAR.

En [7], los autores presentan PRM como un clasificador intermedio entre FOIL y CPAR y no realizan
experimentos donde se compare su eficacia con otros clasificadores.

3.2.2 TFPC (Total From Partial Classificatior)

Otro clasificador integrado es el TFPC, presentado en [11]. Este clasificador ha sido utilizado en varios
trabajos de los mismos autores para evaluar diferentes criterios de ordenamiento [5, 6] y para evaluar la
combinacdn de criterios de ordenamiento [9, 14, 12].

TFPC calcula el conjunto de CARs utilizando una extemslel algoritmo de minado de reglas de aso-
ciacion Apriori-TFP [30]. El algoritmo Apriori-TFP utiliza dos estructuras @dmas (P-Trees y T-Trees)
para calcular los soportes parciales y totales respectivamente. Ambas estructinessasb modifican en
TFPC para calcular los soportes parciales y totales del conjunto de CARs. En la gendeda@onjunto
de CARs se poda el espacio dashjueda cada vez que se encuentra una regla que cumpla los umbrales de
soportey confianzaestablecidos. Los autores, al utilizar esta estrategia, apuestan a obtener mayor eficacia
construyendo el clasificador con reglagswenerales de mayor confianza.

Para ordenar el conjunto de CARs, TFPC sigue el criterio CSA y para clasificar una nueva toansacci
utiliza el criterio de la “Mejor Regla”. En los experimentos realizados por los autores, se muestra que TFPC
obtiene resultados comparables, en promedio, con los obtenidos por CMAR y CPAR.

Como se puede observar en los clasificadores descritos en esta suyssdgual que los clasificadores
de dos etapas descritos en la subgatainterior, se utiliza la medida de calidashfianzgpara calcular el
conjunto de CARs y adeas, algunos la tienen en cuenta en los criterios de ordenamiento. Muchos autores
han estudiado varias medidas para estimar la calidad de las reglas de aspaiaontinuaéin se presentan



las limitaciones de laonfianzay un resumen del estudio de otras medidas de calidad utilizadas para estimar
la calidad de las reglas de asoctati

3.3 Limitaciones de la medida de calidadConfianza

Como se mostren el trabajo relacionado, todos los algoritmos desarrollados para calcular el conjunto de
CARs usan la medida de calidadnfianza Sin embargo, varios autores han indicado algunas limitaciones
gue tiene esta medida [32, 33, 16]. En particular, la presendiziths con altos valores d@portepuede
llevar a obtener reglas erng@sas. El siguiente ejemplo fue tomado de [32]:

EJemMPLO3.1 En la base de datos de un censo realizadnén, la regla “si sirvd en las fuerzas armadas
= no sirvid en Vietnam” tiene una confianza de 80%. Esta regla sugiere que conociendo que una
persona sind en las fuerzas armadas podemos pensar que esta personamersVigtnam. Sin embargo,

el consecuente “no sirien Vietham” tiene un soporte superiopats, por tanto la probabilidad de que una
persona no haya servido en Vietnam decrecé{# a 90%) cuando conocemos que esta personasemi

las fuerzas armadas, resultando una asdmawégativa. Claramente, esta regla es 2oga.

En [34], los autores sugirieron tres propiedades que toda medida de calidad (ACC) debe satisfacer para
separar las reglas buenas de las reglas malas &msigles valores altos y bajos respectivamente). Estas
propiedades son las siguientes:

PROPIEDAD 3.1 SiSop(X = Y) = Sop(X)Sop(Y) entoncesACC(X = Y) =0
Esta propiedad indica que toda medida de calidad debe reflejar la independentidiestad

PROPIEDAD 3.2 ACC(X = Y') es moltona creciente con respectaSwp(X = Y') cuando el resto de
los pametros permanece constante.

La propiedad 3.2 puede interpretarse como sigue: Dado un conjunto deldigtoes reglasX = Yy
X' = Y’ tales queSop(X) = Sop(X')y Sop(Y) = Sop(Y'). SiSop(X = Y) > Sop(X' = Y')
entoncesX = Y es nés fuerte queX’ = Y.

PrRoOPIEDAD 3.3 ACC(X = Y) es moltona decreciente cuandfvp(X) (6 Sop(Y')) crece y el resto de
los palametros permanece constante.

Una medida de calidad que satisfaga esta propiedad evita obtener reglidgsasgaorque su valor no se
incrementa al aumentadl® el soportedel antecedente o sbportedel consecuente.

Una medida de calidad que satisfaga las propiedade8 tiene naximos locales cuand8op(X =
Y) = Sop(X) 6 Sop(X = Y) = Sop(Y) y tiene un ndximo global cuand&op(X = Y) = Sop(X) =
Sup(Y).

A continuacon mostraremos que la medida de calidgamfianza(ver Eq. 1), utilizada en todos los
algoritmos de clasificabn basados en CARs, no satisface sidmdiamente todas las propiedades:

Conf(X=Y)= W 1)

PROPOSICDN 3.1 La confianzano satisface la propiedad 3.1.



DEMOSTRACION 3.1 A continuacbn se muestra un contragjemplo: Dado el conjunto de datos transac-
cionales mostrado en la tabla 2(A), donde las filas representan las transacciones y las columnas represen-
tan lositems. La tabla 2(B) muestra I@®portegle los conjuntos déems{i, }, {i2} e {i1,i2}. Debido a
queSop({i1})Sop({i2}) = 0.25 = Sop({i1,i2}), la confianzade {i, } = {i2} debe sef. Sin embargo,
Conf({i1} = {iz}) = 0.25/0.5=10.5#0

Table 2. (A) Conjunto de datos transaccionales y (B) Soporte de algunos conjuntos de items
en D
A
11 iz i3
1 0 0
0 0 1
0 1 1
1 1 1
B
Conj. deitems Soporte
(i1} 0.5
{i2} 0.5
{i1,i2} 0.25

PROPOSICDN 3.2 La confianzasatisface la propiedad 3.2
DEMOSTRACION 3.2 Es evidente de acuerdo a la Eq. (1).

PROPOSICDN 3.3 La confianzasatisface la propiedad 3.3 para 8bp(X)
DEMOSTRACION 3.3 Es evidente de acuerdo a la Eq. (1).

PROPOSICDN 3.4 La confianzano satisface la propiedad 3.3 para&bp(Y).

DEMOSTRACION 3.4 Debido a queSop(Y') no se tiene en cuenta en la Eq. (1) entonces la propiedad 3.3
no se satisface para &op(Y).

En resumen, la confianza no refleja la independenciaisstad(propiedad 3.1) ni detecta dependencias
negativas. Adei@s, en su definion no considera edoportedel consecuente, el cual es muy importante
porque es la clase. Por tanto, podemos concluir qeerndfianzano es una buena medida de calidad para
separar reglas buenas de reglas malas.

Hasta aguse han detallado las limitaciones detmfianzay se han discutido las propiedades propuestas
en [34], las cuales debe satisfacer una medida de calidad para separar las reglas buenas de las reglas malas
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3.4 Estudio de otras medidas de calidad

Ademas de laconfianzaen la literatura se han estudiado otras medidas para medir le fuerza de una regla
de asocia@n como son las medid&ponviction Interest Chi-square Certainty factorsy Netconf En [16]
los autores presentaron un estudio de estas medidas (ekéstptimf) y concluyeron que@o las medidas
Interesty Certainty factorssatisfacen las propiedades- 3 pero ambas tienen otras limitaciones.

La medidalnterest(Eq. 2) no esi acotada [16] por lo que no e&cil comparar los valores de diferentes
reglas, las magnitudes de las diferencias entre los valorbgetestde diferentes reglas no soaciles de
interpretar y resulta di€il definir un umbral dénterest Adenas, la medidanterestes singtrica y esto casi
nunca sucede en lagmtica.

_ Sop(X =Y)
Int(X =Y) = Sop()Sup(Y) 2

Por otro lado, la medida de calid@rtainty factorsse define por la ecudui 3

Conf(X=Y)—Sop(Y)

Sun () siConf(X =Y) > Sop(Y)
CF(X=Y)= Cmf(XSjp@;SOP(Y) siConf(X = Y) < Sop(Y) 3)
0 en otro caso

Valores negativos d€ertainty factorssignifican dependencia negativa, valores positivos significan depen-
dencia positiva Y significa independencia. Sin embargo, el valor que toma la medida depersipdee

del consecuente (la clase en nuestro caso) cuéfudg (X = Y') es cercano &op(Y). Para una mejor
comprengdn veamos el siguiente ejemplo tomado de [19]:

EJEMPLO3.2 SeanSop(X) = 0.5y Sop(Y) = 0.9. SiSop(X = Y) = 0.45 entoncesX y Y son
independientes. Adeas, debido a que:
_ Sop(X =Y)  Sop(X)Sop(Y)

Conf(X=Y)= Sop(X) Sop(X) = Sop(Y)

se tiene que stop(X = Y) = 0.43, el valor delCertainty factorde X = Y es—0.044 por la ecua@én
3. Esto significa que existe una pefiaeelacdn negativa entr& y Y. Pero siSop(X = Y) = 0.47, el
valor delCertainty factorsde X = Y es0.4 por la ecuadn 3. Esto significa qu& y Y tienen una alta
dependencia positiva. La diferencia erttr43 y 0.45 es igual a la diferencia entfed5 y 0.47. Sin embargo,
la medidaCertainty factorsobtiene resultados muy diferentes en cada diéecci

En [19], los autores introdujeron la medida de calidetconf para estimar la fortaleza de las ARs.
Adenmas, los autores mostraron que la medi@confresuelve las limitaciones de las medidasfianza
Interesty Certainty factors Sin embargo, los autores no probaron guNeticonfsatisfata las propiedades
sugeridas en [34]. La demostranide estas propiedades puede verse en latsedeiresultdos preliminares.
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Table 3. Criterios de Decisi _6n.
Mejor Regla Mejores K Reglas Todas las Reglas

Una sola regla no puede prePuede afectarse la eficagidPueden incluirse reglas de
decir exactamente la clasecuando existe gran desbabaja calidad entre el conjunto
de cada transadm queésta| lance entre el iimero de| de CARs utilizado para clas
cubra. CARs por clase que cubre |dficar.

la nueva transacon.

3.5 Motivacion

Como puede apreciarse en las subsecciones anteriores, se han desarrollado varias estrategias que incluyer
diferentes medidas de calidad para evaluar y ordenar las CARs, diferentes algoritmos de arederaci
CARs y diferentes criterios de dedsi; todas estas estrategias han estado dirigidas a mejorar la eficacia de
los clasificadores basados en CARs. No obstante, los algoritmos presentados tienen algunas de las siguientes
limitaciones:

1. A pesar de las limitaciones presentadas en [16] (ver sulbse8@), laconfianza es utilizada para
calcular y ordenar el conjunto de CARs.

2. Las soluciones propuestas para reducittehero de CARs dejan de generar algunas reglas de buena
calidad.

3. Los criterios de decign existentes tienen limitaciones que pueden afectar la eficacia del clasificador
(ver tabla 3).

4. Cuando ninguna CAR cubre a la transandjue se desea clasificar se asigna la clase mayoritaria, lo
cual puede afectar la eficacia del clasificador.

5. Cuando hay empate se asigna, de forma aleatoria, una de las clases empatadas, lo cual puede afectal
la eficacia del clasificador.

Estas limitaciones motivan a continuar investigando sobre la congirudei clasificadores basados en
CARs que tengan una mejor eficacia que los clasificadores existentes basados en CARs proponiendo el
uso de medidas de calidad para alctlo y ordenamiento del conjunto de CARs, que no presenten las
desventajas de laonfianza proponiendo nuevos criterios deéisi proponiendo criterios de desempate
para evitar la asigna@n aleatoria de clases, etc.

4 Investigacbn propuesta

En esta secbin se presenta la propuesta de investiyjaciompuesta por las preguntas de investiyaci
los objetivos, la metodoldg a seguir para alcanzarlos, las contribuciones esperadas y el calendario de
actividades.

4.1 Preguntas de investigaén

e ¢ Es posible proponer una nueva medida de calidad paécell@ y ordenamiento del conjunto de
CARs, que no tenga las limitaciones detmfianz&

12



e ¢ Es posible desarrollar un algoritmo eficiente paraakduto de CARs y una estrategia de poda que
permita generar as reglas que obtengan valores significativos de la medida de calidad?

e ¢ Es posible proponer una estrategia de cubrimiento que reduzameiade casos en que ninguna
CAR cubra a la transadm que se desea clasificar y esducir el riumero de asignaciones de la clase
mayoritaria?

e ¢ Es posible proponer un criterio de de@sgue no tenga los problemas de los criterios de detisi
existentes?

e ¢ Es posible proponer un criterio de desambiguraqgile reduzca la cantidad de asignaciones aleatorias
cuando hay clases empatadas?

4.2 Obijetivo general

El objetivo general de esta propuesta de investigadoctoral es:

Construir un nuevo clasificador basado en CARs a partir de una muestra de entrenamiento, que alcance
mayor eficacia que los clasificadores existentes basados en CARs.

Para cumplir este objetivo se definen los siguiente objetivos Higpsc

4.3 Objetivos espeificos

1. Proponer una nueva medida de calidad paralel y ordenamiento del conjunto de CARSs, que no
tenga las limitaciones de tnfianzadescritas en la sedui 3.3.

2. Disdiar e implementar un algoritmo eficiente para calcular el conjunto de CARs que haga uso de la
medida de calidad para CARs del objetivg adenas, proponer una estrategia de poda que permita
generar ras reglas con valores significativos de la medida de calidad que las estrategias de poda
existentes.

3. Proponer una estrategia de cubrimiento para reducir los casos en que ninguna CAR cubra a la
transacdn que se desea clasificar y esducir el rumero de asignaciones de la clase mayoritaria.

4. Proponer un nuevo criterio de debisique resuelva los problemas de los criterios de detisxis-
tentes descritos en la segni3.

5. Proponer un criterio de desambiguacide clases para reducir la cantidad de asignaciones aleatorias
cuando hay clases empatadas.

4.4 Metodologa

Para alcanzar los objetivos espos planteados anteriormente se propone la siguiente metdaiolog

1. Proponer una nueva medida de calidad paraleuto y ordenamiento del conjunto de CARs, que no
tenga las limitaciones de tnfianza

a) Estudiar las medidas de calidad propuestas en la literatura para ARM y analizar si alguna reduce
las limitaciones de laonfianza Si el estudio realizado da como resultado alguna medida que no
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tenga las limitaciones de tonfianzaentonces se utilizarpara el élculo de las CARs. Inicial-
mente estudiamos las medidasnfianza Soporte Conviction Interest Chi-square Certainty
factorsy Netconf Por el momento se han obtenido buenos resultados con la medida de calidad
Netconfpropuesta en [19] para estimar la fuerza de una regla de agotiaci

b) Independientemente del resultado obtenido en el paso anterior, se péopoadueva medida
de calidad para elaculo de CARs que no tenga las limitaciones dedafianza

¢) Analizar los criterios de ordenamiento de CARs reportados en la literatura y proponer un nuevo
criterio de ordenamiento que haga uso de la(s) medida(s) de calidad resultante(s) en el paso 1a) y
1b). Inicialmente hemos obtenido buenos resultados utilizando la mididanfpara ordenar
el conjunto de CARs.

d) Evaluar la combinabén de los criterios de ordenamiento existentes con el criterio propuesto
en 1lc). Los trabajos recientes [9, 14, 12] han mostrado que la combimat@ criterios de
ordenamiento puede mejorar la eficacia de los clasificadores.

2. Disdiar e implementar un algoritmo eficiente para calcular el conjunto de CARs que haga uso de la
medida de calidad para CARs del objetivg adenas, proponer una estrategia de poda que permita
generar ras reglas con valores significativos de la medida de calidad que las estrategias de poda
existentes.

a) Adaptar el algoritmo publicado en [18] para calcular el conjunto de CARs haciendo uso de la
medida de calidad del objetivio Para ello se crean $lo las clases de equivalencias [3] que
involucren al conjunto de clases predefinido y se mod#itamformacdn asociada a cada clase
de equivalencia para poder calcular eficientemente, para cada regla, los valores correspondientes
de la medida de calidad utilizada.

b) Proponer una estrategia de poda que permita genémsnreglas de buena calidad (8erda
medida utilizada). En vez de podar el espacio @egoeda cada vez que se encuentra una regla
gue satisface los umbrales slgportey confianzase evalud la siguiente estrategia: cuando se
encuentre una regla que satisface el umbraldionfestablecido, se continuar generando
reglas mientras que el valor 8&etconfno disminuya. Esta misma estrategia se evalgan la
medida que se obtenga &b).

c) Evaluar el algoritmo desarrollado en el paso anterior. En la evaluaeimedit como influyen
en la eficacia del clasificador la nueva medida de calidad y la nueva estrategia de poda.

3. Proponer una estrategia para reducir los casos en gque ninguna CAR cubra a la tranpecse
desea clasificar y aseducir el umero de asignaciones de la clase mayoritaria.

a) Considerar el cubrimiento inexacto de las nuevas transacciones que se deseen clasificar. Para
ello haremos ras flexible el criterio de cubrimiento de una transascpor una regla (ver
definicion 2.9). Inicialmente probaremos permitir que una reglais, . .. ,i,} = c cubra a
una transacoéint si al menos: — 1 items del antecedente de la regla pertenecen a

b) Comparar la eficacia en la clasifiocagiconsiderando el cubrimiento inexacto contra el cubri-
miento exacto.

4. Proponer un nuevo criterio de debisique resuelva los problemas de los criterios de detestisten-
tes. Los problemas de cada uno de los criterios de decisiistentes fueron discutidos en la sénci
3.
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a) Comprobar experimentalmente elalisis hecho por otros autores respecto a los criterios de
decisbn existentes. Logltimos trabajos utilizan el criterio de las “Mejor&SReglas” por clase
como criterio de deciéin y descartan los criterios de la “Mejor Regla” y de “Todas las Reglas”.
No obstante, cuando se utiliza el criterio de las “MejdkeReglas” y existe gran desbalance en
el nimero de CARs por clase que cubre a una nueva traigsadaieficacia del clasificador se
puede afectar.

b) Seleccionar autoaticamente un valor d& para el criterio de “Las Mejore&” Reglas” posible-
mente diferente para cada clase y para cada traigsact® esta forma se puede reducir el efecto
del desbalance entre elimero de CARs por clase, lo cual puede repercutir directamente en el
desbalance delimero de CARs por clase que cubre a una nueva traidsadnicialmente eva-
luaremos tomar la mejor regla y dado un umbral, tomar todas las reglas cercanas a ella respecto
al valor de la medida utilizada.

c) Comparar la eficacia del clasificador aplicando el criterio de decfgiopuesto en el paso ante-
rior y aplicando los criterios de dedisi existentes.

5. Proponer un criterio de desambiguacde clases para reducir la cantidad de asignaciones aleatorias
cuando hay clases empatadas.

a) Considerar la eliminagh de la CAR de menor calidad, mayor calidad o ambas mientras haya
empate.

b) Considerar el uso de un segundo clasificador posiblementegatdsado en reglas.

c) Comparar la eficacia en la clasificagiusando los criterios de desambigéaaile clases resul-
tantes en los pasos anteriores contra la eficacia que se obtiene al asignar una clase aleatoria.

6. Disdiar e implementar un clasificador basado en CARs, a partir de una muestra de entrenamiento, que
utilice las propuestas de los objetivos anteriores y que alcance mayor eficacia que los clasificadores
existentes basados en CARs.

a) Integrar las propuestas hechas en los pasos anteriores para construir un clasificador basado en
CARs.

7. Evaluar la eficacia del clasificador obtenido.

a) Realizar una comparaci experimental del clasificador obtenido contra los clasificadores basa-
dos en CARs, reportados en la literatura.

b) Se consideran en la experimentam los conjuntos de datos del repositorio UCI [31] por ser
los cominmente usados en los trabajos reportados.

4.5 Contribuciones

Con el desarrollo de esta tesis se esperan las siguientes contribuciones:

¢ Una nueva medida de calidad para &lccllo, minado y ordenamiento del conjunto de CARs que no
tenga las limitaciones de la confianza.

e Un algoritmo eficiente para generar el conjunto de CARs.
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e Una nueva estrategia de cubrimiento para reducitietero de casos que ninguna CAR cubra a la
transacdn que se desea clasificar y esducir el mimero de asignaciones de la clase mayoritaria.

e Un criterio de deci€in que no presente los problemas de los criterios de daasistentes.

e Un clasificador basado en CARs que alcance mayor eficacia que la alcanzada por los clasificadores
existentes basados en CARs.

4.6 Calendario de Actividades

En la figura 1 se muestra el calendario de actividades.

Trimestres Trimestres
Actividades a desarrollar 2009 2010
1 2 3 4 5 6 7 8

1. Investigar el area de interés y definir el tema.

2. Estudiar el estado del arte.

3. Evaluar medidas de ARM que reduzcan las limitaciones de
la confianza.

4. Proponer una nueva medida para calcular y ordenar las
CARs que no tenga las limitaciones de la confianza.

5. Proponer un nuevo criterio de ordenamiento y combinar
los criterios de ordenamiento.

6. Proponer una estrategia para reducir el numero de
asignaciones de la clase mayoritaria.

7. Desarrollar un algoritmo eficiente para calcular las CARs y
una estrategia de poda que permita generar posibles
reglas mas interesantes.

8. Proponer un nuevo criterio de decision.

9. Proponer un criterio de desambiguacién de clases.

10. Realizar experimentos.

11. Escribir articulos.

12. Redactar la propuesta de tesis doctoral.

13. Defender la propuesta de tesis doctoral

14. Redactar el documento de tesis doctoral.

15. Revision del documento de tesis doctoral por el comité.

16. Defender la tesis doctoral.

Figure 1. Calendario de Actividades

5 Resultados preliminares

En esta secbn se introducen los resultados obtenidos hasta el momento. Como primer resultado se
demostd que la medida de calidadetconf satisface las propiedadés— 3 sugeridas por Shapiro. La
medidaNetconfse define como:

Sop(X =Y) — Sop(X)Sop(Y)

Netconf(X =Y) = Sop(X)(1 — Sop(X))

(4)
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Analizando la ecuadn (4) y tomando en cuenta queselportetoma valores en el interval@, 1] se tiene
que: siSop(X = Y) = Sop(X)Sop(Y') entonces el numerador de la ecidsc# se hac® y por tanto,
se hacd) el Netconf (satisface la propiedad 3.1); Sbp(X = Y) aumenta permaneciendo el resto de
los paAmetros constantes entonces aumenta el numerador de labecdigcpor tanto aumenta Bletconf
(satisface la propiedad 3.2); Sbp(Y') aumenta permaneciendo el resto de losipeatros constantes en-
tonces disminuye el numerador de la ecéacl y por tanto disminuye életconf (satisface la propiedad
3.3 paraSop(Y)). SOlo nos queda mostrar queNetconfsatisface la propiedad 3.3 pa¥ap(X), para ello
probaremos la siguiente proposioi

PrROPOSICON 5.1 La medida de calidadletconfsatisface la propiedad 3.3 paigup(X).

DEMOSTRACION 5.1 En la Eq. (4), searfop(X = Y) = Sy, Sop(Y) = S, Sop(X) = z los soportes
deX =Y, Y y X respectivamente, ca#, y S, constantes que satisfacen< S,, < S, < lyz € (0,1).
Podemos reescribir el miembro derecho de la Eq. (4)geminos deS,,, Sy, y , COMO sigue:

Sey — Syx

()

y probar quef’(z) < 0, lo cual implicaia que f(x) sefia estrictamente decreciente y por tanto la
proposicbn 5.1 sera verdadera. Calculando la primera derivada y reducienglartinos se tiene que:

, - 22+ 28, — Sy
f (x) - . $2(1 _;)2 . (6)

Debido a que) < S, < S, < 1 se tiene que:

—Syx? + 2851 — Spy < —Spya® + 284y — Spy = —Say(z — 1)? <0,
y z2(1—-x)?2 >0, portanto,f'(z) < 0.

Otra propiedad de la mediddetconfes queNetConf(X = Y) # NetConf(Y = X) paraSop(X) #
Sop(Y)y Sop(X) + Sop(Y') # 1, lo cual indica que eNetconfes una medida no sktrica. Adenas,
el Netconf puede expresar la fortaleza de las asociaciones en ambas direcciones [N#tcdzif toma
valores en el intervalp-1, 1]( siy solo si0 < Sop(X) < 1) [19], valores positivos délletconfrepresentan
una asocia@n positiva entre el antecedente y el consecuente de la regla; valores negatiatcoelf
representan una asociasinegativa y cero representa independencia.

Debido a que la mediddetconfsatisface las propiedadés- 3 y no tiene las limitaciones de las medidas
Interest Certainty factorsy Confianzala utilizaremos para calcular y ordenar el conjunto de CARs.

5.1 Clasificador CAR-NF

En esta secbn describiremos un nuevo clasificador, llamado CAR-NF, que utiliza un nuevo algoritmo
para calcular el conjunto de CARs (CAR-CA, descrito en 5.1.1). CAR-CA utiliza la métktizonfpara
calcular el conjunto de CARs e introduce una nueva estrategia de poda para otitenmeglas de buena
calidad.
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5.1.1 Algoritmo CAR-CA

El algoritmo CAR-CA se basa en el algoritmo CA [18] de minado de conjuntos frecuentes, el cuad es m
eficiente que otros algoritmos eficientes como: Apriori (utilizado en CBA), Fp-growth (utilizado en CMAR),
Eclat (utilizado en MMAC y MCAR) y Apriori-TFP (utilizado en TFPC).

CAR-CA permite generar eficientemente un gramero de CARs y evita generar reglas digas ya
gue evdla y filtra el conjunto de CARs usando la medida de calidattonf Por el momento@o las
asociaciones positivas son utilizadas para nosotros.

En [3] para calcular las ARs, los autores proponen particionar el espacdisdedtia en clases de equiva-
lencias agrupando los conjuntositems de igual tanfe k& que tengan un prefijo coim de longitud £ —1).
Una clase de equivalencia que agrupe conjuntdtedes de tanmi@o k se denotad comoECy,. En CAR-CA,
consideramos cada clase predefinida C' como otroitem y dividimos el espacio delbqueda de CARs
en clases de equivalencias definidas por la retede equivalencia siguiente: “Las CARs de té@ma que
compartan el mismo consecuente (la misma clase) y los prinkerdsitems del antecedente (el cual tiene
k — 1 items) pertenecen a la misma clase de equivalencia”.

De forma similar al algoritmo CA, para aprovechar las ventajas de las operaciones bit-a-bit, se representa
el conjunto de datos como una matriz binarix n, siendom el nUmero de transaccionesyel numero de
items incluyendo las clases. Los valores binarios 1 y 0 denotan la presencia y ausencia respectivamente de
unitem en una transadm. Cada columna asociada aitemj puede ser comprimida y representada como
un arreglo de entera§, como sigue:

Ij = {WLJ’,WQ’J’, ey Wq,j}a q = [m/32] (7)

donde cada entero del arreglo representa 32 transacciones (en una arquitectura de 32 bits).
Los algoritmos previamente desarrollados para el minado de CARs, necesitan un pasktdecking
para calcular esoportedel antecedente de las reglas. Nuestro algoritmo evita este pdswkieacking
para ello, genera iterativamente una ligtac, que representa las clases de equivalencias que contienen
CARs de longitud: (k-CARS), cuyos elementos tienen el siguiente formato:

<C, Antprefk*% IAAntPrefk,gv Antsuff>7 (8)

dondec es el consecuente de las CARs agrupadas Pref;_o es el(k — 2)-itemset comin a todos los
antecedentes de las CARs agrupadas (prefijo del antecedénté), f f es el conjunto de todos ldems

j que extienden al prefijdnt Prefi_o (sufijos del antecedente), dongles lexicogaficamente mayor que
cadaitem del prefijo del antecedente, /¥ 4,,:prer, , €S UN arreglo de enteros no nulos que se construye
mediante la intersed@n (usando operacionesN D) de los arreglod;, dondej pertenece alntPre fi,_s.

Los arreglosl/ A almacenan losoportesacumulados del prefijo del antecedente de cada clase de equiva-
lencia EC),. Cuandok aumenta, el amero de elementos de IA disminuye porque las operacidiés
generan ceros, Yy los ceros no se almacenan porque no influyen rsiapoeteni en elNetconfde las reglas.

El procedimiento para obtenér es el siguiente: Seary j dositems,

TAgpugy = {(Whyi & Wi g k) | (Wi & Wi ;) # 0,k € [1,q]} 9

igualmente, seX un conjunto détems yj unitem

TAx gy = {0 & Wy j, k) | (b,k) € TAx, (b& Wy ;) # 0,k € [1, 4]} (10)
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Para calcular esoportede un conjunto dééems X con un arreglo de enteros asociadéy, se utiliza la
expresbn (11):
Sop(IAx) = Z BitCount(b) (11)
(bk)elAx

dondeBitCount(b) es una fundn que calcula la cantidad de bits igualdsemb. El Netconf(Eq. 4) puede
ser facilmente calculado tomando en cuenta el formato propuesto para agrupar las clases de equivalencias y
utilizando las ecuaciones 9, 10y 11.

Se puede resumir que la eficiencia del algoritmo CAR-CA se basa en dos datiaeteprincipales: el
uso eficiente de las clases de equivalencia, introducidas en [3], y el uso eficiente de operaciones bit-a-bit
para calcular eéNetconfde las CARs.

Algoritmos recientes para el minado de CARs [5, 9, 14, 12] podan el espacissdadila cada vez que
una regla satisface los umbralesstmortey confianzaestablecidos, esto trae como consecuencia que se
puedan perder reglas de buena calidad. CAR-CA, despa encontrar la primera regla que satisface el
umbral deNetconf continla generando reglas hasta queNekconfcomience a decrecer, de esta forma
permite generar &s reglas de buena calidad. En el pseddapo diremos que cuando etconfcomience
a decrecer se satisface(@literio de Poda(ver linea 7 del Algoritmo 2).

El pseudobdigo del algoritmo CAR-CA se muestra en el Algoritmo 1.

Algoritmo 1: CAR-CA

Input: Conjunto de entrenamiento en represei@adinaria
Output: Conjunto de CARs

1 Answer = ()

2 C' ={Conjunto de clasgs
3 L ={l-itemset$

4 forall c € C'do

5 ECGen({({c}, NULL,NULL,{L}), Lgc,)
6 k=3
7 while LEC’k,l 7'5 (¢ do
8 forall ec € Lgc, , do
9 ‘ ECGen(ec, LECk)
10 end
11 Answer = Answer U Lgc,
12 k=k+1
13 end
14 end

15 return Answer

En la inea3, del algoritmo 1, se calculan Idsitemsets. En laihea5, se construyen las clases de equiva-
lencia de tami@o 2 para cada clase En las Ineas? — 13, se procesa cada clase de equivalencia deftama
mayor que2 utilizando la funcon ECGen

La funcibn ECGentoma como argumento una clase de equivalencia ddtainal y genera un conjunto
de clases de equivalencias de téima (ver Algoritmo 2). Las clases de equivalencia generadas por este
algoritmo $lo contienen CARs con valores positivoshdetconf
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Algoritmo 2: ECGen
Input: Una EC en formatdc, AntPref, I Aantpres, AntSuf f)
Output: El conjunto de clases de equivalencias generado

1 Answer = ()

2 forall i € AntSuff do

3 AntPref’ = AntPref U {i}

4 IAAntPref/ = IAAntPrer {i} U{c}

5 AntSuff =0

6 forall (i" € AntSuf f)y (i lexicog@ficamente mayor qug do

7 if AntPref’U{i'} = ¢ No satisface el Criterio de Podaen
8 ‘ AntSuff' = AntSuf f U {i'}

9 end

10 end

11 | if AntSuff' # () then

12 ‘ Answer = Answer U {(c, AntPref’, IAaptpres, AntSuf f')}
13 end

14 end

15 return Answer

Una vez que el conjunto de CARSs es generado, se ordena descendentemente de acuerdo a los valores de

Netconf Una CAR con mayor valor detconftiene mayor asocia@h positiva entre su antecedente y su
consecuente (la clase).

5.2 Cubrimiento inexacto

En los clasificadores reportados en la literatura, cuando ninguna regla cubre a la ttangae e desea
clasificar asignan la clase mayoritaria y esto puede afectar la eficacia del clasificador.

Supongamos que se tiene un umbrakdporteigual a1%, un umbral deconfianzaigual a50% y un
umbral deNetconfigual a35%, en la tabla 4 se muestrdrreglas y sus respectivos valoresabmfianzay
Netconf

Table 4. Ejemplo de reglas y sus valores de Soporte, Confianza y Netconf.

| Regla Soporte  Confianza  Netconf
(i1} = c 2% 52% 38%
{’il,ig} = C 1.9% 51% 41%
{’il,ig,ig} = C 1.7% 53% 43%
{il,ig,ig,i4} = C 1.5% 51% 40%

Los clasificadores que podan el espacio dsgueda cada vez que encuentran una regla que cumple los
umbrales desoportey confianzageneraian solamente la primera regléi{} = ¢). En caso de tener que
clasificar la transacon {i2, i3} no podian cubrirla y la asign&n a la clase mayoritaria. La estrategia
qgue sigue el algoritmo CAR-CA permite generar las 3 primeras reglas y no la cuarta porque comienza a
decrecer el valor dBletconf No obstante, sém la definicon 2.9 debido a quéiy, iz, i3} = c no cubre a
la transacdn {is, i3}, esta se segua asignando a la clase mayoritaria.
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Como una alternativa, proponemos hacesnilexible la definiédn 2.9 permitiendo que una regla
{i1,12,...,1,} = ccubraaunatransaceit si al menos: — 1 items del antecedente de la regla pertenecen
at. Utilizando este criterio de cubrimiento inexacto se reducéigiaro de asignaciones de la clase mayo-
ritaria lo que repercute directamente en la eficacia del clasificador como se puede ver en los experimentos

realizados.
5.3 Clasificacon

Para clasificar una nueva transacgiinicialmente decidimos seguir el criterio de deiigie las “Mejores
K Reglas” por ser el criterio que mejores resultados ha obtenido en los trabajos reportados. Los algoritmos
3y 4 muestran el pseudddigo de la fase de entrenamiento y de la fase de clasiicaespectivamente:

Algoritmo 3: CAR-NF: Fase de entrenamiento
Input: Conjunto de entrenamientt
Output: Clasificador

1 Answer = ()

2 CARs = CAR-CA(db)

3 Answer = Ordena _CARs(C ARs)
4 return Answer

Algoritmo 4: CAR-NF: Fase de clasificamn
Input: Conjunto deC' ARs ordenadas y una nueva transaoai
Output: Clase asignada

1 Answer = ()

2 BestK = Selecciona _MejoresK( t)
3 Answer = Clasifica( BestK

4 return Answer

5.4 Experimentacbn

Como en otros trabajos [5, 4, 13, 7], se utilizaddnconjuntos de datos del repositorio UMachine
Learning Repository31] y se utilizb validacbn cruzada con 10 plieguete-fold cross-validation Para
los clasificadores CBA, CMAR, CPAR y TFPC usamos el umbratatdianzagual a50% y el umbral de
soporteigual a1%, como sus autores proponen. Para CAR-NF usamos el umbistdenfigual a0, as
consideramos&o asociaciones positivas.

Para realizar los experimentos se implementaron dos versiones de CAR-NF. La primérg laraada
“CAR-NF (1)", usa la medida de calidadetconfpero no aplica la nueva estrategia de poda ni utiliza el
cubrimiento inexacto. La segunda vérsj llamada “CAR-NF (2)", us&letconf aplica la nueva estrategia
de poda y utiliza el cubrimiento inexacto. El clasificador propuesto, CAR-NF, corresponde a ¢ versi
CAR-NF(2).

En la tabla 5, los resultados muestran que ambas versiones, CAR-NF(1) y CAR-NF(2), tienen como
promedio mejor eficacia que los clasificadores CBA, CMAR, CPAR, y TFPC. Las implementaciones de
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estos clasificadores fueron bajadas del sitio oficial de Frans Coenen (http://www.csc.liwaan®). Es
importante resaltar que la eficacia obtenida en nuestros experimentos, para cada uno de los clasificadores,
es la misma que la reportada en los trabajos previos.

Table 5. Eficacia obtenida por los clasificadores basados en CARS.
Conj. de Datos CBA CMAR CPAR TFPC CAR-NF(1) CAR-NF(P)

adult 70.15 71.23 76.71 76.16 77.38 78.15
anneal 97.93 8352 90.22 84.63 93.28 96.76
breast 93.32 85.26 94.8895.91 95.39 95.62
dematology 80.00 83.92 80.08 76.30 76.85 77.93
ecoli 83.17 78.01 80.59 58.53 81.59 82.65
flare 84.23 84.30 64.75 84.30 84.35 84.43
glass 68.30 75.37 64.01 64.09 65.01 66.11
iris 94.00 93.33 95.33 95.33 94.08 94.67
led7 66.56 73.31 71.38 68.71 72.23 73.88
nursery 90.12 7894 7859 77.75 90.32 90.82
pageBlocks 90.94 83.98 92.54 89.98 88.79 89.90
penDigits 81.73 83.48 80.3987.39 84.51 85.59
ticTacToe 99.12 99.25 98.6499.67 99.34 99.62
pima 75.03 7385 74.82 74.36 74.43 75.19
wine 53.22 72.24 88.03 72.09 83.64 84.74
] Promedio 81.85 8198 8221 80.35 84.08 85.07 \

La tabla 6 muestra las diferencias entre la eficacia de cada clasificador y la eficacia del mejor clasificador
en cada conjunto de datos,ltima fila de la tabla muestra la diferencia promedio. De la tabla 6, podemos
concluir que los resultados de ambas versiones, CAR-NF(1) y CAR-NF(3) esicho ras cercanos al
primer lugar que los otros clasificadores. Ademambas versiones tienen como promedio una diferencia
de —2.70 y —1.71 respecto al mejor clasificador. Estas diferencias son bastantefjaeged resto de los
clasificadores promedian una diferencia al menos 2 veces mayor respecto al mejor clasificador. Para reforzar
este resultado asignamos a cada clasificador, como se muestra en la tabla 7, un valor enternp @ntre
de acuerdo a la postmi en el ranking basado en la eficacia, y ealtana fila de la tabla 7 mostramos el
promedio obtenido de los seis clasificadores. Mientras pequios sean los valores mejor &l resultado
obtenido por el clasificador. En la tabla 7 puede notarse que para ambas versiones de CAR-NF la eficacia
obtenida et en promedio entre los 3 primeros lugares.

La tabla 8 muestra elimero de CARs (#CARs) y elimero de asignaciones de la clase mayorita-
ria (#ACM) para CAR-NF(1) y CAR-NF(2). Cuando utilizamos el cubrimiento inexacto en CAR-NF(2)
obtenemos como promedio UiB.8% mas de reglas y se realizan como promedia@6u9% menos de asig-
naciones de la clase mayoritaria, lo cual incrementa la eficacia del clasificador.

En general, CAR-NF alcanza buenos resultados mejorando los resultados de otros clasificadores basados
en CARs como CBA, CMAR, CPAR Y TFPC.

6 Conclusiones

Hasta el momento se desarfolin algoritmo para calcular el conjunto de CARs utilizando la medida de
calidadNetconf que no presenta las limitaciones dedmfianzaad como una nueva estrategia de poda que
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Table 6. Diferencias de la eficacia de cada clasificador respecto al mejor clasificador.
] Conj. de Datos CBA CMAR CPAR TFPC CAR-NF(1) CAR-NF(?)

adult -8.00 -6.92 -1.44 -1.99 -0.77 0.00
anneal 0.00 -14.41 -7.71 -3.30 -4.65 -1.17
breast -259 -10.65 -1.03 0.00 -0.52 -0.29
dematology -3.92 0.00 -384 -7.62 -7.07 -5.99
ecoli 0.00 -516 -2.58 -24.64 -1.58 -0.52
flare -0.20 -0.13 -19.68 -0.13 -0.08 0.00
glass -7.07 000 -11.36 -11.28 -10.36 -9.26
iris -1.33 -200 0.00 0.00 -1.25 -0.66
led7 -7.32  -057 -250 -5.17 -1.65 0.00
nursery -0.70 -11.88 -12.23 -13.07 -0.50 0.00
pageBlocks -1.60 -856 0.00 -2.56 -3.75 -2.64
penDigits -700 -391 000 -5.66 -2.88 -1.80
ticTacToe -0.55 -0.42 -1.03 0.00 -0.33 -0.05
pima -0.16 -1.34 -0.37 -0.83 -0.76 0.00
wine -34.81 -1579 0.00 -15.94 -4.39 -3.29
| Promedio -5.02 545 -425 -6.15 -2.70 -1.71 |

Table 7. Ranking basado en la eficacia obtenida en cada conjunto de datos.

Conj. de Datos CBA CMAR CPAR TFPC CAR-NF(1) CAR—NF(?)
adult 4
anneal
breast
dematology
ecoli

flare

glass

iris

led7
nursery
pageBlocks
penDigits
ticTacToe
pima

wine
Promedio 3.67
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permite generar &s reglas de buena calidad. Adsnse propuso una estrategia de cubrimiento inexacto
para reducir los casos en que ninguna CAR cubra a la transagoe se desea clasificar. Estos resultados
se integraron y se desarillin clasificador basado en CARs que alcanza valores de eficacia superiores a los
alcanzados por otros clasificadores del estado del arte.
Teniendo en cuenta estos resultados preliminares, consideramos que los objetivos propuestos pueden ser

23



Table 8. Numero de CARs y n Umero de asignaciones de la clase mayoritaria con y sin cubri-
miento inexacto.

CAR-NF(1) CAR-NF(2)

Conj. de Datos #CARs #ACM  #CARs #AC!\*
adult 23987 359 27215 223
anneal 1041 14 1325 6
breast 438 16 699 4
dematology 5288 24 6142 9
ecoli 466 18 544 7
flare 4071 76 4985 32
glass 3025 16 3721 7
iris 312 11 403 4
led7 6743 104 7560 48
nursery 10894 139 11822 51
pageBlocks 6050 116 7123 42
penDigits 11657 124 12493 53
ticTacToe 694 13 823 5
pima 4790 48 5538 16
wine 364 14 437 5

] Promedio 5321.33 72.80 6055.33 34.]43

alcanzados en el tiempo planteado y con la calidad deseada, siguiendo la métopi@pgesta.
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